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Résumé vii

Estimation de la structure de dépendance en grande dimension via des modèles de graphes aléatoires :
applications au suivi et à l’optimisation des contrôles en production

Résumé
L’usinage des pièces de moteurs d’avion nécessite des procédés de fabrication complexes. En effet, ces pièces doivent être
conformes vis-à-vis de nombreuses spécifications. Pour s’en assurer, elles sont contrôlées une fois la fabrication terminée.
Cette étape de contrôle est couteuse, mais permet de récolter de nombreuses données dites de production.
L’objectif de cette thèse est d’exploiter ces données de production. D’une part, nous cherchons à mieux comprendre les
procédés de fabrication et, d’autre part, à exploiter les dépendances au sens statistique entre les mesures afin d’optimiser
le contrôle des pièces.
Pour cela, cette thèse propose différentes méthodes d’analyse de données pour modéliser et estimer la structure de
dépendance des données de production. Ces analyses permettront alors de comprendre quels sont les facteurs à faire
évoluer pour améliorer la production.
La première partie de la thèse est consacrée à l’étude de méthodes de classification pour des graphes aléatoires par blocs.
Nous justifions l’application de cette catégorie de méthodes sur des matrices de corrélation pour mieux comprendre les
liens entre les caractéristiques mesurées. Nous comparons aussi différentes méthodes de la littérature avec les nouvelles
méthodes présentées. Ces dernières reposent sur l’utilisation de divergences à la place de la vraisemblance.
La seconde partie de la thèse est dédiée à l’utilisation de copules arborescentes afin d’estimer la probabilité de produire
une pièce conformément à ses exigences. Nous développons une méthode innovante, utilisant les réseaux de neurones,
pour estimer les paramètres des copules.
La troisième partie de cette thèse se fonde sur les deux précédentes pour proposer une méthode d’optimisation des
contrôles effectués lors de la production.
Les différents résultats théoriques de cette thèse sont illustrés sur des pièces de moteurs d’avion, en particulier sur l’aube
fan.
Mots clés : maîtrise statistique des procédés, modèle à blocs stochastiques, estimation robuste, copule, indice de capa-

bilité.

Abstract
The machining of aircraft engine parts requires complex manufacturing processes. Indeed, these parts must comply with
numerous specifications. To ensure this, they are inspected once the manufacturing is completed. This inspection stage
is costly but allows for the collection of numerous production data.
The objective of this thesis is to exploit these production data. On the one hand, we seek to better understand the manu-
facturing processes and, on the other hand, to exploit the dependencies, in a statistical sense, between the measurements
in order to optimize part inspection.
To achieve this, this thesis proposes various data analysis methods to model and estimate the dependency structure of
production data. These analyses will then help understand which factors need to be modified to improve production.
The first part of the thesis is dedicated to the study of classification methods for random block graphs. We justify the
application of this category of methods to correlation matrices to better understand the links between the measured
characteristics. We also compare different methods from the literature with the new methods presented. The latter are
based on the use of divergences instead of likelihood.
The second part of the thesis is dedicated to the use of Vine Copulas to estimate the probability of producing a part
in accordance with its requirements. We develop an innovative method using neural networks to estimate the Copula
parameters.
The third part of this thesis builds on the previous two to propose a method for optimizing inspections carried out during
production.
The various theoretical results of this thesis are illustrated on aircraft engine parts, particularly on the fan blade.

Keywords: statistical process control, stochastic block model, robust estimation, copula, capability index.

Laboratoire de Probabilités, Statistique et Modélisation
Sorbonne Université – Campus Pierre et Marie Curie – 4 place Jussieu – 75005 Paris – France
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Introduction

Cette thèse est le résultat d’un travail dans le domaine de la maîtrise statistique des procédés (MSP),
domaine à mi-chemin entre la statistique et le génie industriel et très lié aux problèmes de contrôle qualité.

Elle est le fruit d’une collaboration entre le Laboratoire de Probabilité Statistique et Modélisation (LPSM)
de Sorbonne Université et l’équipe MSP et Traitement des Données à la direction industrielle de Safran Aircraft
Engines.

Le LPSM est une unité mixte de recherche dédiée aux mathématiques de l’aléatoire et des données. Il
rassemble de nombreux chercheurs et chercheuses de Sorbonne Université, l’Université Paris Cité et du CNRS.
Son personnel chercheur travaille sur des thématiques variées incluant notamment les probabilités : les structures
et modèles aléatoires, ainsi que la statistique : les méthodes d’analyse de données et les algorithmes associés.

Safran Aircraft Engines est une entreprise aéronautique spécialisée dans la production de moteurs d’avion.
Elle équipe en moteurs à la fois des avions civils et militaires. De plus, c’est une des entreprises les plus
innovantes 1 en France avec environ 1000 demandes de brevet par sur les trois dernières années. L’équipe MSP
et Traitement des Données est une équipe pluridisciplinaire responsable du développement et de la mise à
disposition des différentes usines, d’un système de collecte et d’analyse des données de production. Elle est aussi
responsable du développement de nouvelles méthodes pour le suivi des données de production et l’optimisation
des contrôles en production.

Cette thèse contribue à la modélisation des dépendances entre variables aléatoires notamment à l’aide de
méthodes de classification de grands graphes. Elle est motivée par l’étude des dépendances, entre les mesures
de différentes caractéristiques sur les pièces de moteurs d’avion. Pour cela, des résultats sur le partitionnement
de graphes aléatoires et sur les copules sont mis en œuvre et approfondis.

La connaissance des dépendances entre les différentes caractéristiques contrôlées sur une pièce de moteur
est primordiale. En effet, elle permet d’une part, de produire des indicateurs de suivi de production adaptés et
d’autre part, d’optimiser au mieux les contrôles. Ce problème industriel est très intéressant d’un point de vue sta-
tistique. La détection de dépendances entre les différentes caractéristiques fait souvent intervenir des problèmes
de grande dimension, car certaines pièces comme les carters sont fabriquées en trè petite série, mais comportent
plusieurs centaines de caractéristiques. De plus, les procédés de fabrication s’améliorant constamment, il est
difficile de récupérer des jeux de données avec beaucoup de pièces. Ainsi, contrairement à la littérature de la
MSP, où l’on suppose souvent disposer de beaucoup de données et peu de caractéristiques, c’est l’inverse qui se
produit ici. Deux approches sont souvent utilisées en analyse de données pour résoudre les problèmes en grande
dimension :

• 1) une méthode dite de réduction de la dimension est utilisée pour réduire le nombre de variables. L’étude
du nombre réduit de caractéristiques n’est alors plus un problème de grande dimension ;

• 2) le problème général est divisé en sous problèmes.
Ici l’approche 2) sera considérée. L’idée principale étant de séparer les caractéristiques en groupes indépen-

dants les uns des autres.

La démarche statistique mise en place a été pensée de manière à ce qu’elle puisse s’adapter à un maximum
de situations pouvant apparaître dans l’industrie aéronautique. Cela implique des jeux de données comprenant
plusieurs centaines de variables, avec un nombre d’observations pouvant aller de quelques dizaines à plusieurs
milliers. L’objectif a donc été de proposer des méthodes assez générales, dont les applications ne se limitent pas à
l’industrie aéronautique. De plus, elles ont été choisies de manière à répondre au besoin de rapidité d’exécution,
propre au déploiement à grande échelle d’applications dans un grand groupe tel que Safran.

1. James, O. (2023, 20 mars) Pourquoi Safran est le champion tricolore des dépôts de brevets. L’Usine Nouvelle.
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2 Introduction

Ce travail ayant avant tout pour vocation d’être de nature statistique, une introduction détaillée de la pro-
blématique industrielle des sujets est présentée. Celle-ci explique l’intérêt, dans le domaine industriel, d’apporter
une telle attention aux pièces produites et pas seulement au moteur.

Dans le chapitre 1, le contexte industriel particulier lié à l’aviation et à ses normes est présenté. Les enjeux
industriels de cette thèse à l’ère du Big data et de l’usine 4.0 sont énoncés et des exemples de pièces de moteurs
illustrant les gains potentiels de cette thèse sont donnés.

Le chapitre 2 fournit les concepts sur lesquels cette thèse se base. Cela commence par des modèles de graphes
aléatoires ayant une structure de blocs ainsi que les outils pour estimer ces modèles. Des notions sur l’estimation
robuste, en particulier en lien avec la famille des φ-divergences, sont données. Le chapitre se conclut par des
fondamentaux sur l’estimation de la dépendance entre plusieurs caractéristiques à l’aide de copules.

Le chapitre 3 utilise les informations contenues dans les deux précédentschapitres pour résumer les travaux de
cette thèse. Cela comprend la modélisation statistique considérée dans cette thèse, les différentes contributions
aux domaines de la classification et l’estimation robuste sur des graphes aléatoires. Des applications industrielles
pour le suivi et l’optimisation des contrôles en production y sont aussi présentées.

Le chapitre 4 résume les résultats obtenus sur la classification et l’estimation robuste pour des modèles de
graphes aléatoires. L’idée novatrice de ce chapitre, est de remplacer le maximum de vraisemblance classiquement
utilisé dans la littérature, par une méthode basée sur les divergences. Les divergences étant une famille de
critères dont certaines possèdent des propriétés de robustesse à des erreurs de modélisation, comme la présence
de valeurs aberrantes. Nous proposons de nouveaux critères dont nous étudions les propriétés théoriques et pour
lesquels nous proposons un critère pour le choix du nombre de paramètres dans le modèle, ainsi qu’une méthode
d’estimation.

Le chapitre 5 continue sur l’étude des méthodes de classification pour des graphes aléatoires. Mais cette
fois-ci, pour des méthodes basées sur la vraisemblance. Bien que moins robuste aux mauvaises spécifications
du modèle en général, elles présentent l’avantage d’être très rapides même appliquées à de très grands graphes.
Le chapitre est découpé en deux parties. Dans la première partie, la méthode dite de la modularité est étudiée
en utilisant son lien avec la vraisemblance d’un modèle de graphe aléatoire particulier. Cela permet alors de
mieux comprendre ses avantages et ses limites, tout en proposant des solutions pour rendre le critère plus
performant. La seconde partie considère l’étude de la vraisemblance de modèles aléatoires classiques dans le
cadre de mauvaises spécifications du modèle. Sous certaines conditions, nous montrons théoriquement que ces
mauvaises spécifications n’ont pas d’impact pour l’estimation des blocs dans le graphe. De plus, ce chapitre
inclut une justification pour l’application de ces méthodes à la classification de matrices de corrélations. Ces
matrices de corrélation représentent la dépendance entre les paires de caractéristiques.

Le chapitre 6 permet une modélisation plus fine des liens entre les caractéristiques à l’aide des copules, et
en particulier, de la famille des copules arborescentes. Ces dernières sont utilisées pour estimer la probabilité
de produire une ou plusieurs caractéristiques, voire la pièce elle-même, conformément du premier coup. Sur
plusieurs centaines de caractéristiques, cette méthode prend plusieurs heures de calcul. Pour diminuer ce temps,
nous proposons une borne inférieure utilisant une inégalité du type inclusion-exclusion, adaptée à la structure
arborescente de la copule. Une application de ces méthodes à des données industrielles est aussi présentée. Ce
chapitre contient aussi une nouvelle manière de procéder à l’estimation des paramètres d’une copule arborescente
en réécrivant le problème comme celui de l’estimation des paramètres d’un réseau de neurones. Cela permet de
tirer avantages des outils d’estimation extrêmement rapides, même avec beaucoup de paramètres, ainsi que des
différents critères de la littérature. En particulier, les paramètres du modèle peuvent être appris en utilisant une
méthode similaire à celle utilisée pour l’apprentissage des réseaux antagonistes génératifs.

Le chapitre 7 est une application d’une des méthodes de classification étudiée sur différentes pièces produites
chez Safran Aircraft Engines. Ces exemples permettent d’illustrer le fait que, regrouper les caractéristiques
ensemble avec une méthode purement statistique, permet tout de même de retrouver des informations physiques
sur le procédé de fabrication de la pièce ; et parfois de mettre en avant des corrélations inattendues par les
experts métier. Enfin, une méthode pour la réduction du nombre de contrôles en présence de caractéristiques
redondantes, d’un point de vue statistique, est proposée via une approximation de la structure de dépendance.
La pertinence de cette approche est illustrée sur des données de production.
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Contributions de la thèse
Chaque section de ce manuscrit présente des travaux, souvent indépendants les uns des autres. Les notations

sont unifiées, exeptées pour les deux section qui ont fait l’objet de publications. Les preuves des différents
résultats sont données dans la même section que le résultat associé. Un résumé des travaux effectué est donné
ci-dessous :

• la section 4.1 est article présenté à la conférence Stochastic Modeling Technics and Data Analysis qui a eu
lieu à Athènes en 2022,

• la section 4.2 présente un approfondissement des travaux présentés à Athènes. Une partie des ces résultats
a été présentée à Florence lors de l’IMS International Conference on Statistics and Data Science en 2022
et à CAEN en 2024 lors du colloque EDMSA,

• les sections 5.1 et 5.2 sont des travaux en cours de finalisation,
• la section 6.1 est un article publiée dans Journal of Manufacturing Science and Engineering,
• la section 6.2 est un travail en cours,
• la section 7.1 correspond à un travail réalisé dans le cadre d’un dépôt de demande de Brevet,
• la section 7.2.4 correspond à un travail industriel en cours.
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Première partie

Resumé de la Thèse





Chapitre1
Contextes et Enjeux Industriels

1.1 Motivations industrielles
La priorité de Safran Aircraft Engines (SAE) est de s’assurer que les produits fabriqués sont fiables. Cela

concerne en particulier les moteurs d’avion. La fiabilité des moteurs passe avant même leurs performances, bien
qu’elles restent un enjeu majeur. Afin de garantir la fiabilité des moteurs, de nombreuses étapes de contrôles
ont lieu tout au long de la production. Cet accent sur la fiabilité, fait de l’avion le moyen de transport le plus
sûr du monde 1.

Un moteur SAE doit répondre à un cahier des charges strict. Pour le tester avant sa livraison et sa mise
en service, le moteur subit un test dit de réception. Il permet notamment de vérifier que le moteur atteint
les performances du cahier des charges. Ce test de réception s’effectue en deux temps (Mourer, 2022). La
première étape consiste en une vérification du comportement mécanique du moteur ; par exemple, on augmente
progressivement la vitesse de rotation des aubes. La seconde étape consiste à vérifier que les objectifs fixés
dans le cahier des charges sont bien respectés. Si ce n’est pas le cas, une analyse est menée afin d’appliquer les
correctifs adaptés pour que le moteur les atteigne.

Dans le but de s’assurer qu’un moteur va passer le test de réception sans que des corrections soient nécessaires,
les ingénieurs et experts des bureaux d’études mettent en place des modèles de simulations complexes pour être
capables de modéliser le fonctionnement d’un moteur. Grâce à ces modèles, il est possible d’évaluer sa fiabilité
et ses performances théoriques. Néanmoins, en pratique, chaque moteur est un concentré de technologies et est
construit via un assemblage d’un très grand nombre de pièces. Il est donc très difficile de produire le moteur
directement à partir du modèle de simulation. C’est pourquoi, les bureaux des méthodes ont pour travail de
construire un plan de production, afin que les moteurs produits soient au plus proche du moteur théorique.
Ainsi, les différentes exigences sur un moteur (que ce soit pour sa fiabilité ou sa performance) sont listées et
exprimées à l’aide de différentes conditions, plus simples à vérifier lors de la production. On parle de Condition
Fonctionnelle Géométrique (CFG). La plupart du temps, une CFG correspond à ce qu’une certaine quantité
physique soit dans un intervalle, dit de spécification. Par exemple, une des CFG est le jeu entre une aube fan
et le carter fan. Si le jeu est trop grand, alors les performances aérodynamiques du moteur en seront diminuées.
A contrario, s’il est trop faible, l’aube risque de frotter contre le carter, ce qui risque d’endommager le moteur.

Une des difficultés, pour la vérification de ces CFG, est que sur le plan fourni pour la production, les pièces
sont a priori ‘parfaites’. Par exemple, une pièce circulaire sera un cercle parfait sur le plan (c.f. Figure 1.1).
Seulement, la pièce, pouvant intégrer une forte complexité, n’aura jamais une forme parfaite (c.f. Figure 1.2).
La prise en compte de ces imperfections dans la conception est primordiale pour garantir que les différentes pièces
produites répondront aux exigences du cahier des charges. Cela consititue une tâche difficile, mais néamoins
importante. En effet, il est estimé qu’entre deux moteurs, la part de variabilité de leurs performances assignables
à la production peut aller jusqu’à 30% (Mourer, 2022). De fait, un des objectifs de SAE est d’essayer de prédire
les performances d’un moteur en test de réception à partir des données de production (Rejeb, 2023). L’idée pour
parvenir à vérifier la conformité des CFG est de définir une fermeture géométrique pour chaque CFG. Cette
fermeture géométrique consiste à lister tous les éléments du moteur qui ont un effet sur la CFG et à définir
pour chacun d’eux un intervalle de tolérance. Ces intervalles permettent de s’assurer que, si toutes les mesures
sont dans les intervalles de tolérance associés, alors la CFG associée sera conforme. Chaque pièce peut exercer
une influence sur plusieurs CFG. De plus, il se peut que seulement une partie d’une pièce influe sur la CFG.
Dans ce cas, seule la partie impliquée sera prise en compte dans la fermeture géométrique. Un élément d’une
fermeture géométrique est appelé caractéristique ou cote.

1. Gates, D. (2022, 1 septembre). Global air travel last year : 22 million jet flights, just one fatal accident. The Seattle Times.
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Figure 1.1 – Exemple de la cotation d’une pièce

Figure 1.2 – Exemple de la différence entre le plan théorique d’une pièce (a) et une réalisation de ce plan (b).
( CC⃝ Wikipedia tolérancement géomatrique)

Les caractéristiques peuvent être de nature variée. Par exemple, pour celle de la figure 1.1, pour une pièce
basique, on a des diamètres ∅, une enveloppe E , des localisations , une planéité et une circularité

.
La caractéristique “enveloppe” correspond à la forme parfaite qui contient la pièce réelle. Par exemple sur

la figure 1.3, pour l’exigence d’enveloppe portant sur un cylindre, il faut que le diamètre di de la pièce réelle
soit inclus dans le domaine de spécification (D ± t).

Figure 1.3 – Exemple de la définition d’une enveloppe pour le diamètre d’un cylindre ( CC⃝ (Mesnier, 2018) )

La caractéristique de localisation correspond à un écart entre la position d’un élément par rapport aux
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surfaces de références associées. Par exemple sur la figure 1.1, la localisation du trou n°0 est liée aux références
A et B.

La liste des caractéristiques est nomenclaturée. Une présentation des différents caractéristiques, est présente,
par exemple, dans le cours de (Mesnier, 2018).

Les caractéristiques se divisent en deux catégories :
• les caractéristiques mécaniques, dites aussi structurantes ;
• les caractéristiques aérodynamiques.
Les caractéristiques ne sont pas toujours de même criticité. En effet, celles qui touchent à la fiabilité du

moteur sont extrêmement importantes et nécessitent une attention particulière. D’autres, qui peuvent par
exemple être liées uniquement au rendu visuel du moteur le sont moins. Pour chacune des caractéristiques,
des spécifications sont formulées afin de garantir la conformité du produit final. Ces spécifications dépendent
de plusieurs facteurs. Elles découlent d’une part, de l’implication de chaque caractéristique dans les différentes
fermetures géométriques, et d’autre part, de la facilité à produire et à contrôler la caractéristique sur la pièce.
Ces exigences prennent le plus souvent la forme d’intervalles de tolérance. On parle de limite de spécification
bilatérale. Si l’on reprend la figure 1.2, on va notamment demander à ce que les diamètres des trous de la
couronne soient compris entre 3,9 et 4,1 mm. Parfois, il arrive que la valeur doive seulement être comparée à
une tolérance supérieure ou inférieure. On parle de limite unilatérale. Par exemple, une localisation étant bornée
en valeur absolue, la spécification associée est composée uniquement d’une limite de tolérance supérieure. Sur
la figure 1.2 le trou 0 a une tolérance supérieure de localisation à 0.2 mm et les trous 1 à 7 ont une tolérance
supérieure de localisation à 0.3 mm.

Une pièce est dite conforme si toutes ses caractéristiques sont conformes. Cependant, il arrive parfois que
la conformité d’une pièce découle de critères plus compliqués à vérifier. On parle alors de critères complexes.
Deux cas classiques de critères complexes sont : les caractéristiques dites répétées et la condition du maxi-
mum/minimum matière, MMC (ISO, 2021b). On parle de caractéristiques répétéees lorsqu’une pièce comporte
plusieurs spécifications identiques, par exemple les diamètres sur une couronne de trous. Sur l’exemple explicatif
en figure 1.1, il n’y a que 8 caractéristiques diamètre de spécification identique. Mais sur des pièces réelles, le
nombre de diamètres avec une même spécification peut atteindre plusieurs dizaines. Dans cette situation, il
arrive dans certains cas particuliers que l’on ne cherche pas la conformité de tous les diamètres en autorisant
certains à dépasser raisonnablement des limites de spécification.

Cependant, avec la recherche de moteurs toujours plus performants et fiables, les pièces à produire sont de
plus en plus complexes. Par exemple, il arrive que, par rapport à d’anciens moteurs, des fonctionnalités qui
était remplies par plusieurs pièces différentes se retrouvent maintenant remplies par une seule. Cette complexité
implique une augmentation substantielle du nombre de caractéristiques sur chaque pièce fabriquée. A titre
d’exemple, sur une aube fan ou une VCI, la pièce comporte plusieurs centaines de caractéristiques, dont la
conformité doit être absolument assurée pour déclarer la pièce conforme. Du point de vue de la fabrication de
chaque pièce, cela complexifie la phase de production. Dès lors, il peut arriver que certaines pièces produites ne
satisfassent pas les spécifications données.

Dans le cas où une pièce produite n’est pas conforme, trois situations sont possibles :
1. n°1 la pièce est rebutée,
2. n°2 la pièce est retouchée pour qu’elle soit conforme à la définition,
3. n°3 on demande au bureau d’étude (BE) si la pièce est acceptable en l’état. On parle de dérogation.
Le choix entre les options n°1 et n°2 se fait d’une part, s’il est possible ou non de la réparer et, d’autre part,

suivant le coût de production d’une nouvelle pièce par rapport au coût de la retouche.
Mais, d’un point de vue industriel, la situation n°3 est la plus avantageuse pour la production car elle ne
nécessite pas d’action corrective. On parle alors de dérogation. Cependant, accepter de monter une pièce qui ne
vérifie pas les exigences peut causer des problèmes de fiabilité ou de performance. Pour savoir si une pièce est
acceptable en l’état, i.e. qu’elle ne causera pas de problèmes de performance ou de fiabilité au cours de la durée
de vie prévue du moteur, des simulations à l’aide des modèles théoriques physiques doivent être effectuées. Le
fait de pouvoir accepter des dérogations peut, à première vue paraître surprenant, mais cela se conçoit assez
naturellement. En effet, comme expliqué précédemment le processus qui permet de construire les intervalles de
tolérance est très complexe. Ainsi, afin de rendre possibles les calculs, et de produire des tolérances ayant une
forme simple d’intervalle, les bureaux d’études font souvent des hypothèses conservatives. Ainsi, il est possible
que certains cas de figure rejetés par la spécification sur le plan puissent en fait conduire à un moteur de la
qualité attendue. Cependant, d’un point de vue pratique, cette simulation à partir des modèles physiques peut
prendre du temps, jusqu’à plusieurs jours, ce qui rend cette approche inadaptée de manière systématique. C’est
pourquoi des approches alternatives sont étudiées, comme la validation via une étude statistique pour essayer de
corréler les performances et la fiabilité du moteur avec les données de production. Pour le cas des dérogations,
il est nécessaire de connaître la valeur exacte de la mesure.
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Pour tirer le meilleur parti du processus de mesures, il ne suffit donc pas d’avoir uniquement la conformité,
mais il faut aussi avoir la valeur de la mesure. De plus, on a besoin d’avoir des productions toujours plus
précises. Et cela au point qu’il faille utiliser des machines de pointe afin d’atteindre les précisions attendues.
En effet, il arrive souvent qu’il faille contrôler des pièces avec une précision de l’ordre du micromètre afin de
vérifier leur conformité. Du point de vue de la production, on peut ensuite utiliser ces données pour détecter
les dérives dans les procédés de production. Une autre application possible, est la construction d’indicateurs
précis de la capacité à produire chaque caractéristique conformément à sa définition. L’étude de ces données de
production est appelée MSP, pour maitrise statistique des procédés. C’est une discipline assez ancienne.
On peut trouver des documents à ce propos dès le début des années 1920. L’un des pionniers, Shewart, alors au
BellLab aux Etats-Unis, produisit un rapport sur une méthode de carte de contrôles, qui porte aujourd’hui son
nom. Cette méthode statistique permet de détecter notamment certains décentrages de production. L’étude de
l’évolution de la production est souvent appelée suivi de production.

Mais là où il y a quelques années encore, la collecte, le stockage et l’accès aux données de production
en vue d’une analyse statistique était une tâche complexe et fastidieuse, aujourd’hui, grâce aux technologies
du numérique, cela ne l’est plus. En effet, de nos jours, ces nouvelles technologies font partie intégrante des
processus de fabrication. Une avancée importante, est que les machines de mesures sont capables de renvoyer
des fichiers structurés, contenant toutes les informations nécessaires, qui peuvent ensuite être lues de manière
automatique et être rentrées dans des bases de données facilement accessibles. On parle alors d’usine 4.0.
L’existence de ces nouvelles bases de données massives et structurées, ainsi que leur accès facile permettent de
nouvelles applications des données qui étaient jusque-là impossibles ou très complexes.

Figure 1.4 – Exemple d’un diagramme de Pareto

Par exemple, un des graphiques les plus utilisés en pratique s’appelle le diagramme de Pareto, souvent
simplement appelé Pareto. Il consiste simplement en un diagramme à barres où chaque barre représente le
nombre de défauts observés, ou leur proportion (c.f. Figure 1.4). Auparavant, cela pouvait prendre plusieurs
jours pour construire ce type de graphique. Il fallait d’abord rassembler les différents rapports papier avec les
mesures, puis rentrer les données et enfin, il était possible de construire le graphique. Alors qu’aujourd’hui,
il suffit de deux minutes pour aller sur l’outil de MSP de SAE, choisir les données à visualiser et afficher le
résultat. Mais cette abondance de données cause aussi des problèmes. En effet, les méthodes classiques de MSP
ne sont pas adaptées au suivi de production pour des pièces avec un très grand nombre de caractéristiques
ou des pièces avec de faibles cadences de production. La MSP a été beaucoup développée dans l’industrie
automobile et électronique qui ont des cadences beaucoup plus importantes, contrairement à certaines pièces
de moteurs d’avion. Une autre différence avec le contexte classique de la MSP, est que certaines pièces ont des
centaines de caractéristiques. Alors, pour le suivi de production, il n’est pas possible de regarder une carte de
contrôle pour chacune des caractéristiques de la pièce sans perdre beaucoup de temps. De la même manière,
si on utilise simplement les méthodes statistiques usuelles qui envoient des alarmes de manière automatique,
l’utilisateur risque de recevoir une avalanche d’alarmes dès qu’il y a un léger problème sur une pièce. Ce qui
est contreproductif, car il risque de ne plus les regarder s’il y en a trop. Ainsi, le développement de méthodes
permettant d’évaluer de manière synthétique la production est primordial. Cela conduit au premier objectif
d’utilisation des données de la thèse :

A quel point la production fabrique-t-elle chaque pièce
conformément au plan, sans retouches ?

(Objectif n°1)
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Répondre à cette question nécessite une modélisation approfondie des données, qui porte sur le processus de
production global. Un avantage pratique de cette modélisation pourrait être d’apporter une meilleure compré-
hension des liens entre les différentes caractéristiques d’une même pièce, et, plus généralement, une meilleure
connaissance de la production. En effet, aujourd’hui il arrive que les procédés de fabrication soient trop complexes
pour qu’on puisse dire avec certitude, à l’aide d’un modèle physique, si lors de la production une caractéristique
est en relation avec une autre. La modélisation statistique, quant à elle, pourra alors permettre de mettre en
avant ce type de relations. A terme, une autre retombée que l’on souhaite serait de pouvoir détecter des dérives
de production à l’échelle de la pièce, ce qu’une meilleure connaissance de la production permettrait d’envisager.
De plus, une modélisation statistique pourrait permettre de faciliter la priorisation des chantiers d’amélioration.
En effet, si on connait la capacité de produire chaque pièce conformément aux spécifications, on peut choisir de
se concentrer sur l’amélioration des pièces les moins bien produites.

Une autre application d’une meilleure compréhension et modélisation de la production pourra être d’amé-
liorer l’étape de contrôle. Il est aujourd’hui établi que le temps de mesure d’une pièce représente 25 à 30% de
son temps de production. A cela, s’ajoute le fait que pour avoir des mesures aux précisions recherchées, il est
nécessaire d’avoir des machines de haute technologie, très coûteuses. Ainsi, un des défis industriels actuel est
l’optimisation des contrôles. Cela est d’autant plus vrai que ces dernières années (hors période COVID-19), les
commandes d’avions ont considérablement augmentées. Le nombre de moteurs à produire augmente alors lui
aussi et cela conduit à un accroissement des cadences de production (on parle aussi de ramp-up). Cette situation
rend la recherche d’un processus de contrôle plus rapide encore plus importante. C’est le second objectif de cette
thèse :

Déterminer les redondances, en un sens statistique,
entre les mesures pour optimiser le temps de contrôle des pièces.

(Objectif n°2)

Pour résoudre cet objectif, l’idée est de ne mesurer qu’une partie bien choisie des caractéristiques d’une pièce.
Cette optimisation des contrôles doit être réalisée tout en conservant la maîtrise du risque de non-conformité
de la pièce. De plus, on veut que l’Objectif n°1 et l’Objectif n°2 puissent être faits en parallèle. C’est-à-dire que
même sur une pièce où l’on ne mesurerait pas toutes les caractéristiques, on veut pouvoir estimer la capacité de
la production à produire la pièce conformément aux exigences.

1.2 Types de données disponibles pour la thèse
Même si la première machine à mesurer tridimensionnelle (MMT) date des années 50, le contrôle des pièces

a souvent été une étape manuelle. C’est-à-dire qu’un opérateur, à l’aide d’outils tels que des gabarits ou des
comparateurs testait la conformité de la pièce. Ensuite, le résultat sur la conformité de la pièce était noté sur
une feuille de papier. Ainsi, la récolte des données était une tâche longue et difficile. Cela était notamment dû
au fait que beaucoup de données étaient au format papier ou stockées sur des fichiers différents. Aujourd’hui
avec l’usine 4.0, les contrôles sont fait en majorité par des MMT ou d’autre outils de mesures, connectés à
un ordinateur, qui peuvent remonter les données de contrôles dans un fichier informatique. Les nombreuses
données ainsi récoltées peuvent alors facilement être mise dans des bases de données puis exportées sous forme
de tableaux. Comme exemple de tableau de données que l’on peut extraire des bases, on a par exemple le tableau
1.1. Suivant les applications, toutes les informations alors disponibles ne sont pas toujours nécessaires.

Date de fabrication - - - - -
Date de contrôle
N° pièce 1 1 1 1 2
N° série
Nom de la caractéristique Diamètre 1 Diamètre 2 Diamètre min Localisation max Localisation max
Type de la caractéristique Mesure (XML) Mesure (XML) Conformité (PLM) Conformité (PLM) Conformité (PLM)
Valeur mesurée 5.213 5.198 5.167 0.083 0.082
Nominal 5.2 5.2 5.2 0 0
Tolérance inférieure 5.1 5.1 5.1 - -
Tolérance supérieure 5.3 5.3 5.3 0.1 0.1
Machine de production
Usine de production
Unité
Description

Tableau 1.1 – Exemple du format de données disponible
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On fait l’hypothèse que la production n’évolue pas au cours du temps, car les procédés de fabrication et de
contrôles sont stables, i.e. il n’y a pas de facteurs extérieurs, température, machines, opérateurs qui changent
au fil de la production en l’impactant. Ainsi, par exemple, pour un diagramme de Pareto, la date n’est pas
importante. A contrario, la date de production est primordiale pour regarder s’il y a des changements au fil du
temps sur une carte de contrôle. Pour la carte de contrôle, il est souvent inutile de tenir compte des limites de
tolérance.

Les données de production ne sont pas fondamentalement différentes de données qui pourraient être utilisées
dans d’autres dommaines. Mais il y a quand même quelques particularités. Une première chose importante est
de comprendre la différence entre les types de caractéristique (Mesure et Conformité). Pour cela, reprenons
l’exemple simplifié donné en Figure 1.1. Sur cet exemple, il y a une couronne de huits trous pour lesquels on
s’intéresse à leur diamètre et leur localisation. Les limites de spécifications sont identiques pour les diamètres
des huit trous et pour sept des localisations : ce sont les caractéristiques répétées évoquées plus haut. Pour juger
de la conformité de la pièce par rapport aux exigences sur ces diamètres, il suffit de connaître la valeur du plus
grand des diamètres et celle du plus petit. Ainsi, si les valeurs minimale et maximale sont dans les tolérances,
alors tous les diamètres sont conformes, sinon au moins un des diamètres ne respecte pas ses spécifications et la
pièce n’est pas conforme. Pour les valeurs individuelles des diamètres, on parle de caractéristiques mesurées dites
XML. Pour les valeurs du minimum et du maximum des diamètres, on parle de caractéristiques de conformité
dites PLM. Il peut arriver qu’une caractéristique soit à la fois mesurée et de conformité.

L’intérêt d’avoir les mesures XML en plus des mesures PLM est que, si l’on souhaite améliorer le procédé
de fabrication de la caractéristique PLM, il est souvent nécessaire d’agir sur les caractéristiques XML liées à la
caractéristique PLM. De plus, dans le cas de la surveillance de l’évolution de la production, il est plus logique
de regarder les caractéristiques XML plutôt que les PLM. En effet, ces dernières peuvent être une combinaison
complexe de caractéristiques. Alors, même si regarder les caractéristiques PLM peut permettre de détecter des
dérives, il se peut qu’elles soient une combinaison de plusieures caractérisitques usinées, et il ne sera pas possible
de savoir quelles sont les usinages qui posent problèmes. Comme expliqué précédemment, les tolérances peuvent
être bi/unilimites. Il est intéressant de noter que le cas unilimite peut être vu comme un cas bilimite où l’une des
deux tolérances est une limite infinie. Dans la majorité de cette thèse, on fera l’hypothèse que les spécifications
prennent la forme d’intervalles. Dans les autres cas, où les spécifications ne sont pas sous la forme d’intervalle,
on parle de critères complexes.

Figure 1.5 – Exemple de diagramme de causes et effets (Diagramme de causes et effets, Wikipedia CC⃝ )

Une autre hypothèse que l’on fait sur les données est qu’elles sont stables au sens dit 6M. Pour cela, l’approche
la plus classique est de réaliser le diagramme de causes et effets, aussi appelé diagramme d’Ishikawa (c.f. Figure
1.5). La stabilité au sens 6M signifie qu’il n’y a pas de causes de variations « maîtrisables » non prises en compte,
comme par exemple des usines différentes. C’est le cas pour les aubes Fan produitent dans des usines différentes.
Il arrive que, sur certaines caractéristiques, il y ait des différences entre les productions des différentes usines.
Ce phénomène est illustré en figure 1.6, où la densité de probabilité de la production d’une caractéristique est
affichée en fonction de l’usine d’origine des pièces. On voit alors très clairement deux populations différentes.

Ainsi, pour l’Objectif n°1 de la thèse qui correspond à modéliser la conformité, il suffit de connaître les
valeurs des caractéristiques de conformité, ainsi que les limites de tolérances. Cependant pour l’Objectif n°2,
il est nécessaire d’avoir des informations supplémentaires. Typiquement, pour les diamètres, si on essaye de
prédire le diamètre minimal à partir du diamètre maximal, on va probablement avoir une très bonne corrélation
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Figure 1.6 – Exemple de causes de variabilité de la production : l’usine de production

Numéro Elément Nature Tolérance Référentiel
001 B Diamtère t1
002 Cylindre 1 Diamètre t2
003 Cercle 1 Circularité t3
004 Position 1 Localisation t4 A, B
005 A Planéité t5

Tableau 1.2 – Exemple d’une partie du tableau des caractéristiques sur un couvercle d’huile

entre les deux. En effet, s’il est produit avec le même outil, le diamètre va dépendre presque exclusivement du
diamètre de l’outil d’usinage. Mais en terme de temps de mesure, on ne va pas en gagner puisque pour mesurer
le diamètre maximal, il faut connaître le diamètre de chaque trou et donc tous les mesurer. C’est pourquoi il est
nécessaire de prendre en compte toutes les données disponibles, i.e. les caractéristiques XML et pas seulement
PLM. En plus de ces données, il est primordial d’avoir aussi des informations sur la manière dont la pièce est
mesurée ainsi que sur les différents temps de mesures. Tout cela peut être représenté dans un graphe orienté dit
graphe de mesures. A titre d’exemple, on peut regarder un sous-ensemble des caractéristiques du couvercle
d’huile (c.f. Tableau 1.2). Sur cette exemple, 5 caractéristiques (001, 002, ... 005) sont “mesurées”. Cependant,
il arrive parfois que la mesure d’une caractéristique ne puisse pas être obtenue sans avoir mesuré au préalable
d’autres caractéristiques. Sur le couvercle d’huile, sont mesurées des éléments géométriques : axes, cylindres,
plans, cônes, etc. On obtient alors le graphe de mesures donné en figure 1.7, où les caractéristiques sont en bleu
et les éléments géométriques sont en orange. Et c’est ensuite, à partir de ces éléments géométriques, que sont
déduites les caractéristiques. Ainsi, sur notre exemple, les mesures 005, 002, 003 et 001 ne dépendent que d’un
seul élément géométrique. Cet élément géométrique peut aussi être commun à plusieurs caractéristiques, comme
l’élément B pour les caractéristiques 003 et 001. De plus, une même caractéristique peut dépendre de plusieurs
éléments, comme la caractéristique 004 qui dépend des trois éléments géométriques A, B et Cylindre 2.

Ainsi, par exemple, dans le cas où l’on pourrait justifier de ne mesurer que la caractéristique 004 et de
prédire les autres, aucun gain de temps ne serait réalisé. En particulier, si une optimisation doit être faite sur
cet exemple, pour qu’il y ait un gain de temps, la caractéristique 004 devra obligatoirement ne pas être mesurée.
De plus, si l’on décide de mesurer les caractéristiques 001, 002, 003 et 005, alors cela nécessite de mesurer toutes
les références et donc en particulier, on aura aussi la valeur de la caractéristiques 004. Donc à nouveau aucun
gain de temps ne sera effectué.
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Figure 1.7 – Exemple de graphe de dépendance des mesures

1.3 Etat de l’art chez SAE
Aujourd’hui, plusieurs méthodes de MSP sont déjà appliquées chez SAE. Cependant, comme nous allons le

voir, elles ne sont pas suffisantes pour résoudre les problèmes évoqués précédemment.
Commençons par regarder la manière dont la conformité est évaluée. Chez SAE aujourd’hui, la conformité

des procédés de fabrication est évaluée individuellement pour chaque caractéristique des pièces. Pour ce faire,
deux indices, dits de capabilité, sont particulièrement utilisés : le Cp et le Cpk. Ils ont été initialement définis
dans le cas d’un procédé gaussien de moyenne µ et de d’écart-type σ (Kane, 1986) :

Cp = USL− LSL
6σ (1.1)

Cpk = min

{
USL− µ

3σ ,
µ− LSL

3σ

}
(1.2)

pour une caractéristique qui a pour intervalle de spécification [LSL,USL]
Dans le cas où il n’y a qu’une seule limite de spécification, le Cp n’est pas défini. Le Cpk reste quant à

lui défini en prenant LSL = −∞, s’il n’y a pas de limite inférieure ou USL = +∞, s’il n’y a pas de limite
supérieure. De plus, le Cp suppose implicitement que la loi de la production est centrée sur le milieu de l’intervalle
de spécification. Or ce n’est pas toujours le cas. Ainsi, chez SAE, le Cpk est particulièrement utilisé. Cependant,
chez SAE plus de 50% des lois de probabilité des procédés de fabrication ne sont pas gaussiennes. De fait, ces
critères ne sont pas adaptés pour tous les cas de figure. Parmi les nombreuses généralisations de ces critères
(sans hypothèse sur la loi des données), SAE a choisi d’utiliser les indices suivants (Croquelois et al., 2022) :

Cp = Φ−1(Pu) + Φ−1(Pl)
6

Cpk = 1
3Φ−1 (min {Pu, Pl})

(1.3)

où Pu = P(X ≤ USL) et Pl = P(X ≥ LSL) sont appelées probabilités de conformité et Φ est la fonction
de répartition de la loi Gaussienne centrée réduite.

Cette généralisation a l’avantage de coïncider avec la définition du Cp et du Cpk dans le cas gaussien.
Elle permet aussi des comparaisons entre les productions. En effet, comme ces indices sont définis en fonction
des probabilités de conformité, si une prodution a des probabilités de conformité plus importantes, alors ses
indices de capabilités seront meilleurs. Ainsi, deux productions, même de lois différentes, ont le même Cpk si et
seulement si, elles ont le même taux de conformité (on entend ici taux de conformité comme min{Pl, Pu}). Pour
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Nombre de
caractéristiques

Ppm par
caractéristiques

Cpk par
caractéristiques

Corrélation de Pearson
entre les caractéristiques

Ppm
pièce

100 520 1.16 0 25 588
100 2700 1 0 127 143
100 2700 1 0.9 10 444

Tableau 1.3 – Exemple de l’importance de la corrélation sur la capabilité d’une pièce en terme de Ppm (pièces
par million non conformes)

ces indices, il est donc nécessaire d’estimer Pu et Pl. Usuellement, les valeurs de non conformité 1 − Pu et de
1−Pl devraient être inférieures à 0.00135, ce qui correspond à Cpk ≥ 1. Pour certaines caractéristiques critiques,
cette limite est abaissée à 0.000032, ce qui équivaut à Cpk ≥ 1.33. L’estimation d’un point de vue statistique
correspond alors à un problème d’estimation d’évènements rares. Or, le nombre d’observations disponibles dans
les jeux de données ne permet que rarement d’appliquer les méthodes statistiques adaptées aux évènements
rares. Pour obtenir des estimations raisonnables, même pour de faibles tailles de jeux de données, une méthode
basée sur un mélange de lois de Student a été developpée (Croquelois et al., 2022).

Cependant, ce qui est important n’est pas seulement de savoir de manière individuelle la probabilité que
chaque caractéristique soit conforme. En effet, l’objectif de la production est que la pièce entière soit conforme.
C’est-à-dire que toutes les caractéristiques soient conformes en même temps. Ou, dans certains cas plus com-
plexes, la conformité de la pièce est définie comme une fonction des caractéristiques. Pour rappel, cela peut être
le cas sur certaines couronnes de trous qui seront déclarées conformes même si individuellement, tous les trous
ne sont pas conformes à leurs spécifications individuelles. Mais, sauf mention contraire, on ne se placera pas dans
un cas avec des critères complexes et on se limitera donc au cas où on souhaite que toutes les caractéristiques
soient conformes simultanément. Dans ce cas, il est nécessaire de prendre en compte la structure de dépendance
entre les différentes caractéristiques pour calculer les probabilités de conformité. En effet, si l’on considère une
pièce avec 100 caractéristiques, que la production a pour distribution une loi normale multivariée centrée sur le
nominal, les taux de conformité de chaque caractéristique peuvent ne pas refléter celui de la pièce (c.f. Tableau
1.3). En effet, même si individuellement le premier cas à de meilleurs Cpk, en terme de conformité de la pièce,
c’est le dernier cas avec une présence de dépendance qui présente le moins de pièces non conformes au final.

De fait, pour développer un estimateur de la conformité et répondre à l’Objectif n°1, il est nécessaire d’avoir
une méthode d’estimation de loi multivariée.

Intéressons nous maintenant au problème d’optimisation qui correspond à notre Objectif n°2. Chez SAE,
deux approches statistiques pour l’optimisation des contrôles ont été développées.

La première est appelée optimisation par capabilité et est basée sur le taux de non-conformité. Elle permet,
lorsque le taux de non-conformité est plus faible que sa valeur cible, par exemple 0.00135, de ne pas mesurer
toutes les pièces. Plus exactement, il est possible de définir une fréquence d’échantillonnage f , telle que si l’on
mesure seulement (100·f)% de la production, on aura la garantie que le taux de non-conformité (en moyenne) de
la population échantillonnée soit inférieur à celui de sa valeur cible. Néanmoins, la limite de cette approche est
qu’elle ne peut s’appliquer aujourd’hui qu’à une seule caractéristique par pièce, alors que ces dernières peuvent
en comporter plusieurs centaines. Le gain de temps produit peut alors être négligeable par rapport au temps
de mesure globale de la pièce. C’est pourquoi une amélioration à apporter pourrait être de généraliser cette
méthode dans le cas où l’on échantillonnerait plusieurs caractéristiques par pièce, voire une pièce entière si la
production le permet.

La deuxième méthode d’optimisation, dite par corrélation, consiste contrairement à l’optimisation par ca-
pabilité à mesurer en partie toutes les pièces. L’idée est que si les caractéristiques d’une pièce sont fortement
corrélées entre elles alors il est possible, à partir d’une caractéristique, d’en prédire une autre. Dans ce cas, en
réduisant la taille de l’intervalle de spécifications, de sorte que la probabilité de rater un défaut soit faible (dans
un sens à définir), on peut ne pas tout mesurer (c.f. Figure 1.8).

Actuellement, le principal défaut de cette approche est que le choix des caractéristiques à mesurer est fait
manuellement, en se basant uniquement sur les corrélations bivariées. Une amélioration de la méthode actuelle
serait de proposer une méthode qui consisterait, pour un nombre donné de caractéristiques, de choisir de manière
automatique les caractéristiques à mesurer, pour obtenir un temps de contôle de la pièce le plus faible possible.

Remarque 1.1. On peut remarquer que cette approche a d’autres applications, notamment pour le suivi de
production. En effet, parfois sur une pièce, plusieurs caractéristiques sont très fortement corrélées. Alors, si
l’on veut suivre la production, il n’est pas forcément nécessaire d’afficher toutes les caractéristiques, mais en
afficher une seule peut suffire à analyser les éventuelles dérives de production sur l’ensemble des caractéristiques
dépendantes.

Enfin, afin de mieux comprendre les procédés de fabrication et de détecter la présence de dépendance entre les
caractéristiques, un outil de clustering a été développé chez SAE. Cet outil, basé sur la classification ascendante
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Figure 1.8 – Illustration du fonctionnement de l’optimisation par corrélation

hiérarchique (CAH) appliquée à la matrice de corrélation de Spearman, permet de construire des blocs de
caractéristiques tels que les variables dans ces blocs soient fortement dépendantes. De plus, afin que la méthode
puisse être utilisée de manière automatique, un critère de selection pour le nombre de classes a été développé,
comme une modification de l’indice de Silhouette. Cet indice représente, pour une partition donnée, une mesure
moyenne de la cohésion d’un point par rapport aux autres membres de sa classe. La combinaison de la CAH
et de l’indice de Silhouette permet d’effectuer des classifications sur des centaines caractéristiques en seulement
quelques minutes.

Une fois ces groupes construits, il est notamment possible de regarder si on peut utiliser le principe d’opti-
misation des contrôles par corrélation.

Afin de proposer une méthode de résolution de ces objectifs, nous proposons une modélisation mathématique
qui permet de prendre en compte les spécificités du problème. Cette modélisation est présentée en section 3.1.

Avant de voir les notions mathématiques nécessaires à la compréhension de cette thèse au chapitre 2 et les
principaux résultats au chapitre 3, nous présentons deux pièces importantes pour cette thèse.

1.4 Exemples industriels récurrents
Au départ de la thèse, l’idée initiale était de travailler uniquement sur une pièce du moteur LEAP appelée

virole de carter intermédiaire (VCI), présentée en section 1.4.1 et illustrée en figure 1.9. Cette pièce a l’avantage
de représenter une grande partie des différentes particularités des pièces produites par SAE. Notamment, les
faibles cadences (environ 3 pièces par semaine) et un très grand nombre de caractéristiques PLM (plus de 400).
Néanmoins, à la suite de la crise du COVID-19, certaines chaines de production ont été réorganisées. A la suite
de ces changements, la VCI n’est plus produite sur le site SAE de Corbeil-Essones, ce qui a limité les échanges
avec les experts métiers. C’est pourquoi, au cours de la thèse, il y a eu une réflexion sur la pertinence de
l’étude de la VCI. Ainsi, on présentera quelques applications des méthodes sur cette pièce. Mais la majorité des
illustrations des méthodes qui seront présentées sont basées sur une autre pièce du moteur : l’aube fan. Cette
pièce, caractéristique du moteur, permet d’étudier des comportements propres à des pièces ayant des fonctions
aérodyamiques. L’influence des caractéristiques géométrique sur les performances moteurs a notamment été
étudiée par (Rejeb, 2023). D’autres pièces, qui ne seront utilisées que dans un cas particulier d’applications ne
sont pas présentées ici.

1.4.1 VCI
Présentation de la pièce

Pour cette thèse, on considère la VCI comme une des pièces de référence.
Cette pièce de près de deux mètres de diamètre est positionnée juste après les aubes du moteur. Elle a

de nombreuses fonctionnalités. Elle sert notamment de pièce structurante pour soutenir les outlet guide vanes
(OGV) (c.f. Figure 1.9), et contient des emplacements afin d’ajouter les pièces nécessaires à l’installation de la
nacelle. Celle-ci est construite de telle sorte que deux arbres puissent passer dans le moteur, permettant ainsi à
plusieurs câbles de le parcourir (par exemple, pour des capteurs), ainsi que différents équipements, comme ceux
pour la gestion de l’aération.
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(a) Photo d’une VCI (b) Image d’une coupe moteur avec les OGV soutenues par
la VCI

Figure 1.9 – Photo d’une VCI et illustration de son positionnement dans le moteur

La production d’une pièce prend entre 20 et 30 heures avec pas moins de 10 étapes de fabrications auxquelles
fait suite un contrôle final de 8 heures. De plus, sa taille imposante présente plusieurs difficultés. D’une part,
il est nécessaire de disposer d’une machine de mesure adaptée aux dimensions de la pièce. Il s’agit de la plus
grande machine à mesurer chez SAE : 4,5 mètres de long, une hauteur de 2 mètres et une largeur légèrement
inférieure à 3 mètres. D’autre part au repos, i.e. tant qu’elle n’est pas montée sur le moteur, la pièce se déforme
et il est donc nécessaire d’ajouter un équipement de plus d’une tonne pour éviter ces déformations.

Lors de ce contrôle, pour s’assurer de sa conformité aux exigences, il est nécessaire de faire la mesure
d’environ 11 000 caractéristiques XML. Ces mesures sont ensuite résumées en environ 400 caractéristiques de
conformité, pour juger de la conformité de la pièce. Par exemple, la VCI est une pièce circulaire et on fait de
manière répétée la même opération de perçage à différents endroits de la pièce. Alors pour juger de la conformité
des diamètres de ces perçages, on peut synthétiser l’information en regardant le minimum et le maximum des
diamètres, réduisant ainsi le nombre de caractéristiques à surveiller comme évoqué en section 1.3.

C’est donc une pièce idéale pour construire des méthodes de suivi de production qui doivent être adaptées
à un grand nombre de caractéristiques. De plus, ses caractéristiques recouvrent un champ large de types de
spécifications communes à l’ensemble des pièces produites par SAE : diamètres, enveloppes, localisations, etc.

Présentation des données

Pour la partie de la thèse sur l’étude d’un indicateur de capabilité multivarié (c.f. Section 6.1), on regardera
donc les 400 caractéristiques de conformité. Mais pour concevoir une méthode d’optimisation des contrôles,
l’étude de cet indicateur n’est pas suffisant. Il faut étudier les 11 000 caractéristiques de mesure afin de proposer
une méthode de contrôle offrant un gain de temps substantiel. En effet, si l’on regarde une couronne de trous
usinés avec un même outil, on observe que les diamètres de ces trous sont tous fortement dépendants entre eux.
De plus, pour étudier la conformité de la pièce, ces valeurs de diamètres sont résumées en la valeur minimale
et la valeur maximale (caractéristiques de conformité). Comme les diamètres sont fortement dépendants, ces
deux caractéristiques de conformité le sont aussi. Or, si on applique une approche d’optimisation des contrôles
par corrélation sur les caractéristiques de conformité uniquement, on risque d’obtenir comme réultat : on prédit
le diamètre minimal à partir du diamètre maximal (ou inversement). Mais pour obtenir la valeur du diamètre
minimal, il faut mesurer tous les diamètres. Cette approche n’apporte donc aucun gain de temps. A l’inverse,
si on regardait aussi les caractéristiques de mesure, on pourrait par exemple prédire avec grande précision les
diamètres minimal et maximal à partir des valeurs de quelques diamètres bien choisis. Sur une couronne de 10
trous, cela reviendrait alors à économiser le temps lié à la mesure de 8 trous.

Les données de production utilisées sont issues des données disponibles sur l’application MSP de SAE et ont
été considérées sur la période d’octobre 2019 à mars 2020. Pour les caractéristiques, on ne regarde que celles
pour lequelles les données associées ont un écart type strictement positif. On dispose alors d’un jeu de données
avec 91 observations et 454 caractéristiques. Il existe un nombre très faible de valeurs manquantes dans les
données, i.e. où la base de données ne contient pas de valeurs. Ainsi, on utilisera des outils tolérants les valeurs
manquantes sans utiliser de méthode particulière pour l’imputation de ces données.

De plus, on fait l’hypothèse que le procédé de fabrication est stable au sens de l’analyse 6M (c.f. Figure 1.5).
C’est-à-dire qu’il n’y a pas de facteurs externes (plusieurs machines, température de l’usine, etc.) qui varient en
ayant une influence sur les données que l’on observe.

Dans la littérature statistique des études de données multivariées, l’approche la plus classique est de consi-
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Tableau 1.4 – Résultat des tests de normalité sur les caractéristiques PLM du jeu de données de la VCI.

Hypothèse de normalité Acceptée Rejetée
Nombre de tests 222 (49%) 232 (51%)

Tableau 1.5 – Résultat des tests de copule gaussienne sur les caractéristiques PLM du jeu de données de la
VCI.

Hypothèse de normalité Acceptée Rejetée
Nombre de tests 10560 (11%) 82968 (89%)

dérer que les données sont gaussiennes. Pour vérifier cette hypothèse, on peut commencer par vérifier que la
distribution marginale de chaque caractéristique est bien gaussienne. Pour cela, une méthode naïve serait de
tester la normalité de chacune des caractéristiques. Mais comme on cherche à les regarder toutes en même temps,
on est face à une procédure de tests multiples. Dans ce cas, la méthode classique est d’introduire une correction
dite de Bonferroni. Elle consiste à diviser le niveau de chacun des tests de normalité par le nombre de tests que
l’on veut faire. Ainsi, dans le cadre de la VCI, pour tester simultanément la normalité des 454 caractéristiques au
niveau 5%, cela revient à tester la normalité de chaque caractéristique au niveau (5/454)%. On utilise pour cela
la fonction shapiro.test du logiciel R. On obtient alors les résultats en Tableau 1.4. Si l’hypothèse de normalité
était vraie, alors on s’attendrait à avoir aucun test rejeté. Or ici envirion 50% des hypothèses le sont. Et donc
l’hypothèse de normalité globale des données est donc rejetée (au niveau 5%). Cela est assez logique, puisque
l’on regarde des caractéristiques telles que des localisations et donc on sait qu’elles ne sont pas bien approximées
par une loi gaussienne. D’ailleurs, on considère que chez SAE qu’au moins 50% des caractéristiques ne sont pas
gaussiennes (ce sont notamment les caractéristiques ISO GPS). Ces résultats vont donc dans ce sens.

Au-delà de la normalité, une autre hypothèse souvent faite en pratique est, non plus que les données sont
gaussiennes, mais que leur structure de dépendance est la même que celle d’une loi gaussienne. On parle alors
d’hypothèse de copule gaussienne. Si cette hypothèse de copule gaussienne est vérifiée, on devrait avoir que
chaque paire de caractéristiques vérifie elle-même cette hypothèse de copule gaussienne. Ainsi, de la même
manière que pour les lois marginales, on va tester chacune des paires pour savoir si elles vérifient cette hypothèse.
On utilise pour ce test la fonction gofCopula du package copula du logiciel R. Dans ce cas là, il y a environ
100000 paires de caractéristiques à tester. Appliquer la procédure de Bonferroni revient donc à faire un test au
niveau ≈(1/100000)%. Cela n’est pas possible à cause de la précision de la méthode. A défaut, on se contentera
donc de réaliser un test au niveau 5% pour chacune d’entre elles. Les résultats sont présentés dans le tableau
1.5.

Il semble alors que l’hypothèse de copule gaussienne ne soit pas non plus adaptée, car presque 90% des
tests d’hypothèse sont rejetés au niveau 5%. Bien qu’il soit souvent difficile de savoir a priori si la copule sera
gaussienne ou non, ce sera cenpendant possible dans certains cas de figure.

Pour illustrer un peu plus, il est possible de regarder quelle famille de copules est la plus adaptée pour
les copules entre 454 paires de caractéristiques en terme de vraisemblance. Pour cela le package rvinecopulib
est utilisée, il propose différentes familles de copules paramétrique avec un ou deux paramètres, ainsi qu’un
estimateur non paramétrique (Geenens et al., 2017). Le critère BIC, voir par exemple (Lebarbier et Mary-
Huard, 2004), est utilisé pour choisir entre les différentes familles. Nous obtenons alors le tableau 1.6. La famille
tll est la famille non paramétrique. Les familles BB sont des familles avec 2 paramètres c.f. (Joe, 2014) pour
des détails sur les différentes familles de copules. Souvent ces familles coïncident lorsque la valeur de corrélation
vaut 0 (indépendance) ou 1 : les variables sont parfaitement dépendantes. Pour s’assurer que ce n’est pas le
cas, on affiche en figure 1.10 les différentes valeurs du τ de Kendall, qui est une mesure de dépendance. On
observe alors que les valeurs de dépendances sont, en général, différentes de 0 et 1, et donc qu’il y a une véritable
distinctions entre les familles de copules.

Une autre particularité des données que l’on étudiera dans cette thèse, est la présence de blocs de variables
fortement corrélées. En effet, si on applique une méthode de classification sur la matrice de corrélation, on voit
apparaître des blocs assez homogènes (c.f. Figure 1.11).

Cette thèse s’intéresse à la détection des groupes de variables indépendants les uns des autres, afin de se
concentrer sur ces blocs et de ne pas modéliser leurs interactions quand elles sont négligeables.
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Tableau 1.6 – Type de familles de copules estimées par BIC sur le jeu de données de la VCI.

BB1 BB7 BB8 Clayton Frank Gaussienne Gumbel Independence Joe t tll
4 32 18 41 81 61 133 20 27 36 1

Figure 1.10 – Boîtes à moustaches de la valeur du τ de Kendall en fonction de la famille de copules pour 454
paires de caractéristiques.

(a) Matrice de corrélation sur un jeu de données
de la VCI brute

(b) Matrice de corrélation sur un jeu de données
de la VCI après classification

Figure 1.11 – Matrice de corrélation sur le jeu de données de la VCI avant et après classification.

1.4.2 Aube Fan
Présentation de la pièce

Une aube fan (c.f. Figure 1.12) est une pièce située à l’entrée du moteur et qui assure d’obtenir le débit d’air
adapté au bon fonctionnement du moteur.

Sur cette pièce, on dispose de deux jeux de données distincts appelés jeu de données n°1 et jeu de données
n°2.

Une particularité des aubes fan est que la pièce est découpée en sections (c.f. Figure 1.12) et que ces sections
comportent des caractéristiques du même type. D’autres pièces comme les OGVs partagent cette particularité
d’être découpées en différentes sections.

Jeu de données n° 1

On dispose d’une part, d’un jeu de données (n°1) de plusieurs milliers observations sur environ 430 caracté-
ristiques. Ces mesures ont été faites par une MMT. Parmi elles, on retrouve des mesures d’angles, des épaisseurs
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Figure 1.12 – Exemple d’une aube fan avec ses différentes sections

et des localisations. Ce jeu de données est issu de la production d’aubes fan du moteur LEAP en 2019. Il ras-
semble la production de deux usines, que l’on appellera usine A et usine B. Sur ce jeu de données, il est possible
d’observer le fait que parfois on mesure des caractéristiques en valeur absolue, par exemple des localisations. De
fait, si jamais la copule entre deux caractéristiques était proche de la copule gaussienne, mais qu’on ne dispose
en terme de données que des données en valeurs absolues, alors la copule que l’on va estimer ne sera clairement
pas gaussienne mais plutôt en forme de V (c.f. Figure 1.13).

Figure 1.13 – Densité (estimation à noyau) d’une copule en forme de V.

Un cas de figure similaire se produit par exemple sur les aubes. En effet, dans ce cas, on vient regarder, pour
une caractéristique donnée, ses coordonnée X et Y ainsi que la norme Z de ses coordonnées. On a alors aussi
une forme de dépendance asymétrique en entre la coordonnée Y de la caractéristique et la norme Z (voir Figure
1.14).

Afin de se conformer aux hypothèses du 6M, on ne regarde que les mesures des 1000 dernières pièces produites
dans l’usine A.

Jeu de données n° 2

Sur cette pièce, l’aube Fan, on dispose aussi d’un deuxième jeu de données. Il correspond à 800 mesures de
deux caractéristiques Balloon 26 et Balloon 36 sur des bruts de fabrication de l’aube. Ces deux caractéristiques
sont mesurées sur 26 sections de la pièce. Pour le Balloon 26, on dispose aussi de mesures sur deux sections
supplémentaires.

Ce jeu de données a été séparé en un jeu d’apprentissage de 500 pièces et un jeu de test avec 300 pièces dans
le but de réaliser une étude d’optimisation des contrôles par corrélation.

Dans le jeu de données, on ne considère que 498 pièces du jeu d’apprentissage, car il y a deux valeurs
manquantes (on supprime toute la ligne pour les pièces associées).

Le test de normalité (Shapiro-Wilks) rejette l’hypothèse Gaussienne pour une bonne partie des caractéris-
tiques au niveau 5% (c.f. Tableau 1.7).
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Figure 1.14 – Exemple de données sur aubes LEAP ayant une structure de dépendance asymétrique (en
ordonnée la norme Z et en abscisse la coordonnée Y).

Tableau 1.7 – Résultat du test de normalité sur le jeu de données d’apprentissage des aubes

pvalue < 0.05 pvalue ≥ 0.05
Balloon 26 12 16
Balloon 36 10 16

De plus, les caractéristiques dont la normalité est rejetée présentent uniquement une légère asymétrie. Pour
expliciter cela, on affiche en Figure 1.15 la caractéristique avec la p-valeur la plus faible (0.0035).

Figure 1.15 – Histogramme de la caractéristique avec la plus faible p-valeur pour un test de normalité

On peut aussi regarder la corrélation entre les caractéristiques. Pour cela, on distingue la corrélation pour
les caractéristiques d’un même balloon affichée en figure 1.16 et celle entre les balloons affichées en figure 1.17.
On observe que la corrélation pour un même Balloon diminue à mesure que les deux sections s’éloignent. De
plus, on observe aussi de la corrélation entre les deux balloons pour une même section.

Sur ce jeu de données, on peut aussi regarder la capabilité. On obtient la figure 1.18.
Ainsi les données sont bien capables (Cpk ≥ 1). De plus, on peut voir que la production du balloon 36

est plus capable que celle du balloon 26. Cela peut être dû au fait, que bien que les balloons soient de nature
comparable, les limites de tolérances supérieures du balloon 36 sont plus grandes que celle du balloon 26. Si les
deux étaient les mêmes, les capabilités seraient équivalentes.

Dans la prochaine section, nous allons présenter les outils mathématiques qui serviront de base aux travaux
de cette thèse.
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(a) Matrice de corrélation sur le jeu de données du balloon 26.

(b) Matrice de corrélation sur le jeu de données du balloon 36.

Figure 1.16 – Matrices de corrélation sur les jeux de données n°2 de l’aube
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Figure 1.17 – Matrice de corrélation sur le jeu de données n°2 de l’aube entre les balloons 26 et 36.
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Figure 1.18 – Radar des capabilités (Cpk) sur les données des aubes LEAP pour les sections communes aux
ballons 26 (rouges) et 36 (bleues)



Chapitre2
Outils Mathématiques

2.1 Graphes, modularité et modèles stochastiques par blocs
Les graphes jouent un rôle central dans la compréhension des systèmes complexes. Les graphes sont présents

dans de nombreux domaines d’applications comme les systèmes de particules (Hopfield, 1982), les navigateurs
web (Page, 1998), l’analyse de données (Breiman et al., 2017), la fiabilité (Donat et al., 2008) ou encore, pour
ne citer qu’eux, la biologie (Jeong et al., 2000 ; Meunier, 2009).

Parfois, les situations modélisées par ces graphes comportent des communautés. C’est à dire que plusieurs
individus (noeuds du graphe) ont un comportement similaire. C’est par exemple le cas dans des réseaux sociaux
où des groupes de personnes partagent les mêmes goûts ou centres d’intérêts, ou encore en biologie où les liens
entre des gènes et certaines maladies sont mis en évidence.

Ainsi dans cette section nous présentons la notion de graphes et quelques modèles, qu’ils soient déterministes
ou aléatoires. Nous présenterons aussi des méthodes permettant de retrouver une structure de blocs (aussi
appelées communautés) sur ces modèles.

2.1.1 Graphes et modularité
Définition 2.1 (Graphe (pondéré)). Un graphe G est une paire (V,E), où V est appelé ensemble des nœuds
(ou sommets) et E ∈ V × V ensemble des arêtes.

Un graphe est pondéré, s’il existe une matrice W = (Wij)1≤i,j≤|V | ∈ R|V |×|V | qui associe un poids Wij ∈ R
si l’arête (i, j) ∈ E et qui vaut 0 sinon.

Etant donné un graphe G = (V,E,W ) pondéré avec n nœuds, on note
• 2m = 2m(W ) :=

∑
ij

Wij le poids total du graphe,

• di = di(W ) :=
∑
j

Wij le degré du noeud i.

Définition 2.2 (Modèle de configuration). Pour un graphe pondéré (V,E,W ), le modèle de configuration
se définit comme le graphe (V,E,W ), où la matrice de poids W est définie comme

W ij = di(W )dj(W )
2m(W ) . (2.1)

Ce modèle de configuration représente en quelque sorte une répartition uniforme des poids des arêtes dans
W , sous la contraintes que les degrés de W soient égaux à ceux de W .

Définition 2.3 (Partition). Pour un graphe (V,E), tel que |V | = n ∈ N∗, on appelle partition en K classes
tout vecteur c ∈ {1, . . . ,K}n. Et pour tout nœud i, ci le i-ème coefficient de c s’appelle classe ou bloc du
nœud i.

Etant donnée, une partition des nœuds c = (c1, . . . , cn), on note

s = s(W , c) = 1
2m

∑
ij

Wijδci,cj
(2.2)

le poids relatif intra-classes.

25
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Pour la suite de ce paragraphe, on considère un graphe pondéré (V,E,W ) et l’on suppose que pour toute
arête (i, j), Wij ≥ 0.

Définition 2.4 (Modularité). Pour un graphe (V,E,W ), la modularité d’une partition c, se définit comme

Qγ(c) = Qγ(W , c) = 1
2m

∑
ij

(Wij − γW ij)δcicj
= s(W , c)− γ s(W , c) (2.3)

où γ ∈ R+ est appelé paramètre de résolution.

Initialement, la modularité a été introduite par (Newman et Girvan, 2004) dans le cas où γ = 1. La modularité
peut aussi s’écrire comme une somme sur les blocs, i.e.

Qγ(c) = 1
2m

∑
1≤k≤K


∑

ij

WijI(ci = k, cj = k)

− γ

2m

∑
ij

WijI(cj = k)

2
 . (2.4)

Une manière de considérer la modularité est en tant qu’une comparaison entre le comportement dans un bloc
avec le comportement des arêtes dont au moins un noeud appartient à ce bloc. Dans ce cas, au lieu de regarder
au graphe en lui même, on peut regarder une version aggrégé de ce graphe, c.f. 2.1. Cette transformation peut
s’écrire simplement en terme mathématique. Elle décrit une transformation pour une partition c de n noeuds
en K blocs :

W ∈ Rn×n 7→ cW ∈ RK×K (2.5)

où cWk,l =
∑
i,jWijI(ci = k, cj = l).

De plus, en notant cWk =
∑
l

cWk,l, la modularité peut se réécrire comme

Qγ(c) = 1
2m

∑
k

[
cWk,k −

γ

2m
cW 2

k

]
. (2.6)

(a) Graphe initial (W ) avec les blocs ayant une
couleur différente.

(b) Graphe aggrégé par bloc, avec les poids de
chaque lien.

Figure 2.1 – Exemple d’aggrégation d’un graphe (cW ) en bloc en fonction d’une partition.

Plusieurs variantes de la modularité existent. Parmi elles, certaines consistent simplement à remplacer le
modèle de configuration par une autre transformation du graphe.

Définition 2.5 (Déviation à l’uniformité). Pour un graphe (V,E,W ) on appelle déviation à l’uniformité
d’une partition c le critère

QUγ (c) = QUγ (W , c) = 1
2m

∑
ij

(
Wij − γ

2m
n2

)
δcicj (2.7)

avec γ ∈ R+.

Ce critère est aussi appelé CPM (pour Constant Potts Model) (Traag et al., 2011) et est équivalent au critère
de (Owsinski et Zadrożny, 1986).
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Maximiser en c la modularité et la déviation à l’uniformité fait partie d’une classe de méthodes qui consiste
à consider l’écart entre le graphe observé et un modèle de graphe appelé modèle nul. Ce modèle nul représente
en quelque sorte le comportement moyen du graphe sous l’hypothèse qu’il n’y a pas de structure dans ce dernier.

La maximisation de la modularité est un problème NP-difficile (Brandes et al., 2008). De fait, pour de
grands graphes, des méthodes approximatives sont souvent utilisées. L’une des plus utilisées d’entre elles est
l’algorithme de Louvain (Blondel et al., 2008). Il consiste, à partir d’une partition donnée, à sélectionner un nœud
et à regarder pour chacune des classes du graphe le gain de modularité associé à ce changement. La nouvelle
classe du nœud est ainsi choisie comme celle qui maximise le gain. La méthode s’arrête lorsque plus aucun gain
n’est possible. Cette approche a été généralisée pour d’autres critères, comme la déviation à l’uniformité et à
l’indétermination par (Campigotto et al., 2014).

D’autres approches existent. Par exemple, des méthodes de type label-switching (Stephens, 2000). Une autre
approche proposée par (Hollocou et al., 2019), consiste à considérer une relaxation convexe du problème de
maximisation de la modularité et ces derniers démontrent que leur approche converge vers un maximum local
de la modularité.

2.1.2 Modèles de graphes aléatoires par blocs
Dans ce paragraphe, nous présentons différents modèles de graphes aléatoires classiques admettant une

structure de communauté. L’un des plus classiques est le Degree Corrected Stochastic Block Model (DCSBM).
Ce modèle a l’avantage de présenter à la fois une structure de blocs mais aussi de prendre en compte une certaine
hétérogénéité à l’intérieur de ces blocs, grâce à des coefficients appelés facteurs correctifs des degrés.

Définition 2.6 (DCSBM). Etant donnés les paramètres suivants :
• n ∈ N∗ le nombre de nœuds,
• K ∈ N∗ le nombre de classes,
• M ∈ N∗ le nombre de valeurs possibles des facteurs correctifs des degrés,
• Π une loi de probabilité sur {1, . . . ,K} × X , où X ⊂ RM ,
• (P (ψ))ψ∈R une famille paramétrique de loi de probabilité sur R,
• θ une matrice de paramètres de taille K ×K.

On dit que c,x,W suit un DCSBM de paramètres n,Π, (Pψ),θ et on note

c,x,W ∼ DCSBM(n,Π, (Pψ),θ) (2.8)

si c = (c1, . . . , cn), x = (x1, . . . , xn) et W = (Wij)1≤i,j≤n ont la même loi que le procédé :

(ci, xi)
iid∼ Π (2.9)

et
Wij |(c,x) ⊥⊥∼ Pxixjθci,cj

. (2.10)

On appelle c partition latente et W la matrice de poids du graphe.

On note de plus πk = Π({k} × {1, . . . ,M}), la probabilité qu’un noeud appartienne à la classe k.

Remarque 2.1. Souvent en pratique, la partition c et les facteurs x sont inconnus et seule la matrice W est
observée.

Remarque 2.2. Pour avoir un modèle identifiable, il est courant de rajouter une hypothèse sur les facteurs
correctifs des degrés. Par exemple (Zhao et al., 2012) considèrent l’hypothèse E[x1] = 1.

Hypothèse A1. Le DCSBM vérifie E[x1] = 1.

Le DCSBM a été introduit par (Karrer et Newman, 2011). L’un des premier modèle de graphe aléatoire par
blocs a été introduit par (Holland et al., 1983) et est appelé SBM (Stochastic Block Models). C’est simplement
un DCSBM où M = 1 (il n’y a qu’un seul facteur correctif des degrés x1). En particulier sous l’hypothèse A1,
x1 est égale à 1.

Définition 2.7 (SBM). On dit que c,W suit un SBM de paramètres n, π, (Pψ),θ et on note

c,W ∼ SBM(n, π, (Pψ),θ) (2.11)

si
c,x,W ∼ DCSBM(n,Π, (Pψ),θ) (2.12)

où |X | = 1 (dans ce cas, l’unique valeur de X n’a pas d’importance est peut être choisie égale à 1.
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Remarque 2.3. Dans le cas d’un SBM, il est évidemment possible de prendre une matrice de lois P quelconque,
sans avoir besoin de se restreindre à une famille paramétrique et à une matrice de paramètres. On note alors

c,W ∼ SBM(n, π, (Pk,l)) . (2.13)

Les graphes réels présentent souvent beaucoup de parcimonie (Airoldi et al., 2008), au sens où dans un
graphe observé, un grand nombre d’arêtes ont un poids égal à 0. Ainsi, on dira qu’un graphe est généré selon
un DCSBM avec parcimonie ρn ∈ (0, 1] si

c,x,W ∼ DCSBM(n,Π(ρnPψ + (1− ρn)δ{0})ψ,θ) . (2.14)

Pour simplifier les notations, on utilisera dans ce cas le terme sDCBM pour sparse DCSBM et on le note

c,x,W ∼ sDCSBM(n,Π, (Pψ),θ, ρn) . (2.15)

Remarque 2.4. Le cas des graphes binaires, i.e. lorsque le modèle paramétrique considéré est le modèle de
Bernoulli, est un peu particulier puisque le mélange du modèle et du dirac en 0 appartient encore au modèle.
On a alors

c,x,W ∼ sDCSBM(n,Π, (Pψ),θ, ρn) ⇐⇒ c,x,W ∼ DCSBM(n,Π, (Pψ), ρnθ) . (2.16)

Dans ce cas, la parcimonie du graphe peut donc être directement liée à la valeur des paramètres de la matrice θ.
Cela n’est a priori pas le cas de manière générale. Par exemple, dans le cas d’un modèle gaussien avec variance
fixée, avoir une moyenne nulle n’implique pas que le bloc associé dans le graphe soit parcimonieux.

Parmi ces modèles, on distingue deux cas particuliers : les modèles d’affiliation et assortatif.

Définition 2.8 (Modèles d’affiliation et assortatif). Pour un DCSBM de paramètres n,Π, (Pψ)ψ,θ (et donc
aussi pour un SBM), on parle de modèle d’affiliation (planted model en anglais), s’il existe deux paramètres
θin et θout tels que

θk,ℓ = θpl(θin, θout)k,ℓ :=
{
θin si k = ℓ

θout sinon
(2.17)

De plus, on dit que le modèle est assortatif si

EX∼Pθin
(X) > EX∼Pθout

(X) (2.18)

En pratique, il est parfois observé que les blocs dans un graphe peuvent être petits et nombreux (Rohe, Qin
et al., 2014). Dans ce cas-là, il est classique de faire dépendre le nombre de blocs K du nombre de nœuds n
(plus il y a de nœuds dans le graphe, plus il y a de blocs). De fait, la matrice de paramètres θ peut dépendre de
n. Cela peut être à travers sa taille qui dépend de K, mais aussi simplement des paramètres θkl qui eux-mêmes
dépendent de n. De même le nombre de facteurs correctifs des degrés peut dépendre de n et donc la probabilité
Π peut elle aussi dépendre de n.

Dans le cadre des graphes aléatoires, on ne dispose en général que d’une seule observation issue d’un modèle
de graphe aléatoire. Dans ce cas, l’asymptotique considérée est que le nombre de nœuds n tend vers l’infini.

La modélisation des graphes aléatoires par blocs, donnée en définition 2.6, a l’avantage d’être simple à
comprendre et de facilement pouvoir simuler des graphes sous ce modèle. Cependant, cette définition n’est
pas constructive et la notion d’asymptotique (i.e. un nombre croissant de noeuds) n’est pas très claire, car la
définition se fait pour un nombre de noeuds n donné. Pour donner un sens à cette notion d’asymptotique en
n, nous considérons les arguments de (P. J. Bickel et A. Chen, 2009a). En considérant qu’il existe un graphe
de très grande taille (potentiellement infinie), le graphe observé peut être vu comme un sous ensemble de ce
grand graphe. Dans ce cas, par un théorème analogue à celui de de Finetti pour les suites de variables aléatoires
échangeables, la distribution des poids Wij peut s’écrire comme un mélange de distributions (Kallenberg, 2005).
De fait, rajouter un noeud au graphe revient à tirer de nouveaux poids selon ce mélange.

2.1.3 Estimation et convergence dans les modèles par blocs
Afin d’estimer les paramètres dans les modèles par blocs, la méthode la plus classique est le maximum de

vraisemblance (et ses variantes). Dans cette section, on présente quelques résultats importants de la littérature
en lien avec la vraisemblance. De nombreuses autres méthodes existent comme le clustering spectral (Rohe, S.
Chatterjee et al., 2011), qui ne seront pas détaillées ici. Une présentation plus globale est donnée par exemple
par (Fortunato, 2010).
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Un des critères le plus considéré dans la littérature est (avec K connu)

plk(c; W , (Pψ)) = max
θ,x

∏
i<j

Pθcicj
xixj

(Wij) (2.19)

Cette quantité est souvent appelée dans la littérature vraisemblance profilée. Si les paramètres c et x n’étaient
pas générés aléatoirement, alors

∏
i<j Pθcicj

xixj (Wij) correspondrait à la vraisemblance d’un certain modèle.
On parle aussi parfois de vraisemblance conditionnelle (e.g. page 234 de (McCulloch et Searle, 2000)).

Dans le cas d’un SBM, l’équation (2.19) se simplifie en

plk(c; W , (Pψ)) = max
θ

∏
i<j

Pθcicj
(Wij) (2.20)

Lorsque l’on cherche à comparer deux partitions, une difficulté est que le problème n’est souvent pas identi-
fiable. En effet, souvent, les critères considérés (typiquement la modularité ou la vraisemblance) sont invariant à
une permutation des communautés {1, . . . ,K}. De fait, lors de la comparaison de deux partitions, on considère
la comparaison entre les classes d’équivalence de la partition.

De plus, parmi les manières de mesurer la différence entre deux partitions e et c, une des plus classiques et
le nombre de nœuds mal classifiés, i.e.

∥e− c∥Pn =
n∑
i=1

I(ei ̸= ci) (2.21)

Si on veut l’écrire sans considérer la comparaison entre les classes d’équivalence, on aurait

∥e− c∥Pn = min
σ

n∑
i=1

I(σ(ei) ̸= ci) (2.22)

où σ est une permutation sur {1, . . . ,K}.
Ce genre de situation où les classes ne dépendent pas des labels arrive pour de nombreux critères. C’est

notamment la cas de la modularité ou de la vraisemblance profilée d’un DCSBM.
Il arrive souvent que les critères soient complexes à optimiser à cause de la recherche sur l’ensemble des

partitions. Une méthode alternative souvent utilisée (X. Li et al., 2021) est de remplacer la partition par une
matrice c de taille n×K telle que

cik ≥ 0, ∀ 1 ≤ i ≤ n, 1 ≤ k ≤ K et
∑
k

cik = 1, ∀ 1 ≤ i ≤ n . (2.23)

En particulier, pour une partition c donnée, on peut l’écrire de manière équivalente avec la matrice telle que
cik = δci,k. Le problème d’optimisation est alors continu et la recherche d’une solution est alors plus simple.
Dans ce cas, il est possible pour deux matrices e et c de mesurer leur écart comme

∥e− c∥Pn = 1
2

n∑
i=1

K∑
k=1
|eik − cik| . (2.24)

Dans le cas où les deux matrices e et c correspondent toutes deux à des partitions, les équations (2.24) et (2.21)
sont égales.

Définition 2.9 (Convergence). Soit (Kn) une suite d’entier strictement postivifs, Qn : {1, . . . ,Kn}n×Rn×n →
R une suite de fonctions (critères) et BMn une suite de graphes aléatoires, i.e. de distributions sur {1, . . . ,Kn}n×
Rn×n.

On dit que (Qn) est faiblement convergent (pour (BMn)) si

∀ n, c∗
n,Wn ∼ BMn, ∀ ĉn ∈ argmaxQn(·,Wn) =⇒ P

(
1
n
∥ĉn − c∗

n∥Pn
> ϵ

)
−→ 0
n→∞

.

On dit que (Qn) est fortement convergent (pour (BMn)) si

∀ n, c∗
n,Wn ∼ BMn, ∀ ĉn ∈ argmaxQn(·,Wn) =⇒ P (∥ĉn − c∗

n∥Pn
̸= 0) −→ 0

n→∞
.

Dans la suite de la thèse, on appellera convergence la convergence faible.
On définit la convergence pour une suite de matrices de partitions (c∗

n)n∈N∗ de la même manière.
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Dans le cas d’un SBM avec des poids binaires (i.e. des lois de Bernoulli), (Choi et al., 2012) donnent un
résultat de convergence.
Théorème 2.1 (Choi et al., 2012). Soit c,W ∼ SBM(n, π,Bernoulli(ψ),θ∗). Sous les conditions

• K = O(
√
n),

• pour tout 1 ≤ k, l ≤ K, 1
n2 ≤ θ∗

kl ≤ 1− 1
n2 ,

• 2m(W ) = ω(n(log(n))3+δ pour un δ > 0,
• minkπk = Ω(n/K) et
• une condition portant sur la matrice θ∗, m et K assurant l’identifiabilité du modèle,

le critère plk défini en équation (2.20) avec des lois de Bernoulli est convergent pour l’estimation de c.
Parfois, plutôt que de chercher à estimer la partition du graphe, on peut chercher à estimer uniquement

les paramètres des blocs (P. Bickel et al., 2013). Dans ce cas, la maximisation de la vraisemblance peut être
considéré. Dans le cas d’un SBM, la vraisemblance s’écrit

g(W ; θ, π) =
∑

c∈{1,...,K}

g(c,W ; θ, π) =
∑

c∈{1,...,K}

(
n∏
i=1

πci

)∏
i<j

Pθcicj
(Wij)

 (2.25)

Dans ce cas-là, maximiser directement cette quantité n’est en général pas possible à cause de la somme sur
l’ensemble des partitions. C’est pourquoi, (P. Bickel et al., 2013) proposent de maximiser à la place la quantité

J(q,θ; W , π) = log g(W ; θ, π)−DKL(q | gc |W ;θ,π) (2.26)

avec une distribution q sur {1, . . . ,K}n telle que sa densité se factorise sous la forme
∏n
i=1 qi et gc |W ;θ est la

vraisemblance de c conditionnellement à W et θ : gc |W ;θ,π = g(c,θπ;W )
g(W ;θ,π) .

On parle alors d’approximation variationnelle ou d’ELBO (Evidence Lower Bound). En réécrivant la
distribution q comme sa matrice de probabilité q, le critère devient alors pour une matrice q ∈ [0, 1]n×K telle
que

∑K
k=1 qik = 1 pour tout i,

J(q,θ, π; W ) =
n∑
i=1

K∑
k=1

qik(−log(qik) + log(πk)) +
∑

1≤i,j≤n

∑
1≤k,l≤K

qikqjlPθkl
(Wij) (2.27)

Cela permet de faire disparaitre la somme sur l’ensemble des partitions en échange de l’ajout de la matrice
de paramètres q. Cela présente aussi l’avantage que les paramètres peuvent alors être estimés via un algorithme
de type EM comme détaillé par (Daudin, Picard et al., 2008). La maximisation de la vraisemblance est alors
faisable en temps raisonnable même sur des graphes avec plusieurs centaines de noeuds. De plus, comme nous
le verrons par la suite, en section 5.1.5, l’introduction de ces paramètres conduit à un critère proche d’une
relaxation de la vraisemblance profilée.

Dans le cas où le nombre de classes K est fixé, indépendant du nombre de nœuds (contrairement au résultat
de (Choi et al., 2012)), (P. Bickel et al., 2013) montrent le résultat suivant.

Théorème 2.2 (P. Bickel et al., 2013). Soit c,W ∼ SBM(n, π, (Bernoulli(ψ)),θ∗), tel que minkl nθ
∗
kl

log(n) −→n→∞
+∞, Π est constante en n et θ∗ n’a aucune colonne identique. Alors, les transformations logit des estimateurs de
(πk)1≤k≤K et θ∗ issus de l’approximation variationnelle (2.27), sont asymptotiquement convergent et normaux.

Dans le cas d’un modèle DCSBM de modèles paramétriques Bernoulli, dans la situation où K est fixé, (Zhao
et al., 2012) démontre un résultat de convergence. Pour enoncer ce résultat, il est nécessaire de définir quelques
notations. Le principe de leur résultat est de regarder un critère Q de la forme

Q(c) = FK

(cW

nρn
,

(
nk(c)
n

))
(2.28)

où nk(c) =
∑n
i=1 I(ci = k) correspond au nombre de noeuds dans la classe k de la partition c. Cela inclue notam-

ment la modularité ou la vraisemblance profilée d’un modèle DCSBM de loi de Poisson avec X = {y1, . . . , yM}.
Pour un tenseur S ∈ RK×K×M , soient

Hkl(S) =
∑
abuv

yuyvθabSkauSlbv (2.29)

et
hk(S) =

∑
au

Skau . (2.30)
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Pour S bien choisi, H peut être vu comme une version moyennée de
cW
nρn

.
Pour que le critère soit convergent, il faut s’assurer que la partition obtenue par maximisation du critère soit

suffisament proche de la partition latente. Dans ce but, (Zhao et al., 2012) proposent de regarder la condition
suivante

S 7→ F (H(S),h(S)) admet un unique maximum sur l’ensemble
S =

{
S |S ∈ R×K×K×M

+ ,
∑
k Skau = Πau

}
, égal à S = D où Dkau = ΠauEka et

Eka est la matrice identité de taille K ×K à une permutation près de ses lignes.
(*)

L’idée derrrière cette condition est de voir S comme le tenseur qui compte le nombre d’erreur entre la
partition estimée ĉ et la partition latent c∗ :

Skau ≈
1
n

n∑
i=1

I(ĉi = k, c∗
i = a, xi = yu) . (2.31)

Ainsi, lorsque ĉ ≈ c∗, Skau ≈ 1
n

∑n
i=1 I(c∗

i = a, c∗
i = k, xi = yu) ≈ EkaΠau.

Ils démontrent alors le résultats suivant,

Théorème 2.3 (Zhao et al., 2012). Soit une suite

cn,xn,Wn ∼ DCSBM(n,Π, (Bernoulli(ψ)), ρnθ) . (2.32)

Soit 0 < ρn ≤ 1, une suite décroissante telle que nρn → ∞ lorsque n → ∞, et soit Qn une suite de critère de
la forme (2.28) pour une fonction FK qui est Lipschitz 1 et vérifie (*).

Alors, Qn est convergent.

A partir de ce théorème, ils démontrent la convergence de plusieurs critères classiques et notamment la
modularité et la déviation à l’uniformité.

Corollaire 2.3.1 ((Zhao et al., 2012)). Sous les hypothèses du théorème 2.3, la condition pour que la modularité
(γ = 1) soit convergente s’écrit comme

θ̃
(Π)
kl − M̃

(Π)
kl > 0 if k = l and θ̃

(Π)
kl − M̃

(Π)
kl < 0 if k ̸= l (M)

où θ̃0 =
∑
kl π̃kπ̃lθkl, θ̃

(Π)
kl = π̃kπ̃lθkl

θ̃0
, et M̃ (Π)

kl = (θ̃(Π)
1)(θ̃(Π)

1)T .
Si l’on se restreint au cas d’un SBM, la déviation à l’uniformité (γ = 1) est convergente si

θkk > θ̃0, θkl < θ̃0 ∀ k ̸= l (U)

où θ̃0 =
∑
kl πkπlθkl.

De plus, dans le cas où l’on prend la vraisemblance de profil, alors la condition supplémentaire sur les
paramètres du modèle est toujours vérifiée.

Corollaire 2.3.2 (Zhao et al., 2012). Sous les hypothèses du théorème 2.3, la vraisemblance de profile plk définie
en (2.19) avec des lois de Poisson est convergente indépendament des paramètres du modèles.

Un autre résultat important dans le cas où K croît très vite avec n est donné par (Rohe, Qin et al., 2014),
ce qui implique qu’il existe de nombreux blocs de très petites tailles. Pour cela, ils font l’hypothèse que les
paramètres inter-blocs sont les mêmes.

Théorème 2.4 (Rohe, Qin et al., 2014). Soit c∗,W ∼ SBM(n,Π, (Bernoulli(ψ))ψ,θ∗) et soit s la taille de la
plus petite classe de c∗. Sous les hypothèses que s = ω(logβ(n)), β > 4 et qu’il existe un ensemble H tel que

θ∗
kl ∈

{
(log−1(n), 1− log−1(n) si k = l ou si k < l et {k, l} ∈ H
(1/n2, Cf(n)/n) sinon

(2.33)

avec C est une constante et f(n) = o(s/log(n)).
Alors, sous certaines hypothèses sur les paramètres θ∗ et l’ensemble H, le critère défini comme

c 7→ max
θ∈T

plk(c,θ; W ,Bernoulli) , (2.34)

où T =
{

θ ∈ [0, 1]K×K | ∀ 1 ≤ k ̸= l ≤ K, 1 ≤ k′ ̸= l′ ≤ K, θkl = θk′l′
}

,
est convergent.

1. F est Lipschitz au sens où
∣∣F (A, b) − F (Ã, b̃)

∣∣ ≤ L1∥A − Ã∥max + L2∥b − b̃∥2.
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Il existe aussi des résultats de convergence dans le cas de modèles avec des poids différents de 0 et 1.
Par exemple, on peut citer le résultat de (Ng et Murphy, 2021), qui démontre sous certaines hypothèses, la
convergence de l’estimateur du maximum de vraisemblance sous un modèle SBM(n,Π, (Gamma(ψ))ψ,θ∗).

La modélisation présentée ici suppose que conditionnellement à la partition latente, les poids du graphe sont
indépendants. Cependant, cette hypothèse peut être limitante. C’est pourquoi (Schweinberger, 2020) considère
des modèles par blocs où les poids à l’intérieur d’un même bloc peuvent être dépendants. Dans le cas de poids
de loi discrète à support fini, sous certaines hypothèses, il montre que le maximum de vraisemblance est un
critère convergent.

Les deux concepts précédents sont basés sur des modèles paramétriques particuliers. Cependant, notamment
dans l’industrie il peut y avoir des valeurs aberrantes dues à des erreurs de mesures ou des erreurs d’arrondi
dues à la précision des méthodes de mesures. Cela peut entrainer des mauvaises spécifications dans les modèles.
Des méthodes particulières pour étudier et limiter l’influence de ces mauvaises spécifications ont été développées
dans la littérature. Une présentation de certaines de ces méthodes fait l’objet de la prochaine section. Dans le
chapitre 4 nous utilisons ces notions pour construire des estimateurs robustes sur des graphes.

2.2 Divergence et robustesse
Les modèles paramétriques sont très répandus en statistique. Ils sont très pratiques, car ils permettent de

représenter un échantillon entier uniquement à partir d’un nombre réduit d’informations (moyenne, variance,
...) qui sont souvent des approximations des paramètres du modèle. Cependant, il est peu réaliste de considérer
qu’un modèle paramétrique puisse correspondre exactement aux données réelles. Les déviations à un modèle
paramétrique peuvent être de différentes natures (Hampel et al., 2011). Cela peut être dû à des erreurs d’arrondi,
des erreurs de mesures/notations dans les données, le modèle peut être lié à une approximation (par exemple
le théorème central limite), ou encore une structure d’indépendance entre les données qui ne serait pas vérifiée.

L’estimation robuste a de nombreuses applications. Par exemple, en agronomie, où (Daniel, 1976) étudie
le nombre de plants de salades en fonction de différents fertilisants. (J. C. Duchi, Glynn et al., 2021) utilisent
ces concepts pour faire des estimations robustes de quantités financières avec des applications à la gestion de
portefeuille.

2.2.1 Robustesse et mauvaises spécifications
La robustesse est un concept complexe. En effet, on peut chercher à avoir des estimateurs robustes à dif-

férentes situations. Peut-être la situation la plus courante est la robustesse aux valeurs aberrantes (outliers).
Dans ce cas-là, un exemple classique est la comparaison entre la moyenne et la médiane (c.f. Figure 2.2).

Figure 2.2 – Comparaison pour l’estimation de la moyenne entre l’estimateur empirique et de la médiane sur
500 réplications d’un échantillon composé de 99 points tirés selon une loi normale centrée réduite et d’une valeur
aberrante à 5
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Cependant, on peut aussi vouloir de la robustesse aux inliers. Cela correspond souvent à des situations où les
données récoltées sont “trop proche” des régions de hautes densité de la loi sous-jacente. L’estimation conduit
alors à sous estimer les queues de distribution ou la variabilité de la loi.

Enfin de manière générale, on peut aussi vouloir être robuste en terme de distribution. C’est à dire que l’on
peut chercher un estimateur qui performant non seulement pour la loi des données observées, mais aussi pour
n’importe quelle loi proche de la loi des données.

Pour étudier la robustesse aux valeurs aberrantes un des outils les plus classiques est la fonction d’influence
(Huber et Ronchetti, 2009).

Définition 2.10 (Fonction d’influence). Soit T(F ) un estimateur pour une distribution F . La fonction d’in-
fluence de l’estimateur T en F au point x est donnée par

IF (F,G) = limt→0+
T((1− t)F + tG)−T(F )

t
(2.35)

On dit aussi que la distribution F est contaminée par la distribution G.

Remarque 2.5. Bien que la fonction soit définie pour une loi G quelconque, elle est souvent associée au cas
où G représente une valeur aberrante, i.e. G = δ{x}.

Définition 2.11 (B-robustesse). Un estimateur est dit B-robuste si avec les mêmes notations que dans la
définition précédente, la fonction d’influence est bornée, i.e.

supx→∞ |IF (F, δx)| <∞ . (2.36)

La fonction supx→∞ |IF (F, δx)| est appelée erreur de sensibilité brute.

Cependant, cette manière d’appréhender la robustesse n’est pas toujours la plus appropriée, en particulier
dans le cas discret. En effet, (Lindsay, 1994) illustre, sur des données Binomiale(12,0.5) contaminées par un
Dirac en 12 avec probabilité ϵ, que bien que le minimum de la distance d’Hellinger semble être très performant
pour ϵ “petit”, il existe un seuil à partir duquel, cet estimateur est toujours égal à 1 et donc non robuste. Alors
qu’a contrario, l’estimateur du maximum de vraisemblance a lui un biais linéaire en ϵ. Cet exemple est illustré
sur la figure 2.3.

Figure 2.3 – Comparaison entre l’estimateur du maximum de vraisemblance (MLE) et celui du minimum de
la distance de Hellinger (HD) pour différente proportion de contamination dans un modèle binomial.

Ce genre de point limite est appelé breakdown (point) dans la littérature.

Définition 2.12 (Breakdown). On dit qu’un estimateur T a un breakdown point en F pour une contamination
de niveau ϵ, s’il existe une suite Kn telle que T ((1− ϵ)F + ϵKn)− T (F )→∞ pour n→∞.

On appelle breakdown point ϵ∗, la plus petite valeur de ϵ telle que c’est un breakdown.

Ainsi, (Lindsay, 1994) propose de regarder ce qu’il appelle les résidus de Pearson.

Définition 2.13 (Résidus de Pearson). Pour un modèle de densité pθ et une distribution d, les résidus de
Pearson, est la fonction définie comme

x 7→ δ(x) = d(x)− pθ(x)
pθ(x) (2.37)
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Remarque 2.6. Dans le cadre des divergences, cette fonction apparaît naturellement. En notant φ̃(x) = φ(x+
1), on obtient

Dφ(P,Q) =
∫
φ

(
p(x)
q(x)

)
dQ(x) =

∫
φ

(
p(x)− q(x)

q(x) + 1
)
dQ(x) =

∫
φ̃(δ(x))dQ(x) (2.38)

En considérant la famille de critères de la forme∑
x

A(δ(x))∇θpθ = 0 , (2.39)

la fonction A(δ) est appelée fonction d’ajustement résiduelle (RAF pour Residual Adjustment Function).
Cette famille de critères inclut notamment les φ-divergences.

Définition 2.14 (Efficacité d’ordre 2). On appelle efficacité d’ordre 2, E2, d’un estimateur T comme

E2 = mina,λV ar
(
U(θ)− a(θ)[T − θ]− λ(θ)[T − β]2

)
(2.40)

et U est la fonction de score d’un échantillon i.i.d..
Dans le cas d’un estimateur d’une φ-divergence de RAF A(δ),

Proposition 2.1 ((Lindsay, 1994)).
E2[Dφ] = E2[MLE] +A2

2D (2.41)

où D est une constante dépendant uniquement du modèle et A2 uncoefficient tel que A(δ) ≈ δ +A2
δ2

2 .
L’étude de ce coefficient A2 est intéressante car il représente une approximation quadratique plutôt qu’une

approximation linéaire comme dans la fonction d’influence. Or, ces deux approximations peuvent être très
différentes dans certains cas.
Remarque 2.7. Cette approche a été notamment étudiée dans le cas discret par (Lindsay, 1994) et (Jiménz
et Shao, 2001). Cependant, dans le cas continu, (Toma et Broniatowski, 2011) notent que cette approche n’est
pas évidente à utiliser en pratique et préfèrent donc la fonction d’influence.

Une autre propriété intéressante pour un estimateur que l’on peut rechercher, est la robustesse aux mauvaises
spécifications. C’est à dire que l’on se donne un modèle paramétrique (Pθ)θ, mais l’on considère que la véritable
distribution d’intérêt F peut ne pas en faire partie. Dans ce cas, on cherche à étudier la projection de F sur le
modèle paramétrique. Cette projection peut être définie comme

minθ D(Pθ |F ) (2.42)

Dans ce cas l’objet que l’on regarde est θ∗ = argminθ D(Pθ |F ).
Ce problème est différent du problème de robustesse où on a une distribution Pθ0 contaminée par une

distribution G et où l’on cherche des estimateurs qui permettent de retrouver θ0 malgré cette contamination.
Plus généralement, une autre approche, notamment considérée par (J. C. Duchi et Namkoong, 2021), consiste

à choisir un estimateur qui est performant sur toutes les distributions proches de la loi des données. Ainsi,
l’estimateur est robuste à certaines mauvaises spécifications. D’un point de vue statistique, si on considère un
problème d’estimation des paramètres d’un modèle, comme la minimisation pour θ ∈ Θ de EF [l(θ,X)], où F
est la loi des données, alors une possibilité est de regarder à la place

min
θ∈Θ

sup
Dφ(G |F )≤ρ

EG[l(θ,X)] . (2.43)

2.2.2 Divergences
Les divergences, aussi appelées φ-divergences représentent une famille de critères statistiques permettant

d’évaluer l’écart entre deux distributions de probabilité. Introduites initialement par (Csiszár, 1963) et (Ali et
Silvey, 1966) dans le but notamment de comparer un signal et une version bruitée, elle a depuis été utilisée dans
des cadres plus larges. Par exemple, (Mohamad et Broniatowski, 2019) utilisent les divergences pour étudier
le nombre de modes dans la distribution de la vitesse de 82 galaxies dans la région de la couronne boréale.
(Qiao et Minematsu, 2010) utilisent les divergences en reconnaissance du langage pour avoir une robustesse à
des variations non linguistiques, telles que les changements de voix des interlocuteurs ou de micros.

Pour une fonction φ convexe telle que φ(1) = 0, la φ-divergence associée entre deux mesures de probabilités
P et Q admettant une dérivée de Radon, est définie comme

Dφ(P,Q) =
∫
φ

(
dP

dQ

)
dQ (2.44)
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En particulier, on a que Dφ(P,Q) ≥ 0, avec égalité si et seulement si P = Q Q-p.s. .
Cette classe de critères ne donne pas toujours des distances, car en général, Dφ(P,Q) ̸= Dφ(Q,P ). Elle

contient cependant de nombreux critères classiques en statistique :
• La divergence de Kullbach-Leibler, φ(x) = −log(x)

DKL(P,Q) =
∫
log

(
dQ

dP

)
dQ

• La divergence de Kullback-Leibler inverse, φ(x) = xlog(x)

Dφ(P,Q) =
∫
log

(
dP

dQ

)
dP

• La divergence du χ2, φ(x) = (x− 1)2

Dφ(P,Q) =
∫ (dP − dQ)2

dQ

• La distance de Hellinger, φ(x) = (
√
x− 1)2

Dφ =
∫

(
√
dP −

√
dQ)2

• La distance L1, φ(x) = |x− 1|
Dφ(P,Q) =

∫
|dP − dQ|

Parmi elles, il existe différentes familles de divergences (Ghosh et al., 2017). L’une des plus courantes est la
famille de Cressie–Read qui est définie pour γ ∈ R \ {0, 1} par

φ(x) = φγ(x) = xγ − γx+ γ − 1
γ(γ − 1) (2.45)

De plus, les φ-divergences peuvent être aussi utilisées comme mesure de dépendance. Par exemple, (Y. Chang
et al., 2016) considèrent la distance L1 entre un estimateur de la copule des données et la copule d’indépendance.

De manière générale, les divergences sont intéressantes pour comparer des copules, car pour deux distribu-
tions F et G admettant une densité, si elles ont les mêmes loi marginales, alors Dφ(F,G) = Dφ(CF , CG), où
CF et CG sont les fonctions copules de F et G.

Les divergences font parties de la classe plus générale des mesures de disparités. Parmi elles, on peut aussi
citer des familles importantes comme celle des disparités de Cramér-von Mises définies comme

CvM(F,G;w) =
∫

(F (x)−G(x))2w(x)dx (2.46)

Où w est appelée fonction de poids.
Une autre de ces classes qui fait partie de la famille des divergences est la classe des divergences de BHHJ

(Basu, Harris et al., 1998) (du nom de ses inventeurs Basu, Harris, Hjort et Jones) définies pour α > 0 comme

dα(f, g) =
∫ [

f1+α(x)−
(

1 + 1
α

)
g(x)fα(x) + 1

α
g1+α(x)

]
dx (2.47)

et d0(g, f) = KL(g, f).
Ces divergences font partie de la famille des pseudo-distances.

Définition 2.15 (Pseudo-distance). Une fonction D : (F,G) 7→ D(F,G) est une pseudo-distance si D est
positive et D(F,G) = 0 si et seulement si F = G.

2.2.3 Estimateurs des divergences et propriétés de robustesse
Il existe de nombreux estimateurs des divergences présents dans la littérature. On suppose pour cela qu’on

dispose d’un échantillon i.i.d. X1, . . . ,Xn. Suivant les hypothèses faites sur la loi des (Xi)1≤i≤n, différents
estimateurs ont été proposés.

Commençons par regarder le cas où les données sont continues avec un support fini, que l’on suppose sans
perte de généralité être {1, . . . ,M}. Dans ce cas-là, l’estimateur le plus classique sous un modèle (Pθ)θ∈Θ,
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Θ ⊂ Rd est donné par
θ̂ ∈ min

θ∈Θ
Dφ(Pθ, F̂ ) (2.48)

où F̂ est simplement la fonction de répartition empirique F̂ (j) = 1
n

∑n
i=1 I(Xi = j).

Cet estimateur est souvent appelé estimateur du minimum de la φ divergence, noté MφE. Il a les propriétés
suivantes :

Théorème 2.5 (Morales et al., 1995). Soit un échantillon X1, . . . , Xn
i.i.d.∼ Pθ0 . Sous les hypothèses,

1. θ0 appartient à l’intérieur de Θ,
2. la fonction θ 7→ pθ est continument différentiable sur un voisinage ouvert de θ0 et on a lorsque θ → θ0,

pour tout 1 ≤ j ≤M
pθ(j) = pθ0(j) + (θ − θ0)ṗTθ0

(j) + o(∥θ − θ0∥)

3. La matrice d’information de Fisher I(θ0) est définie positive et M − d− 1 > 0
4. la fonction P−1

θ définie comme l’inverse de

Pθ : Θ→

(p(1), . . . , p(M)) | p(j) ≥ 0,
∑
j

p(j) = 1


existe et est continue au point θ0.

alors
1. lim

n→∞
θ̂ = θ0, p.s.

2.
√
n(θ̂ − θ0) ≈ N(0, I(θ0)−1)

Dans le cas où les données sont continues, il n’est plus possible de simplement utiliser la fonction de répartition
empirique. En effet, dans ce cas-là, la divergence étant définie à travers une intégrale, et les deux fonctions n’étant
pas absolument continues par rapport à une mesure commune, l’estimateur n’est pas défini.

Ainsi, un estimateur proposé par (Beran, 1977) dans le cas de la distance de Hellinger et dans le cadre plus
général par (Park et Basu, 2004), est d’utiliser un estimateur à noyau pour la densité plutôt que la fonction de
répartition empirique.

Considérons l’estimateur à noyau

fn(x) = 1
nh

n∑
i=1

K

(
x−Xi

h

)
(2.49)

où h = hn > 0 est la taille de fenêtre et K un noyau.
On note T (F ) = arginfθ∈Θ D(F, Pθ).

Théorème 2.6 (Park et Basu, 2004). Soit F l’ensemble des distributions admettant une densité par rapport
à une mesure dominante. Soit (Pθ)θ∈Θ un modèle paramétrique inclus dans F . Supposons que X1, . . . , Xn

i.i.d.∼
F = Pθ∗ . Supposons que l’espace des paramètres Θ est compact, que pour tous θ1 ̸= θ2, pθ1 ̸= pθ2 sur un
ensemble de mesure strictement positive, θ 7→ pθ(x) est une fonction continue pour presque tout x et φ(0) ainsi
que φ′(∞) sont finies. Alors

1. pour toute loi F ∈ F , il existe θ ∈ Θ tel que T (F ) = θ ;
2. pour tout Pθ, θ ∈ Θ, T (Pθ) = θ est unique.

Théorème 2.7 (Park et Basu, 2004). Soit F l’ensemble des distributions admettant une densité par rapport
à une mesure dominante. Soit (Pθ)θ∈Θ un modèle paramétrique inclus dans F . Supposons que X1, . . . , Xn

i.i.d.∼
F = Pθ∗ . Supposons que l’espace des paramètres Θ est compact, que pour tous θ1 ̸= θ2, pθ1 ̸= pθ2 sur un
ensemble de mesure strictement positive, θ 7→ pθ(x) est une fonction continue pour presque tout x et φ(0) ainsi
que φ′(∞) sont finies. Alors

1. pour toute loi F ∈ F , il existe θ ∈ Θ tel que T (F ) = θ ;
2. pour tout Pθ, θ ∈ Θ, T (Pθ) = θ est unique.
De plus, si φ′ est bornée sur [−1,+∞], alors T (F ) est unique et la fonctionnelle T (Fn) est continue en T (F )

au sens où T (Fn) converge vers T (F ) lorsque fn → f dans L1.
Dans le cas où f = pθ∗ , T (Fn) =→ θ et Dφ(PT (Fn), Pθ∗)→∞.
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Théorème 2.8 (Kuchibhotla et Basu, 2015). Soit F l’ensemble des distributions admettant une densité
par rapport à une mesure dominante. Soit (Pθ)θ∈Θ un modèle paramétrique inclus dans F . Supposons que
X1, . . . , Xn

i.i.d.∼ F . En notant θ∗ = T (F ) et sous plusieurs conditions techniques, l’estimateur θ̂ de θ∗ est
asymptotiquement normal, √

n(θ̂ − θ∗) d→ N(0,M(θ∗)) (2.50)

où M(θ∗) est une certaine matrice, qui dans le cas où F = Fθ0 est égale à I−1(θ0), l’inverse de la matrice
d’information de Fisher de Fθ0 .

L’utilisation d’un estimateur à noyau complique l’analyse du critère et de ses propriétés. Ainsi, (Basu et
Lindsay, 1994) proposent d’appliquer le même lissage au modèle paramétrique que celui appliqué aux données,
i.e. de regarder

arginfθ∈Θ D(Fn,K ∗ Pθ) . (2.51)

Dans un cas particulier, appelé transparent kernel, (Basu et Lindsay, 1994) démontrent que l’estimateur
retrouve les propriétés classiques de l’estimation sans lissage.

Proposition 2.2 (Park et Basu, 2004). Soit F l’ensemble des distributions admettant une densité par rapport à
une mesure dominante. Soit (Pθ)θ∈Θ un modèle paramétrique inclus dans F . Supposons que X1, . . . , Xn

i.i.d.∼ F .
Alors, sous certaines conditions techniques, le breakdown point ϵ∗ pour le modèle contaminé (1−ϵ)F+ϵG vérifie
ϵ∗ ≥ 0.5 pour tout G ∈ F .

Une autre approche pour l’estimation à l’aide de divergences a été proposée par (Broniatowski et Keziou,
2006). Elle consiste à utiliser une représentation duale des φ-divergences. Pour un modèle paramétrique (Pθ)θ∈Θ,
il est alors possible d’écrire la divergence entre les lois de paramètres θ et θ∗ comme

D(Pθ, Pθ∗) = supα∈Θ

{∫
φ′
(
pθ
pα

)
dPθ −

∫ [
pθ
pα
φ′
(
pθ
pα

)
− φ

(
pθ
pα

)]
dPθ∗

}
(2.52)

En pratique, si l’on considère que les données sont générées selon le modèle de paramètre θ∗ inconnu,
(Broniatowski et Keziou, 2009) proposent comme estimateur

D̂(Pθ, Pθ∗) = supα∈Θ

{∫
φ′
(
pθ
pα

)
dPθ −

∫ [
pθ
pα
φ′
(
pθ
pα

)
− φ

(
pθ
pα

)]
dFn

}
(2.53)

où Fn est la fonction de répartition empirique de l’échantillon X1, . . . , Xn.
Cet estimateur a les propriétés suivantes

Théorème 2.9 (Broniatowski et Keziou, 2009). Sous l’hypothèse que les X1, . . . , Xn, sont i.i.d. de loi Pθ∗ ,
alors sous certaines hypothèses de régularité du modèle et de la divergence,

• D̂(Pθ, Pθ∗) P→ D(Pθ, Pθ∗).
• 2n

φ(1)′′ D̂(Pθ, Pθ∗) converge en loi vers un variable aléatoire de loi χ2(d).

• Si θ ̸= θ∗, alors
√
n
(
D̂(Pθ, Pθ∗)−D(Pθ, Pθ∗)

)
converge en loi vers une loi normale centrée.

• L’estimateur θ̂ = argminθ∈ΘD̂(Pθ, Pθ∗) existe, est convergeant et
√
n(θ̂ − θ∗) d→ N(0, I−1

θ∗ ).

Sous des modèles particuliers, (Toma et Broniatowski, 2011) démontrent des propriétés de robustesse des
estimateurs pour la forme duale des divergences.

Proposition 2.3 (Toma et Broniatowski, 2011). Dans le cas des modèles d’échelle i.e. dont la densité s’écrit
pθ(x) = 1

θp
(
x
θ

)
, si l’hypothèse

∫
|up′(u)|du <∞ et une certaine hypothèse de régularité sont vérifiées, alors sous

une hypothèse propre à chacun des deux cas,
• l’estimateur issu de la représentation duale des divergences de Cressie–Read avec γ > 0 est B-robuste,
• l’estimateur issu de la représentation duale des divergences de Cressie–Read avec γ < 0 est B-robuste.

Proposition 2.4 (Toma et Broniatowski, 2011). Dans le cas des modèles de position i.e. dont la densité s’écrit
pθ(x) = p(x − θ), sous une hypothèse de régularité sur le modèle qui dépend de γ, l’estimateur issu de la
représentation duale des divergences de Cressie–Read est B-robuste.

(Al Mohamad, 2018) note cependant que lorsque les données ne sont pas issues du modèle Pθ∗ , l’estimateur
D̂(Pθ, Pθ∗) n’est pas convergent. Ainsi, l’idée qui est proposée est de remplacer la distribution pα dans la



38 CHAPITRE 2. Outils Mathématiques

formulation duale par une distribution à noyau. En particulier en notant Kn, la densité d’un estimateur à noyau
basé sur l’échantillon X1, . . . , Xn, l’estimateur proposé par (Al Mohamad, 2018) est défini comme

D̂φ(pθ, F ) =
∫
φ′
(
pθ
Kn

)
(x)pθ(x)dx−

∫
φ♯
(
pθ
Kn

)
(x)dFn(x) (2.54)

où φ♯(x) = xφ′(x)− φ(x).
Sous certaines conditions, (Al Mohamad, 2018) démontre la convergence de l’estimation vers le paramètre

cible (au sens de la projection de F sur (Pθ)θ∈Θ).

2.2.4 Divergence, classification et robustesse
Il existe différentes notions de mauvaises spécifications dans les SBM.
(Cai et X. Li, 2015) proposent une généralisation du modèle SBM (Bernoulli) en considérant que sur un

graphe avec n nœuds, nin sont effectivement générés selon un SBM et nout = n − nin sont générés selon
une loi quelconque (toujours avec des poids 0 ou 1). Alors, ils donnent une méthode basée sur une relaxation
convexe de la formule de la vraisemblance du modèle particulier, qui permet sous certaines conditions, de
retrouver correctement les paramètres et la partition de la partie SBM, et de différencier les nœuds selon une
loi quelconque.

Une approche différente, considérée notamment par (Massoulié, 2014), consiste à générer un graphe selon un
SBM puis à changer une certaine proportion d’arêtes. Ce changement peut être alors fait soit au hasard, soit de
manière à rendre l’estimation des classes la plus difficile possible. (Massoulié, 2014) propose alors un algorithme
spectral pour estimer les paramètres du modèle mal spécifié.

Les divergences ont été peu utilisées pour construire des critères de classification sur des graphes. L’un des
rares travaux utilisant des divergences et des graphes est celui de (Makarychev et al., 2016). Ils utilisent alors le
résultat suivant pour montrer que leur estimateur de la partition du graphe, sous un SBM de loi de Bernoulli,
est robuste à quelques mauvaises spécifications du modèle en terme de distance de Kullback-Leibler.

Proposition 2.5. Soient deux distributions P et Q sur le même espace Ω, pour tout évènement E ∈ Ω,

Q(E) ≤ max
{

2KL(Q,P )
1− log(P (E)) , e

√
2P (E)

}
(2.55)

(Makarychev et al., 2016) utilisent alors ce résultat pour exprimer des propriétés de robustesse de l’estimation
sous un SBM de loi de Bernoulli.

Les modèles de graphes par blocs permettent de modéliser des liens entre deux caractéristiques. De plus,
le fait de regrouper les caractéristiques en blocs permet de connaître les variables qui dépendent des mêmes
facteurs lors de la production. La présence de ces blocs de variables ayant un comportement similaire, implique
qu’une modification du procédé de fabrication de l’une d’elle va influer, a minima, sur les autres caractéristiques
du même bloc. Ainsi, d’un point de vue industriel, il est important de pouvoir modéliser non seulement des
caractéristiques de manière individuelle, mais aussi des groupes de caractéristiques. Parmi les outils statistiques
pour modéliser ces groupes, les copules sont particulièrement intéressantes. Elles sont particulièrement adaptées
pour estimer la probabilité de produire une pièce conforme (c.f. Section 6.1).

2.3 Copules et dépendance
La structure de dépendance entre des variables peut être caractérisée à travers la fonction dite copule. Cette

fonction est une version “uniformisée” de la loi des données. C’est-à-dire que les lois marginales des données
sont transformées en loi uniforme, et la copule correspond à la loi de ces données transformées. Ainsi, il ne reste
que la structure de dépendance sans les effets des lois marginales.

Les copules sont utilisées dans de nombreux domaines. Par exemple en finance (Kurowicka et Joe, 2010), le
retour sur investissement sur d années d’un placement financier se définit comme 100× (1 +X1)×· · ·× (1 +Xd)
où le taux d’intérêt sur l’année i est noté Xi. Ces taux X1, . . . , Xd n’étant pas indépendants, il est possible
d’utiliser les copules pour modéliser cette dépendance et en déduire le retour sur investissement.

En fiabilité, les performances d’un système sont souvent modélisées par une fonction g d’un vecteur X =
X1, . . . , Xd. On appelle alors domaine de fiabilité l’ensemble {X | g(X) > 0}. L’ensemble {X | g(X) ≤ 0} est
l’ensemble des états défaillants. Il est alors important de connaitre la probabilité qu’un évènement X soit un état
défaillant. Cela requiert de connaitre la structure de dépendances entre les variables X1, . . . , Xd. Les copules
peuvent alors être utilisées pour modéliser cette structure (Jiang et al., 2015).
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Les copules sont aussi utilisées par (Fatahi et al., 2011) pour modéliser la dépendance entre deux caracté-
ristiques et ainsi construire une méthodoloie pour détecter au plus tôt les dérives de production.

Dans cette section, nous rappelons quelques définitions classiques des copules ainsi que de mesures de dé-
pendances. Nous accorderons une attention particulière à la famille de copules appelée copules arborescentes
(vine copula).

Définition 2.16 (Copule). Une fonction C, de [0, 1]d dans [0, 1] est appelée copule si
• C(u1, . . . , ui−1, 0, ui+1, . . . , ud) = 0, pour tout vecteur u ∈ [0, 1]d et tout indice i ∈ {1, . . . , d},
• C(1, . . . , 1, u, 1, . . . , 1) = u, pour tout u ∈ [0, 1],
• C is d croissante, i.e. pour tout hyper-rectangle B =

∏d
i=1[xi, yi] ∈ [0, 1]d, le volume de B pour C est

positif : ∫
B

dC(u) =
∑

z∈
∏d

i=1
{xi,yi}

(−1)N(z)C(z) ≥ 0 (2.56)

Une manière plus probabiliste de définir une copule est de la définir comme la fonction de répartition d’un
vecteur aléatoire sur [0, 1]d et dont les marges sont uniformes sur [0, 1].

Un des intérêts d’introduire la fonction copule est qu’elle permet de séparer l’influence des lois marginales
de la structure de dépendance. Cela est représenté par le théorème de (Sklar, 1959) :

Théorème 2.10 ((Sklar, 1959)). Soit X = (X1, . . . , Xd) un vecteur aléatoire de fonction de répartition F et
tel que la loi marginale des variables Xi est Fi. Alors il existe une copule C telle que pour tout x ∈ [0, 1]d,

F (x1 . . . , xd) = C(F1(x1), . . . , Fd(xd)) (2.57)

De plus, si les lois marginales F1, . . . , Fd sont continues, alors la copule est définie de manière unique.

Corollaire 2.10.1. Si elle existe, la densité du vecteur aléatoire X peut s’écrire comme

f(x) = c(F1(x1), . . . , Fd(xd))× f1(x1)× · · · × fd(xd). (2.58)

où c = ∂dC
∂u1,...,ud

(u1, . . . , ud) est la densité de la copule et les f1, . . . , fd sont les densités des lois marginales
F1, . . . , Fd.

Définition 2.17 (Copule conditionnelle (Patton, 2004)). On appelle copule conditionnelle des variables Ui
et Uj par rapport à un ensemble de variables UD, la copule définie comme

Ci,j|D(u, v|uD) = P(Ui|D ≤ u, Uj|D ≤ v|UD = uD) (2.59)

Ou de manière équivalente,

Ci,j|D(u, v|uD) = Fi,j|D

(
F−1
i|D(u|uD), F−1

j|D(v|uD)|uD
)

(2.60)

Tout comme les copules classiques, il existe un théorème de Sklar pour les copules conditionnelles (Patton,
2004).

Les copules possèdent aussi la propriété d’être invariantes par transformation strictement croissante. On
parle d’invariance.

Théorème 2.11. Soient X1, . . . , Xn des variables aléatoires continues de copule C. Alors pour toutes fonctions
g1, . . . , gd strictement croissantes, la copule du vecteur aléatoire g1(X1), . . . , gd(Xd) est aussi C.

Une autre des propriétés particulières des copules est qu’elles sont Lipschitz.

Proposition 2.6. Soit C une fonction copule, u et v, deux vecteurs de [0, 1]d, alors

|C(u1, . . . , ud)− C(v1, . . . , vd)| ≤
d∑
i=1
|ui − vi| (2.61)

2.3.1 Copules particulières
La littérature sur les copules est vaste et de nombreuses familles de copules ont été introduites. Dans cette

section, nous en présentons quelques unes des plus classiques.
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Définition 2.18 (Copule d’indépendance). La copule d’indépendance est la copule associée à un vecteur
aléatoire X dont les variables sont indépendantes. On a alors

C(u1, . . . , ud) =
d∏
i=1

ui (2.62)

pour tout vecteur u ∈ [0, 1]d.

De plus, on a que des variables X1, . . . , Xd sont indépendantes si et seulement si leur copule est la copule
d’indépendance.

Définition 2.19 (Copule de survie). Soit U un vecteur aléatoire de copule C. On appelle copule de survie
la fonction

C̃(u1, . . . , ud) = P(U1 > 1− u1, . . . , Ud > 1− ud) (2.63)

Cette copule est utilisée dans beaucoup de domaines, par exemple en fiabilité ou en médecine, afin de
modéliser des durées de vie.

Comme son nom l’indique, on peut vérifier que cette définition correspond bien à la définition d’une copule.
De plus, il est possible de l’écrire directement en fonction de la copule.

Proposition 2.7 (Georges et al., 2001). Soit C une copule et u ∈ [0, 1]d. Alors on a la relation suivante entre
la copule et la copule de survie

C̃(u1, . . . , ud) =
d∑
i=0

(−1)i
∑

v(1−u1,...,1−vd)∈Z (d−i,d,1)

C(v1, . . . , vd)

 (2.64)

où Z (m,n, ϵ) est l’ensemble {v ∈ [0, 1]n | vi ∈ {ui, ϵ},
∑n
i=1 I(vi = ϵ) = m}.

Dans le cas d = 2, cette équation devient simplement

C̃(u1, u2) = u1 + u2 − 1 + C(1− u1, 1− u2) (2.65)

Parmi les familles générales de copules, l’une des plus connue est celle des copules elliptiques.

Définition 2.20 (Copule elliptique). Une copule elliptique est la copule d’un vecteur aléatoire X qui a une
distribution elliptique, i.e. il existe une fonction g, un vecteur µ ∈ Rd et une matrice semi-définie positive telle
que la densité du vecteur aléatoire X au point x ∈ Rd est proportionnelle à

g
(
(x− µ)′Σ−1(x− µ)

)
(2.66)

Une autre famille de copules très utilisée en pratique est la famille archimédienne.

Définition 2.21 (Copule archimédienne). Une copule C est dite archimédienne si pour tout vecteur u ∈
[0, 1]d,

C(u1, . . . , ud) = ψ[−1] (ψ(u1) + · · ·+ ψ(ud)) (2.67)

où ψ est une fonction appelée génératrice et est définie de [0, 1] dans R+, continue, strictement décroissante
convexe telle que ψ(1) = 0. Sa pseudo-inverse, ψ[−1], est définie par

ψ[−1](t) =
{
ψ−1(t), si 0 ≤ t ≤ ψ(0)
0, sinon

(2.68)

Cette famille de copules est très courante en fiabilité notamment.
Une autre famille de copules ayant été beaucoup étudiée est celle des copules de valeurs extrêmes.

Définition 2.22 (Copules de valeurs extrêmes). Une copule C∗ est dite de valeurs extrêmes s’il existe une
copule C telle que pour tout (u1, u2) ∈ [0, 1]2,

C∗(u1, u2) = lim
n→+∞

Cn
(
u

1/n
1 , u

1/n
2

)
(2.69)

Cette famille de copule arrive naturellement lorsque l’on regarde la dépendance entre les maximums de deux
vecteurs aléatoires.

Bien que les copules peuvent être de nature très différentes, elles ne peuvent pas prendre n’importes quelles
valeurs. En particulier, toute copule vérifie les bornes de Fréchet-Hoeffding.
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Théorème 2.12 (Bornes de Fréchet-Hoeffding). Pour toute copule C : [0, 1]d → [0, 1], et tout point (u1, . . . , ud) ∈
[0, 1]d, on a

max
{

1− d+
d∑
i=1

ui, 0
}
≤ C(u1, . . . , ud) ≤ min{u1, . . . , ud} . (2.70)

De plus, la fonction (u1, . . . , ud) ∈ [0, 1]d 7→ min{u1, . . . , ud} définie une copule. La fonction (u1, . . . , ud) ∈
[0, 1]d 7→ max

{
1− d+

∑d
i=1 ui, 0

}
ne définie une copule que lorsque d = 2.

2.3.2 Mesures de dépendance
Le fait que des variables soient indépendantes si et seulement si leur copule est la copule d’indépendance,

rend les copules particulièrement intéressantes comme base pour construire des mesures de dépendance.
Aussi dans ce paragraphe, on rappelle quelques mesures classiques de dépendance et leur définition (quand

c’est possible en fonction des copules).

Définition 2.23 (Corrélation de Pearson). La corrélation de Pearson est définie pour deux variables aléa-
toires X et Y comme

ρP (X,Y ) = E[XY ]− E[X]E[Y ]√
V (X)V (Y )

(2.71)

Cette mesure de dépendance est surement la plus connue et la plus utilisée en pratique.
Cependant, un défaut de ce critère est qu’en général, ρP = 0 n’implique pas que les variables X et Y sont

indépendantes.
Deux autres critères fréquemment utilisés sont respectivement la corrélation de Spearman et le τ de Kendall.

Ces coefficients peuvent se définir directement à partir de la fonction copule.

Définition 2.24 (Corrélation de Spearman). Le coefficient de corrélation de Spearman entre deux variables
aléatoires X,Y est donné par

ρS = 12
∫

[0,1]2
C(u1, u2)du1du2 − 3 (2.72)

où C est la copule du couple (X,Y ).

Définition 2.25 (τ de Kendall). Le coefficient de Kendall entre deux variables aléatoires X,Y est donné
par

τ = 4
∫

[0,1]2
C(u1, u2)dC(u1, u2)− 1 (2.73)

où C est la copule du couple (X,Y ).

Ces indices ont notamment l’avantage d’être invariants par transformation strictement croissante des données
(en tant que fonction de la copule). Néanmoins, ce n’est pas toujours suffisant pour capter les dépendances
observées en pratique. A titre d’exemple, si l’on regarde les données illustrées en Figure 2.4, les coefficients
(estimés sur les données) de corrélation de Pearson, Spearman et le τ de Kendall ne conduisent pas à un rejet
de l’hypothèse d’indépendance avec une p-valeur supérieure à 0.1. A contrario d’autres indices permettent de
détecter cette structure de dépendance. Parmi ces indices, on peut notamment citer la corrélation des distances
(Székely et al., 2007) et le coefficient ξ1 de (Junker et al., 2021) pour lesquels le test d’indépendance a une
p-valeur inférieure à 0.005.

Ainsi, d’autres mesures de dépendance plus générales peuvent être considérées.

Définition 2.26 (Corrélation des distances). La corrélation des distances entre deux variables aléatoires
continues X et Y de densité jointe fX,Y et densités marginales fX et fY est définie comme

R(X,Y ) = V 2(X,Y )√
V 2(X,X)V 2(Y, Y )

(2.74)

où V 2(X,Y ) =
∫
|fX,Y (x, y)− fX(x)fY (y)|2w(x, y)dxdy et w(x, y) =

(
π2x2y2)−1.

Remarque 2.8. (Székely et al., 2007) définissent de manière plus générale la corrélation des distances pour
des variables aléatoires X, Y, de dimension p et q potentiellement différentes et plus grandes que 1 et pour
différentes fonctions w.

Une limite des coefficients présentés précédemment est qu’ils sont symétriques, i.e. R(X,Y ) = R(Y,X).
Cependant lorsque l’on regarde par exemple les données en figure 2.4, on voit que la structure de dépendance
n’est pas symétrique. Ainsi, suivant les applications, il peut être intéressant d’avoir un coefficient capable de
mesurer cette asymétrie. Le coefficient ξ1 de (Junker et al., 2021) permet de le faire.
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Figure 2.4 – Exemple de données avec une structure de dépendance asymétrique

Définition 2.27 (ξ1). Soient deux variables aléatoires réelles X et Y et pour B un borélien de R, KX,Y (X,B) =
E[IB ◦ Y |X]. Le coefficient ξ1 est défini par

ξ1(X,Y ) = 3
∫

[0,1]

∫
[0,1]
|KX,Y (x, [0, y])−KΠ(x, [0, y])| dxdy (2.75)

où KΠ = KU,V où U, V sont deux variables indépendantes.

2.3.3 Exemples de copules (bivariées)
Dans cette section nous présentons quelques fonctions copules classiques dans le cas bivarié. Nous en profitons

pour illustrer la diversité des fonctions copules.

Copule Gaussienne

L’une des copules les plus utilisées est la copule de la loi Gaussienne appelée simplement copule Gaussienne.
Elle admet pour densité au point (u1, u2) ∈ [0, 1]2

c(u1, u2; ρ) = 1√
1− ρ2

exp
(
−ρ

2(x2
1 + x2

2)− 2ρx1x2

2(1− ρ2)

)
(2.76)

où ρ ∈ [−1, 1] est le paramètre de dépendance et x1 = Φ−1(u1), x2 = Φ−1(u2).
Quand ρ = 0, alors on obtient la denisté de la copule d’indépendance.

Copule de Hüsler-Reiss

La copule de Hüsler-Reiss est une copule de valeurs extrêmes.
Si l’on regarde un échantillon (X(i)

1 , X
(i)
2 )1≤i≤n de variables normales centrées réduites, de corrélations ρ(n),

En notant Mn =
(

max1≤i≤nX
(i)
1 ,max1≤i≤nX

(i)
2

)
, alors si (1 − ρ(n))log(n) → λ2 ∈ [0,∞] lorsque n → ∞, la

copule de Mn tend vers la copule de Hüsler-Reiss de paramètre λ.
Sa densité étant complexe, le lecteur intéressé est invité à consulter, par exemple, la page 176 de (Joe, 2014).

Copule de Gumbel

La copule de Gumbel est la copule archimédienne de génératrice ψ(s; δ) = e−s1/δ , δ ≥ 1. C’est aussi la seule
copule archimédienne à être aussi une copule de valeurs extrêmes.
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Sa densité est donnée par

c(u1, u2; δ) = e−(xδ
1+xδ

2)1/δ
[
(xδ1 + xδ2)1/δ + δ − 1

] [
xδ1 + xδ2

]1/δ−2 (x1x2)δ−1(u1u2)−1 (2.77)

avec x1 = −log(u1) et x2 = −log(u2).

Copule de Clayton

La copule de Clayton est définie pour un paramètre δ > 0 via la densité

c(u1, u2; δ) = (1 + δ)(u1u2)−δ−1(u−δ
1 + u−δ

2 − 1)−2−1/δ (2.78)

Elle fait partie de la famille Archimédienne avec ψ(s; δ) = (1 + s)−1/δ.

Copule de Frank

La densité de la copule de Frank est donnée pour un paramètre δ ∈ R∗ comme

c(u1, u2; δ) = δ(1− e−δ)e−δ(u1+u2)

[1− e−δ − (1− e−δu1)(1− e−δu2)]2
(2.79)

Cette copule membre de la famille archimédienne avec φ(s; δ) = −δ−1log
[
1− (1− e−δ)e−s]. Elle a la par-

ticularité que C(u1, u2; δ) = 1− u1 − u2 + C(u1, u2; δ).

Copule de Plackett

La copule de Plackett a pour densité au point (u1, u2) ∈]0, 1[2

c(u1, u2; δ) = δ [1 + η(u1 + u2 − 2u1u2)]
[(1 + η(u1 + u2))2 − 4δηu1u2]3/2 (2.80)

où 0 ≤ δ et η = δ − 1.
Une des particularités de cette copule est que que c’est la seule copule telle qu’un certain ratio est propor-

tionnel à son paramètre δ :
C(u1, u2; δ) [1− u1 − u2 + C(u1, u2)]
[u1 − C(u1, u2; δ)] [u2 − C(u1, u2; δ)] ∝ δ (2.81)

Afin d’illustrer les différences possibles entre les copules, on peut comparer les lignes de niveaux des 6 copules
précédentes, pour une valeur de dépendance fixée, comme le même τ de Kendall. La figure 2.5 illustre cela pour
τ = 0.7. On peut alors voir des courbes bien distinctes suivant les familles.

Une autre manière de construire des copules différentes dans le cas bivarié peut se faire à l’aide de transfor-
mations appelées rotations.

Définition 2.28 (Rotations). Soit C une copule bivariée, on définit les copules suivantes :
1. C90(u, v) = v − C(1− u, v) la copule tournée à 90°,
2. C180(u, v) = u+ v − 1 + C(1− u, 1− v) la copule tournée à 180°,
3. C270(u, v) = u− C(u, 1− v) la copule tournée à 270°.

Si on reprend l’exemple précédent, pour la copule de Gumbel, donnant alors la figure 2.6
La modélisation en copule peut être compliquée à utiliser lorsque la dimension d est grande. Afin de pallier

ce problème, une écriture particulière des copules appelée copule arborescente peut être utilisées.

2.3.4 Copules arborescentes
Les copules bivariées jouent un rôle important dans la littérature des copules. En effet, en plus de leur

simplicité d’utilisation, il est possible de réécrire la densité (si elle existe) de n’importe quelle copule comme
un produit de copules bivariées (conditionnelles). On parle de copule arborescente, ou Vine Copula en anglais.
Ce nom vient du fait que ce produit de copules a une structure particulière appelée vigne. Informellement, une
vigne est une suite d’arbres telle que les nœuds de l’arbre au rang t+ 1 sont les arêtes de l’arbre au rang t. La
suite est de taille d− 1 où d est la dimension de la copule.

Avant de faire une présentation purement mathématique de l’écriture, nous commençons par donner un
exemple d’une décomposition possible en dimension 6 ainsi que la structure de vigne associée.



44 CHAPITRE 2. Outils Mathématiques

Figure 2.5 – Affichage des lignes de niveaux des densités de copules pour différentes familles de copules à 1
paramètre ayant une même mesure de dépendance (τ de Kendall de 0.7)

Figure 2.6 – Affichage des lignes de niveaux pour une copule de Gumbel et ses rotations à 90°, 180° et 270°
(τ de Kendall de 0.7).

En dimension 6, une structure de vigne est donc composée de 5 arbres. Par exemple, les arbres présentés en
figure 2.7 forment une structure de vigne.

On peut notamment observer que les arêtes deviennent des nœuds dans le graphe suivant.
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5 4

2,1 6,2
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4,2|5

1,6|2

5,6|2

3,2|6

4,2|5
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4,3|2,5,65,1
|2,

3,6

5,1|2,3,6

4,3|2,5,6

4,1|2,3,5,6

Figure 2.7 – Exemple de structure de vigne en dimension 6

Pour cette structure, on peut alors écrire la densité de la copule comme

c(u1, u2, . . . , u6) = c1,2(u1, u2)c2,6(u2, u6)c3,6(u3, u6)c2,5(u2, u5)c4,5(u4, u5)×
c1,6 | 2(F1 | 2(u1 |u2), F6 | 2(u6 |u2) |u2)c3,2 | 6(F3 | 6(u3 |u6), F2 | 6(u2 |u6) |u6)×

c5,6 | 2(F5 | 2(u5 |u2), F6 | 2(u6 |u2) |u2)c4,2 | 5(F4 | 5(u4 |u5), F2 | 5(u2, |u5) |u5)×
c3,1 | 2,6(F3 | 2,6(u3 |u2,6), F1 | 2,6(u1 |u2,6) |u2,6)c5,3 | 2,6(F5 | 2,6(u5 |u2,6), F3 | 2,6(u3 |u2,6) |u2,6)×

c4,6 | 2,5(F4 | 2,5(u4 |u2,5), F6 | 2,5(u6 |u2,5)u2,5)×
c5,1 | 2,3,6(F5 | 2,3,6(u5 |u2,3,6), F1 | 2,3,6(u1 |u2,3,6) |u2,3,6)×

c4,3 | 2,5,6(F4 | 2,5,6(u4 |u2,5,6), F3 | 2,5,6(u3 |u2,5,6) |u2,5,6)×
c4,1 | 2,3,5,6(F4 | 2,3,5,6(u4 |u2,3,5,6), F1 | 2,3,5,6(u1 |u2,3,5,6) |u2,3,5,6)

(2.82)

où Fi |D est la fonction répartition de la i-ème variable conditionnellement aux variables j ∈ D.

Définition 2.29 (Vigne). Une vigne, aussi appelée vigne régulière (en anglais R-vine pour Regular-vine), est
une suite V = (T1, . . . , Td−1) d’arbres telle que

1. T1 est un arbre avec pour ensemble de nœuds V1 = {1, . . . , d} et un ensemble d’arêtes E1.
2. Pour tout m ≥ 2, Tm est un arbre avec pour ensemble de nœuds Vm = Em−1 et un ensemble d’arêtes Em

(les nœuds de Tm sont les arêtes de Tm−1).
3. (Condition de proximité) Pour 2 ≤ i ≤ d− 1, si a = (a(1), a(2)) et b = (b(1), b(2)) sont deux nœuds dans
Vi connectés par une arête e ∈ Ei, a(1), a(2), b(1), b(2) ∈ Vi−1, alors |a ∩ b| = 1.

Ainsi sur la figure 2.8, les arêtes a et b étant liées par une arête e, on a que |a ∩ b| = 1, i.e. que les arêtes a
et b ont un sommet en commun.

Figure 2.8 – Exemple de la condition de proximité (Bedford et Cooke, 2002)

Définition 2.30 (Ensemble contraint). Soit V = (T1, . . . , Td) une vigne sur d-éléments.
Pour tout arête ei ∈ Ei, on appelle union complète de de ei le sous-ensemble

Aei = {j ∈ V1 | ∃ 1 ≤ i1 ≤ i2 ≤ · · · ≤ ir = i, et eik ∈ Eik , (k ∈ {1, . . . , r},
with j ∈ ei1 , eik ∈ eik+1 (k ∈ {1, . . . , r − 1}} .
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Pour e = {e(1), e(2)} ∈ El, l’ensemble conditionnant associé à e est défini par

D(e) = Ae(1) ∩Ae(2) .

Les ensembles conditionnés à e sont

Ce,e(1) = Ae(1) \D(e), et Ce,e(2) = Ae(2) \D(e) .

L’ensemble contraint de V est défini par{
(Ce,e(1), Ce,e(2), D(e)) | l = 1, . . . , d− 1, e ∈ El, e = {e(1), e(2)}

}
Définition 2.31 (Distribution arborescente). Un triplet (F ,V , B) est une distribution arborescente si

• F = (F1, . . . , Fd) est un vecteur de fonctions de répartition continues et inversibles.
• V est une vigne sur d-éléments.
• B = {B(e)|1 ≤ i ≤ d− 1; e ∈ Ei}, où B(e) est une collection de copules.

Muni de ces définitions, nous pouvons maintenant énoncer le théorème illustrant la décomposition de la
copule en produit de copules bivariées. On parle de copule arborescente 2. En anglais, on parle de vine copula
ou de pair copula construction.

Théorème 2.13 (Bedford et Cooke, 2002). Soit V = (T1, . . . , Td) une vigne sur d-éléments. Etant don-
nées des fonctions de répartition (Fi)1≤i≤d (de densités strictement positives) et des copules (conditionnelles)
(Ce|D(e))e∈∪jEj

(ayant une densité), il existe une unique distribution arborescente ayant pour densité f définie
par

f(x1, . . . , xd) =
(

d∏
i=1

fi(xi)
)

d−1∏
m=1

∏
e={e(1),e(2)}∈Em

ce|D(e)(Fe(1)|D(e)(xe(1)|xD(e)), Fe(2)|D(e)(xe(2)|xD(e))|xD(e)) .

(2.83)

Définition 2.32 (copule arborescente). On appelle copule arborescente une distribution arborescente telle
que les lois marginales des variables X1, . . . , Xd sont uniformes.

L’utilisation de copules arborescentes implique très souvent d’avoir recours à des fonctions de répartition
marginales de copules bivariées conditionnelles. Dans la littérature, ces fonctions sont appelées h-fonctions.

Définition 2.33. Soit une (F ,V , B), une copule arborescente. On note B =
{
cj(e),l(e)|D(e) |e ∈ Em; 1 ≤ m ≤ d− 1

}
.

Soit l(e) ∈ D(e) tel que cj(e),l(e)|D(e)\l(e) ∈ B. On note D′(e) = D(e) \ l(e) On définit la fonction h comme

hj(e)|l(e),D′(e)(u|v) =
∫ u

0
cj(e),l(e)|D′(e)(s, v|UD′(e) = uD(e))ds (2.84)

pour (u, v) ∈ [0, 1]2. On a alors

Gj(e)|D(e)(uj(e)|uD(e)) = hj(e)|l(e),D′(e)
(
Gj(e)|D′(e)

(
uj(e)|uD′(e)

)
|Gl(e)|D′(e)

(
ul(e)|uD′(e)

))
(2.85)

avec Gj(e)|D′(e) la distribution de Uj(e)|UD′(e) = uD(e)

Dans la suite, pour alléger les notations, nous utiliserons simplement j et uj au lieu de j(e) et uj(e) ainsi
que Dij au lieu de D(e) pour e = {i, j}.

Structures particulières de vignes

Dans la littérature, on distingue deux sous classes de vignes : les D-vignes (pour drawable vines) et les
C-vignes (pour canonical vines).

Définition 2.34 (D-vine). Une vigne est une D-vigne si le degré de chaque nœud est au plus égal à 2.

2. Le terme copule en arborescence est utilisé par (Min et Czado, 2011) et (Brechmann et al., 2012). (Czado et al., 2013) utilisent
le terme grappe de copules
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1 2 3 4 5
2,1 2,3 3,4 4,5

2,1 2,3 3,4 4,5
1,3|2 2,4|3 3,5|4

1,3|2 2,4|3 3,5|4
1,4|2,3 2,5|3,4

1,4|2,3 2,5|3,4
1,5|2,3,4

Figure 2.9 – Structure d’une D-vigne en dimension 5

Théorème 2.14 (Min et Czado, 2011). Toute densité de copule c peut s’écrire sous forme d’une D-vigne.

Remarque 2.9. On peut aussi noter de manière équivalente les arêtes avec la forme i, i+ j|i+ 1, . . . , i+ j− 1,
ce qui donne

c(u1, . . . , ud) =
d−1∏
j=1

d−j∏
i=1

ci,i+j|i+1,...,i+j−1(F (ui|ui+1, . . . , ui+j−1), F (uj |ui+1, . . . , uj+i−1)) (2.86)

Définition 2.35 (C-vine). Une vigne est une C-vigne si tous ses arbres sont des étoiles (i.e. dans chaque arbre,
tous les nœuds ont pour degré 1 sauf un nœud qui est lié à tous les autres).

1

2

3

4

5

2,1

3,1

4,1

5,1
2,1

3,1

4,1

5,1

2,3
|1

2,4|1
2,5|1

2,3|1

2,4|1

2,5|1

3,4
|1,

2

3,5|1,2

3,4|1,2 3,5|1,2
4,5|1,2,3

Figure 2.10 – Structure d’une C-vigne en dimension 5

Théorème 2.15 (Czado, 2010). Toute densité de copule c peut s’écrire sous forme d’une C-vigne.

Remarque 2.10. Ces modèles sont souvent utilisés en pratique lorsque l’on considère qu’une variable est plus
"importante" dans la modélisation que les autres.

Cette réécriture de la densité de la copule permet alors une meilleure compréhension des différents liens
entre les variables et permet de construire des modèles avec une structure particulière, ou encore de choisir des
familles de copules bivariées différentes. Néanmoins, en pratique, la présence d’une structure emboîtée et du
conditionnement rend l’estimation difficile. Afin de palier ce problème, ces modèles sont souvent utilisés avec
une hypothèse dite simplificatrice

Hypothèse simplificatrice

Définition 2.36 (Hypothèse simplificatrice). Soient deux variables aléatoires Y ∈ Rp et Zd−p. La variable
aléatoire Y|Z a d’après le théorème de Sklar la fonction de répartition suivante :

FY|Z(y|Z = z) = CY|Z(FY1|Z(y1|Z = z), . . . , FYp|Z(yp|Z = z)|Z = z) (2.87)

. On dit que Y|Z vérifie l’hypothèse simplificatrice si la fonction

z 7→ CY|Z(·|Z = z) (2.88)

est constante.
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Remarque 2.11. En particulier on a que Cij|D(e) vérifie l’hypothèse simplificatrice si la fonction

xD(e) 7→ Cij|D(e)(·, ·|xD(e)) (2.89)

est constante.

Remarque 2.12. La définition est équivalente à (Ui|D(e), Uj|D(e)) ⊥⊥ UD(e) (Spanhel et Kurz, 2019).

Remarque 2.13. Le fait que Cij|D(e) vérifie l’hypothèse simplificatrice ne signifie pas que Cij|D(e) = Cij !

Par exemple, considérons X1, X2, X3 ∼ N

0,

 1 0.8 0.8
0.8 1 0.8
0.8 0.8 1

. Alors, la copule de X1, X2 est une copule

gaussienne de paramètre de corrélation 0.8. Cependant comme X1, X2 |X3 = x3 ∼ N

(
0.8x3,

(
0.36 0.16
0.16 0.36

))
,

la copule de X1, X2 |X3 est aussi une copule gaussienne mais de paramètre de corrélation 0.44. Ce paramètre
ne dépendant pas de x3. La copule vérifie l’hypothèse simplificatrice. Pour autant C1,2 | 3 ̸= C1,2.

Une question importante de la littérature des vine copula est de savoir si n’importe quelle copule peut être
approximée à partir d’une copule simplifiée, et sinon à quelle distance peut-on espérer être de cette copule.
En effet, comme nous le verrons, la plupart des méthodes d’estimation étant basées sur cette hypothèse, cette
information est très importante. Plusieurs articles ont étudiés cette question et ont eu des avis un peu différents
sur le sujet (Hobæk Haff, Aas et Frigessi, 2010 ; Stöber et al., 2013). Nous donnerons des résultats de la littérature
après avoir présenté les méthodes d’estimation des copules arborescentes.

Pour une copule donnée, il est possible qu’il existe seulement certaines structures de vignes telles que les
copules de la décomposition vérifient l’hypothèse simplificatrice. Si c’est le cas pour toutes les structures, on
parle de copule universellement simplifiée.

Définition 2.37 (copule universellement simplifiée). Une copule est dite universellement simplifiée si pour
toute structure de vigne, les copules issues de la décomposition satisfont l’hypothèse simplificatrice.

Méthode de Dißmann et al. (2013)

Il existe de nombreuses méthodes pour estimer les copules arborescentes dans la littérature. Cependant,
la méthode de (Dißmann et al., 2013) est probablement la méthode la plus utilisée en pratique. L’idée est de
construire les arbres de manière séquentielle : on commence par choisir le premier arbre et estimer les copules
associées. Puis on choisit le second arbre parmi ceux respectant la condition de proximité, on estime les copules
associées et ainsi de suite. Une version de l’algorithme où le choix des arbres se base sur le τ de Kendall est
donné en algorithme 1. Le choix du τ de Kendall peut être remplacé par une autre mesure de dépendance ou
encore par la vraisemblance de la copule associée.

Algorithme 1 Algorithme d’estimation d’une copule arborescente (Dißmann et al., 2013)

Entrée: Les observations (X(i)
1 , . . . , X

(i)
d )1≤i≤n.

1: Calculer le τ de Kendall empirique τ̂j,k entre toutes les paires de variables.
2: Construire un arbre couvrant maximal du graphe pondéré qu’est la matrice des τ de Kendall, i.e.

argmax
T

∑
e=(j,k)∈T

|τ̂j,k| (2.90)

où T est un arbre couvrant.
3: Pour chaque arête (j, k) de l’arbre couvrant sélectionné, estimer la copule associée. Puis calculer les données

transformées : F̂j|k(x(i)
j |x

(i)
k ) et F̂k|j(x

(i)
k |x

(i)
j ) pour 1 ≤ i ≤ n.

4: pour l = 2, . . ., d-1 faire
5: Calculer les τ de Kendall empiriques conditionnels τ̂j,k|D(e) pour toutes les variables conditionnelles
j, k|D(e) qui font partie de l’arbre Tl, i.e. vérifiant la condition de proximité.

6: Parmi elles, calculer l’arbre couvrant maximal de la même manière que précédemment
7: Pour chaque arête (j, k)|D(e) de l’arbre couvrant sélectionné, estimer la copule associée. Puis calculer

les données transformées : F̂j|k∪D(e)(x
(i)
j |x

(i)
k ,x(i)

D(e)) et F̂k|j∪D(e)(x
(i)
k |x

(i)
j ,x(i)

D(e)) pour 1 ≤ i ≤ n.
8: fin pour

Une autre manière de choisir les copules en prenant en compte le fait que l’hypothèse simplificatrice est
effectuée, est simplement de tester si cette dernière est vérifiée et de prendre en compte cette information pour
le choix des arbres (Kraus et Czado, 2017).
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On notera que l’algorithme permet n’importe quel estimateur pour les copules bivariées, au sens où peut
être paramétrique, comme dans l’algorithme originel, mais aussi non paramétrique. De plus, l’algorithme peut
théoriquement être utilisé pour estimer des vines non simplifiées même si l’estimation des copules conditionnelles
est alors très complexe.

Remarque 2.14. De par la condition de proximité, si T1 est une D-vigne alors les arbres suivant le seront
aussi. (Dißmann et al., 2013) indiquent que l’algorithme peut être adapté pour calculer une C-vigne ou une
D-vigne. Cependant trouver une structure correspondant à une D-vigne est un problème NP-difficile.

Théorème 2.16 (Dißmann et al., 2013). L’algorithme 1 donne une structure de R-vine.

Autres méthodes d’estimation

Malgré la popularité de l’algorithme de Dißmann, de nombreuses autres approches ont été proposées. On
retrouve deux principales motivations à cela. La première est que pour des données en grande dimension (plu-
sieurs centaines), l’algorithme peut être long à réaliser les calculs. La seconde raison est due à l’hypothèse
simplificatrice. En effet, cette hypothèse n’étant a priori pas toujours vérifiée, il se peut que certaines structures
donnent de meilleurs résultats que d’autres. Ainsi une approche non séquentielle pourrait permettre, au moins
dans certains cas, de meilleurs résultats.

Afin d’améliorer le temps de calcul de l’algorithme, (Müller et Czado, 2018), proposent d’utiliser le lien entre
la structure de vine et les graphes dirigés acycliques (DAG). En effet, ces derniers ont été beaucoup étudiés dans
la littérature et de nombreuses méthodes d’estimation très performantes ont été développées pour les problèmes
de grande dimension. (Müller et Czado, 2018), considèrent donc l’estimation d’un DAG, puis en déduisent une
structure de vine associée. (Pircalabelu, Claeskens et Gijbels, 2017) consider similar idea but combined with a
model selection criterion.

Deux autres méthodes à nouveau proposées par Müller et Czado consistent à utiliser les propriétés de
parcimonie de la régression lasso (Müller et Czado, 2019b) et du graphical lasso (Müller et Czado, 2019a), pour
sélectionner rapidement les copules bivariées les plus importantes et considérer que les autres sont des copules
indépendances. En particulier, (Müller et Czado, 2019a) considère l’estimation d’une copule arborescente pour
chaque composante connexe de la matrice de précision estimée via graphical lasso, puis pour obtenir la copule
arborescente globale, considèrent de fusionner les vignes de ses composantes. Cela permet un gain important en
temps de calcul.

Cependant, ces méthodes plus rapides, ne produisent pas toujours de meilleurs résultats que l’algorithme de
Dißmann. Et pour cela, les algorithmes proposés doivent souvent être plus complexes. L’une de ces méthodes,
proposée par (B. Chang et al., 2019), est d’utiliser la recherche arborescente Monte Carlo (Monte Carlo tree
search). Cette approche permet de ne pas se limiter à une recherche séquentielle lors de l’estimation de la
structure vine, mais permet de revenir en arrière pour choisir une autre structure plus performante. Cela donne
en pratique de meilleurs modèles, mais le temps de calcul est plus important. Dans une optique assez similaire,
(Y. Sun et al., 2019) proposent une approche basée sur l’apprentissage par renforcement pour sélectionner la
structure de vigne.

De plus, malgré la complexité du problème, quelques auteurs considèrent l’estimation de copules vine non
simplifiées. Par exemple, on peut citer (Zhu et Kurowicka, 2022), qui utilise le lien entre les structures de
vignes et les graphes cordaux pour développer une méthode adaptée aux vignes avec beaucoup de copules
d’indépendance et permettant l’utilisation de copules non simplifiées lors de l’estimation.

Propriétés d’approximation des copules arborescentes dans l’espace des copules

Comme souligné précédemment, l’hypothèse simplificatrice joue un rôle primordial lors de l’estimation des
copules vines. Connaître les erreurs que cette approximation peut impliquer est donc primordiale. Aujourd’hui,
plusieurs résultats de la littérature permettent de se faire une idée de ses avantages et inconvénients.

Avant de parler de l’hypothèse simplificatrice, on commence par donner un résultat de (Nagler et Czado,
2016) sur l’estimation séquentielle.

Théorème 2.17 (Nagler et Czado, 2016). Supposons que l’on dispose de n observations i.i.d. (X(i))1≤i≤n d’une
variable aléatoire de loi f de dimension d. Supposons qu’il est possible d’estimer les densités marginales (point
par point) ainsi que les copules bivariées (conditionnelles) du modèle en O(n−r) et que les fonctions h peuvent
être estimées en o(n−r), pour r > 0. Alors, en notant f̂ l’estimation séquentielle de la loi de f , on a

f̂(x)− f(x) = O(n−r) (2.91)

pour tout point x.
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En particulier, avec l’hypothèse simplificatrice, (Nagler et Czado, 2016) démontrent qu’avec un estimateur
non-paramétrique des fonctions en question, l’estimation est convergente avec r = 1/3.

Cependant, toutes les copules ne vérifient pas cette hypothèse. En particulier, (Spanhel et Kurz, 2019)
donnent un exemple de copule arborescente non simplifiée où l’estimation séquentielle considère des copules non
simplifiées comme des copules d’indépendance (c.f. Figure 2.11).

1 2 3 4 5

1,2 2,3 3,4 4,5

1,3|2 2,4|3 3,5|4

1,4|3,2 2,5|3,4

C⊥⊥ C⊥⊥ C⊥⊥ C⊥⊥

C1 C2 C3

C⊥⊥ C⊥⊥

C⊥⊥

1 2 3 4 5

1,2 2,3 3,4 4,5

1,3|2 2,4|3 3,5|4

1,4|3,2 2,5|3,4

C⊥⊥ C⊥⊥ C⊥⊥ C⊥⊥

C⊥⊥ C⊥⊥ C⊥⊥

Ĉ1 Ĉ2

C⊥⊥

Figure 2.11 – Exemple de (Spanhel et Kurz, 2019), où l’estimation séquentielle considère certaines copules
comme l’indépendance alors qu’elles ne le sont pas. A gauche la véritable structure de la copule arborescente, à
droite la structure de la copule arborescente estimée séquentiellement.

(Stöber et al., 2013) étudient les familles de copules elliptiques et archimédiennes en terme d’hypothèse
simplificatrice. Ils démontrent le résultat suivant.

Théorème 2.18. La copule Gaussienne vérifie l’hypothèse simplificatrice.
Parmi les copules archimédiennes, la seule famille à vérifier l’hypothèse simplificatrice est la copule de

Clayton.

L’hypothèse simplificatrice semble donc être une hypothèse importante, même si les résultats précédents
n’empêchent pas les copules arborescentes d’approximer n’importe quelle copule.

Récemment, (Mroz et al., 2021) ont démontré des résultats permettant de répondre à cette question.

Théorème 2.19 (Mroz et al., 2021). L’ensemble des copules universellement simplifiées est dense dans l’espace
des copules pour la distance d∞, où, pour deux copules C1, C2, on a d∞(C1, C2) = sup

u∈[0,1]d

|C1(u)− C2(u)|

Cependant, l’estimateur obtenu de manière séquentielle (avec hypothèse simplificatrice) peut être très loin
de la véritable copule. En effet, (Mroz et al., 2021) donnent un exemple tel que la distance d∞ entre une copule
et sa version obtenue par estimation séquentielle est supérieure à 1/8, ce qui pour certaine applications est très
importante.

De plus, ce résultat de densité n’est pas vérifié pour toutes les distances. En particulier,

Théorème 2.20 (Mroz et al., 2021). En dimension 3, l’ensemble des copules simplifiées est nul part dense dans
l’espace des copules pour la distance en variation totale.

Cela implique qu’en fonction des applications, et notamment celles utilisant les densités des copules, les
copules arborescentes simplifiées peuvent ne pas être adpatées, au sens où l’erreur d’approximation induite par
l’utilisation des copules arborescentes simplifiées ne tend pas vers 0.

Maintenant que nous avons énoncés les principales notations et résultats de la littératures sur les différents
sujets étudiés dans ce manuscrit, nous allons dans le prochain chapitre énoncer les résultats obtenus.



Chapitre3
Résumé des Résultats Obtenus

Afin de résoudre l’Objectif n°1 et l’Objectif n°2 présentés au chapitre 1, nous allons nous appuyer sur les
outils mathématiques du chapitre 2. Pour rappel, ces objectifs correspondent respectivement à

1. donner un indicateur des performances de la production d’une pièce,
2. optimiser le temps de contrôle des pièces en utilisant la dépendance entre les caractéristiques.
Pour ce faire, nous commençons en section 3.1 par une étape de modélisation mathématique de chacun de

ces objectifs.
Ensuite, en section 3.2, nous proposons une nouvelle méthode, alternative à la vraisemblance, pour l’estima-

tion sur les SBM. Cette méthode repose sur un critère que nous appelons critère à divergence par blocs ou
bien Block Pseudo-Distance Criterion (BPDC). Elle consiste à utiliser, à la place de la vraisemblance, la famille
de critères φ-divergences introduite à la section 2.2.2. En effet, pour l’estimation paramétrique, l’estimation
basée sur la vraisemblance n’est pas toujours robuste (au sens de la section 2.2.1). A contrario, l’estimation
basée sur les φ-divergences, peut donner des estimations plus robustes. Cela rend cette classe d’estimateurs très
intéressante en pratique, car il arrive fréquemment que les données ne soient pas exactement issues du modèle
théorique et qu’il y ait des valeurs aberrantes.

Cependant, l’estimation dans les SBM avec la méthode développée possède une complexité algorithmique
importante. Elle ne peut pas être utilisée à grande échelle. C’est pourquoi, dans un deuxième temps, nous
étudions en section 3.3.1 la méthode de partitionnement de graphes basée sur la modularité proposée par
(Newman et Girvan, 2004). Cette méthode est particulièrement adaptée pour faire de la classification sur de
très grands graphes en un laps de temps très court. Néanmoins, la convergence de l’estimation de la partition
latente d’un SBM avec la modularité est soumise à conditions. Ces conditions sont étudiées pour la modularité
et plusieurs de ses variantes, telles que la déviation à l’uniformité. En nous basant sur un lien entre la modularité
et la vraisemblance d’un SBM particulier, nous en déduisons de nouveaux critères de partitionnement.

Toutefois, les conditions sous lesquelles la modularité et ses variantes sont capables de retrouver la partition
latente d’un graphe sont très contraignantes et ne sont pas toujours satisfaites sur les données industrielles. La
maximisation de la vraisemblance d’un SBM classique tel que celui avec des poids de loi de Poisson ou de loi
Gaussienne montre des résultats intéressants. Partant de cette observation, en section 3.3.2, nous généralisons le
théorème 2.3.2 (Zhao et al., 2012). D’une part, nous démontrons qu’il n’est pas nécessaire de se limiter à des lois
de Bernoulli, mais que le résultat reste vrai pour des lois à queue de distribution sous-Gamma. D’autre part, nous
montrons que le nombre de classes du modèle peut croitre avec le nombre de nœuds. De plus, nous démontrons
aussi que le résultat s’applique à d’autres modèles de graphes aléatoires que les DCSBM. Notamment dans le cas
où la corrélation a une structure de blocs, nous démontrons que la maximisation de la vraisemblance d’un SBM,
appliquée à la matrice de covariance empirique permet de retrouver asymptotiquement ces blocs. Enfin, nous
démontrons que dans les cas SBM et DCSBM, la vraisemblance avec des poids gaussiens satisfait les hypothèses
de notre théorème, tout comme la méthode des K-moyennes dans le cas SBM.

Avec ces travaux sur la classification, nous pouvons alors étudier avec confiance les données de production
dont on dispose et les séparer en blocs qui seront plus simples à analyser. En particulier en section 3.4, nous
proposons une approche basée sur les copules arborescentes afin d’estimer la probabilité que toutes les carac-
téristiques d’un bloc soient conformes. Nous proposons alors un estimateur basé sur des simulations de Monte
Carlo dont nous démontrons la convergence. Mais, lorsque le nombre de caractéristiques est grand, son calcul
peut prendre plusieurs heures. Nous proposons donc une borne inférieure de la probabilité de conformité plus
rapide à calculer en nous basant sur la structure particulière des copules arborescentes.

En section 3.5, nous proposons une nouvelle approche pour la sélection de variables. Cette approche est
basée sur la distance l1 − l2, étudiée notamment par (Yin et al., 2014). Pour le problème d’optimisation des
contrôles, sous l’hypothèse de normalité des données, nous proposons une approximation du gain de temps liée
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cette optimisation. Nous automatisons alors la manière de sélectionner les caractéristiques en couplant cette
approximation avec la méthode de sélection de variables.

3.1 Modélisation mathématique

3.1.1 Conformité des pièces
On cherche à modéliser le procédé de production d’une pièce ayant d caractéristiques. On suppose que ces

caractéristiques dépendent d’un procédé de fabrication et d’un procédé de contrôle. On note X = (X1, . . . , Xd)
le vecteur aléatoire modélisant les mesures des caractéristiques, F sa fonction de répartition et Fj la fonction
de répartition de Xj pour une caractéristique j ∈ {1, . . . , d}. On suppose que cette loi admet une densité qui
est continue.

On dispose d’intervalles (aux bornes possiblement infinies) [L1, U1], . . . , [Ld, Ud]. On considère que la je

caractéristique est dite conforme si Lj ≤ Xj ≤ Uj . La pièce est conforme si toutes ses caractéristiques le sont,
autrement dit, si X ∈ [L1, U1]× · · · × [Ld, Ud].

On dispose d’un échantillon de mesures des caractéristiques sur n pièces. Pour 1 ≤ i ≤ n, on note X(i)

le vecteur des caractéristiques de la ie pièce. Parce que les données sont supposées issues d’un processus de
production stable au sens 6M, on considère que cet échantillon est indépendant et identiquement distribué
(i.i.d.).

A partir de cet échantillon, pour répondre à Objectif n°1, nous considérons une extension de l’indice Cpk
pour plusieurs caractéristiques. Cette extension consiste à remplacer les probabilités de conformité dans le cas
univarié par les probabilités de conformité de la pièce, dite multivariée.

3.1.2 Dépendance entre les caractéristiques et utilisation des copules
Les probabilités de conformité, introduites dans les formules (1.3), s’écrivent, dans le cas multivarié, comme

Pu = P(X1 ≤ U1, . . . , Xd ≤ Ud) (3.1)

et
Pl = P(X1 ≥ L1, . . . , Xd ≥ Ld) . (3.2)

Nous considérons les probabilités Pu et Pl plutôt que la probabilité

P(L1 ≤ X1 ≤ U1, . . . , Ld ≤ Xd ≤ Ud) , (3.3)

appelée yield, car cela permet d’obtenir naturellement une généralisation de l’indice Cpk présenté à la section
1.3. Bien que ce choix ne soit pas forcément intuitif car il n’est pas possible de retrouver le yield à partir de Pu
et Pl, il est principalement motivé par le fait que cette écriture permet une généralisation naturelle des formules
1.3. D’autres motivations pour ce choix sont données en section 6.1.4.

Dans le cas univarié, une méthode de calcul des probabilités de conformité a été développée (Croquelois
et al., 2022). Cette méthode implique l’estimation de la loi des données. Afin d’assurer une certaine continuité
entre le cas univarié et le cas multivarié, il est souhaitable que la méthode d’estimation de la loi multivariée
puisse avoir les mêmes lois marginales que celles estimées dans le cas univarié. Une manière de procéder est
d’appliquer les lois marginales à la fois aux distributions et aux limites de spécifications

Pu = P(F1(X1) ≤ F1(U1), . . . , Fd(Xd) ≤ Fd(Ud)) = C(F1(U1, ) . . . , Fd(Ud)) (3.4)

et
Pl = P(F1(X1) ≥ F1(L1), . . . , Fd(Xd) ≥ Fd(Ld)) = C(F1(L1), . . . , Fd(Ld)) , (3.5)

où C est la copule du vecteur aléatoire X1 . . . , Xd et la fonction C n’est autre que la copule de survie de la
copule C (Sklar, 1959).

Cette transformation permet de réécrire les taux de conformité en fonction de C et C.
Comme il existe des formules permettant de passer de la copule à la copule de survie, le problème d’estimation

des taux de conformité Pu et Pl peut se réécrire comme celui d’estimer les lois marginales F1, . . . Fd et la copule
C. L’estimateur des lois marginales étant fait par mélange de lois de Student chez SAE (voir par exemple
(Croquelois et al., 2022)), nous nous concentrerons sur l’estimation de la copule C.

Estimer une structure de dépendance est un problème complexe en grande dimension. Ainsi, pour simplifier
le problème statistique, on souhaite le découper en sous-problèmes de dimensions plus faible. En effet, s’il existe
une partition B1, . . . , BK telle que le vecteur aléatoire XBk

= (Xj | j ∈ Bk) est indépendant du vecteur aléatoire
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XBk′ , k ̸= k′ alors

Pu =
K∏
k=1

P (∩j∈Bk
{Fj(Xj) ≤ Fj(Uj)}) (3.6)

et

Pl =
K∏
k=1

P (∩j∈Bk
{Fj(Xj) ≥ Fj(Lj)}) . (3.7)

Il en va de même pour la formulation avec la copule et la copule de survie. Cependant, en pratique, il
peut être difficile de séparer les caractéristiques en blocs totalement indépendants. De plus, dans de nombreux
cas, cela impliquerait d’avoir des blocs peu homogènes, car ils pourraient contenir des variables fortement
dépendantes et d’autres faiblement dépendantes. Alors, une interprétation des caractéristiques dans un même
groupe serait complexe. On préfère donc construire des blocs homogènes, au sens où les variables dans un même
bloc ont le même comportement, même s’ils ne sont pas indépendants les uns des autres. Ainsi, l’utilisation de
copules arborescentes pour l’estimation de la structure de dépendance offre l’avantage de pouvoir combiner deux
copules arborescentes sur des ensembles de caractéristiques distinctes, afin d’obtenir une copule arborescente
sur l’ensemble des variables (Müller et Czado, 2019a). Ceci, nous permet de construire des blocs avec des
dépendances internes fortes qui seront facilement analysables par les experts métiers, et de les regrouper pour
en déduire une structure de dépendance globale.

3.1.3 Représenter la corrélation empirique comme un graphe aléatoire
Le regroupement de caractéristiques en blocs a plusieurs avantages. Cela permet à la fois de simplifier

l’estimation de la structure de dépendance et d’avoir une meilleure compréhension du processus de fabrication.
Pour mesurer la dépendance entre les variables à partir d’un échantillon de données, une possibilité est de

regarder la matrice de corrélation empirique.

Remarque 3.1. Dans cette thèse, on fera référence à la “corrélation” comme n’importe quelle mesure de
dépendance. Cela peut être des corrélations classiques (Pearson, Spearman), le τ de Kendall, la corrélation des
distances ou encore l’indice proposé par (Junker et al., 2021). Ces indices ont été présentés en section 2.3.2.

On note R la matrice de corrélation de X et R̂ la matrice de corrélation empirique de l’échantillon
X(1), . . . ,X(n).

Empiriquement, nous observons souvent la présence de blocs de variables avec une “même” valeur de corréla-
tion. Alors, à une permutation près, la matrice de corrélation possède une structure proche d’une structure par
blocs. Nous proposons donc d’appliquer les méthodes des DCSBM aux matrices de corrélation pour retrouver
les blocs dans les données. Nous allons maintenant proposer une justification pour ce choix.

La matrice R̂ peut être vue comme la matrice de poids d’un graphe aléatoire pondéré, dont l’ensemble
des nœuds V = {1, . . . , d} correspond aux caractéristiques et dont la fonction de poids de l’arrête (i, j) est
Wi,j = R̂i,j . On cherche alors une partition c de V en K blocs telle que la loi de Wi,j dépende principalement
de ci et cj .

L’idée derrière ce choix de modélisation est que, souvent, la corrélation présente entre les caractéristiques
peut être expliquée à l’aide de variables latentes. Par exemple, la corrélation entre les diamètres de trous
sur une même couronne s’explique par l’utilisation d’un même outil lors de la fabrication. Plus généralement,
les variables latentes de fabrication telles que la température, des paramètres des machines utilisées ou des
opérateurs permettent d’expliquer certaines dépendances entre les caractéristiques. Si l’on connaissait toutes
les variables latentes associées aux mesures, qui peuvent être les mêmes que pour la fabrication, la variabilité
résiduelle correspondant notamment aux erreurs de mesures pourrait alors être associée à du bruit blanc.
Ainsi sous cette modélisation, la matrice de corrélation (théorique) des caractéristiques conditionnellement aux
variables latentes a une structure de blocs. Deux caractéristiques appartiennent alors à un même bloc si elles
dépendent de la même combinaison de variables latentes.

Par ailleurs, nous proposons une justification pour la notion d’asymptotique, i.e. lorsque le nombre de
caractéristiques tend vers l’infini.

Souvent, pour étudier les propriétés théoriques des graphes aléatoires, il est fait l’hypothèse que l’on observe
un sous-graphe d’un graphe infini. Dans cette thèse, on fait l’hypothèse que les données sont issues d’un processus
de production stable. Cela implique qu’un changement impactant de la manière de produire la pièce ou la casse
d’un outil puisse briser cette hypothèse. Il peut alors paraître inadapté de considérer que le nombre de pièces
contrôlées avec un même procédé de production puisse croître infiniment. On aurait alors envie de considérer que
le nombre de caractéristiques croit. Pour autoriser l’augmentation de ce nombre, on regarde alors la manière dont
sont mesurées les caractéristiques. Prenons un exemple simple tel qu’un diamètre, dont la forme est supposée
être un cercle parfait. Alors le diamètre réel existe, mais on ne le mesure jamais parfaitement. En effet, une
manière classique de faire est de mesurer plusieurs points sur la pièce et d’estimer à partir d’une méthode de



54 CHAPITRE 3. Résumé des Résultats Obtenus

best-fit, une valeur pour le diamètre. Ainsi, en répétant la mesure, les points mesurés ne seront jamais les mêmes
et on obtiendra des valeurs légèrement différentes. En mesurant chaque caractéristique plusieurs fois, on peut
donc construire, un graphe avec un nombre infini de caractéristiques (dans ce cas, le nombre de classes est fixé).

3.1.4 Optimisation des contrôles en production
Le problème d’optimisation des contrôles en production est vu dans cette thèse comme le problème de

gagner en temps de mesure. En effet, le temps de mesure d’une pièce représente environ 30% de son temps de
production. Cette partie, bien que primordiale, représente donc un coût important. De plus, la présence d’une
forte dépendance statistique entre certaines caractéristiques invite à se demander si toutes les mesures sont
nécessaires pour juger de la conformité de la pièce. Afin de répondre à ce problème, SAE a mis en place une
méthodologie statistique pour autoriser, dans certains cas, à ne mesurer qu’une partie des caractéristiques d’une
pièce. La conformité de la pièce est alors prédite à partir des caractéristiques mesurées, en autorisant un risque
α (souvent de l’ordre de 0,27%) de prédire une pièce conforme alors qu’elle ne l’est pas. La procédure de mesure
d’une pièce se divise en trois cas de figures 3.1.

Une pièce est mesurée.

1. La pièce est mesurée partiellement.

Les caractéristiques sont prédites conformes.

1.a La pièce est acceptée. 1.b Toutes les caractéristiques manquantes sont mesurées.

2. La pièce est mesurée entièrement.

Avec fréquence f

Oui Non

Avec fréquence 1-f

Figure 3.1 – Principe de fonctionnement de l’échantillonnage par corrélation

La situation 2. permet de s’assurer qu’il n’y a pas de dérive dans la production et de vérifier la validité du
modèle.

On peut alors réécrire le temps de mesure moyen d’une telle procédure en termes mathématiques.
Si on note alors T (S), le temps de mesure associé à un sous-ensemble de caractéristiques mesurées S ⊂

{1, . . . , d} et p(S) la probabilité qu’une pièce soit prédite conforme lorsqu’on ne mesure que le sous-ensemble S,
le temps de mesure moyen T d’une pièce est

T = f · [p(S) · T (S) + (1− p(S)) · T ({1, . . . , d})] + (1− f) · T ({1, . . . , d})
= f · p(S) · (T (S)− T ({1, . . . , d})) + T ({1, . . . , d})

(3.8)

Dès lors, minimiser le temps de mesure revient à maximiser

p(S) · (T ({1, . . . , d})− T (S)) (3.9)

Il y a donc un compromis à faire entre p(S) la probabilité de conformité de la pièce échantillonnée et
T ({1, . . . , d}) − T (S) le gain de temps. En effet, pour que le gain de temps augmente, il est nécessaire de
mesurer moins de caractéristiques. Dans le même temps, moins on mesure de caractéristiques, plus il y a de
caractéristiques à prédire et plus la tâche est difficile. La probabilité de prédire une pièce conforme est alors
plus faible.

Avant de chercher à résoudre ce problème de minimisation du temps de contrôle, il est nécessaire de modé-
liser l’étape de contrôle elle-même. Dans cette partie de la thèse, on considère uniquement les mesures issues
d’une machine à mesurer tridimensionnelle (MMT). Le capteur de mesure d’une MMT peut se déplacer très
rapidement. Ainsi pour notre modélisation du temps de mesure, on néglige le temps de déplacement du capteur
entre deux mesures. On considère donc que le temps de mesure d’une pièce correspond simplement à la somme
des temps de mesure de chaque élément. Une particularité de ce problème par rapport à un problème de sé-
lection de variables classique, est qu’une mesure de la pièce ne correspond pas toujours à une caractéristique.
Par exemple, si l’on reprend l’exemple en figure 1.7, pour mesurer la caractéristique 004, plusieurs mesures sont
nécessaires. Alors que pour mesurer la 001 ou la 002, une seule l’est. Ainsi, les liens entre les caractéristiques
et les mesures peuvent être modélisés par un graphe dit de mesure. C’est pourquoi, de manière générale, on
peut voir le graphe de mesure comme une polyforêt, c’est à dire un ensemble de graphes acycliques dirigés. Par
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exemple si on considère une aube et que l’on est intéressé uniquement dans la mesure d’une seule caractéristique
sur plusieurs sections, on aura comme graphe de mesure celui en figure 3.2. Dans ce cas-là, si les temps de
mesure sont les mêmes, alors réduire le temps de mesure revient simplement à diminuer le nombre de sections
mesurées.

Mesure Section n°1

Mesure Section n°2

Mesure Section n°26

Caractéristique Section n°1

Caractéristique Section n°2

Caractéristique Section n°26

t1

t2

t26

...

. . .

Figure 3.2 – Exemple de graphe de dépendance pour une caractéristique mesurée sur différentes sections d’une
aube avec les temps de mesures.

Cependant, généralement, les situations réelles sont plus complexes. Par exemple, toujours sur l’aube, si on
regarde deux caractéristiques par section, on peut avoir le graphe en figure 3.3.

De manière générale, le graphe de dépendance des mesures peut être assez complexe. Par exemple, sur une
simple cale qui ne fait qu’une trentaine de centimètres avec 37 caractéristiques (c.f. Figure 3.4), on obtient le
graphe avec 183 nœuds en figure 3.5.

Pour représenter cette structure entre les caractéristiques de conformité et les mesures faites sur la pièce,
on peut donc utiliser un graphe. Nous considérons le graphe dont la matrice d’adjacence G ∈ {0, 1}M×d, avec
M le nombre de mesures. Elle est telle que Gij = 1 si la mesure i est nécessaire pour la caractéristique j, 0
sinon. Notons PS ∈ {0, 1}d×K la matrice de projection qui indique pour un ensemble S les K caractéristiques
à mesurer, i.e. si S = {i1, i2, . . . , iK} ⊂ {1, . . . , d} et PS = (ei1 |ei2 | · · · |eik ) où ej est le j-ème vecteur canonique
de Rd. On la note P s’il n’y a pas d’ambiguïté. La matrice G×P représente les mesures qui doivent être faites
pour mesurer ces K caractéristiques. Si l’on reprend l’exemple du couvercle d’huile (c.f. Figure 1.7), on obtient

G =

0 0 0 1 1
0 1 0 1 0
1 0 1 1 0

 . (3.10)

Si on ne souhaite mesurer que les deux caractéristiques 1 et 3 alors

G× P = G×


1 0
0 0
0 1
0 0
0 0

 =

0 0
0 0
1 1

 ; (3.11)

ce qui montre que seule une des trois mesures est nécessaire pour mesurer ces deux caractéristiques .
Si on souhaite mesurer uniquement les caractéristiques 1, 2 et 5, alors on doit en fait réaliser toutes les

mesures comme le montre le calcul

G× P = G×


1 0 0
0 1 0
0 0 0
0 0 0
0 0 1

 =

0 0 1
0 1 0
1 0 0

 . (3.12)
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Mesure Section n°1

Mesure Section n°2

Mesure Section n°26

Caractéristique 1 Section n°1

Caractéristique 1 Section n°2

Caractéristique 1 Section n°26

Caractéristique 2 Section n°1

Caractéristique 2 Section n°2

Caractéristique 2 Section n°26

t1

t2

t26

...

. . .

Figure 3.3 – Exemple de graphe de dépendance, avec les temps de mesures, pour deux caractéristiques mesurées
sur différentes sections d’une aube.

Pour avoir une écriture mathématique du temps de mesure, il suffit alors de calculer

T (S) =
M∑
m=1

tm max1≤j≤K(G× PS)mj . (3.13)
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Figure 3.4 – Photo une cale avant contrôle.

Figure 3.5 – Graphe de dépendance des mesures pour une cale. En rouge (feature) sont réprésentées les
caractéristiques de conformité. En vert (Measured element) sont représentées les mesures faites par la MMT.
Les liens représentent les mesures nécéessaire pour calculer les caractéristiques de conformité
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3.2 Estimation robuste dans les SBM
Les données de production peuvent comporter des valeurs aberrantes ou mal mesurées. Les mesures de

dépendances empiriques calculées sur ces données, peuvent alors elles aussi inclure des valeurs aberrantes ou
être biaisées (Croux et Dehon, 2010).

Comme nous l’avons vu au chapitre 2.1.3, la méthode classique pour l’inférence des SBM est le maximum de
vraisemblance. Or, dans le cas classique i.i.d., le maximum de vraisemblance peut être fortement sensible aux
valeurs aberrantes, là où, a contrario, d’autres critères statistiques, tels que la distance de Hellinger, permettent
une certaine robustesse comme illustré sur la figure 2.2.

Dans la suite de cette section, on réécrira la partition comme une matrice c de taille n × K, telle que
cik = I(ci = k).

Ainsi, notre objectif est d’utiliser ces critères robustes, et, en particulier, ceux présents dans la classe des
φ-divergences pour obtenir un estimateur robuste. Pour une matrice de poids W , une partition c en K classes
et un modèle paramétrique (Pψ)ψ∈Θ, Θ ∈ Rp, on peut écrire la (log-)vraisemblance conditionnellement à c d’un
SBM de famille de poids (Pψ)ψ∈Θ comme

plk(c,θ) =
∑
kl

∑
ij

I(ci = k, cj = l)logPθkl
(Wij) (3.14)

Ainsi, si on regarde uniquement l’estimation des paramètres (θ), cela revient à prendre le maximum de
vraisemblance du modèle dans chaque bloc k, l. Dans le cadre statistique où l’on dispose d’un échantillon de
taille n et non d’un graphe, maximiser la vraisemblance est équivalent à minimiser la divergence de KL entre
la fonction de répartition empirique et le modèle. Bien que le résultat ne se transpose pas directement ici, il est
tout de même possible de remplacer la vraisemblance par la divergence de KL. Il faut alors minimiser∑

kl

nknl
n2 DKL(F̂ (k,l), Pθkl

) (3.15)

où nk = nk(c) est le nombre de noeuds assignés à la classe k pour la partition c et

F̂ (k,l)(x) = 1
nknl

∑
ij

I(ci = k, cj = l)I(Wij ≤ x) (3.16)

est simplement la fonction de répartition empirique dans le bloc k, l. Cependant, tout comme la vraisemblance,
la divergence de KL, n’a pas de bonnes propriétés de robustesse. Par conséquent, plutôt que de se restreindre
à cette divergence, nous considérons le critère suivant.

Définition 3.1 (BPDC). On appelle Q̂c critère à pseudo-distance par blocs (BPDC pour Block pseudo-
distance criterion) :

Q̂c(c,θ) =
∑
kl

nknl
n2 D(F̂ (k,l), Pθkl

) (3.17)

où D est n’importe quelle pseudo-distance.

Remarque 3.2. Il est possible de considérer une pseudo-distance pour chaque bloc, et les résultats énoncés dans
la suite sont vrais dans ce cas plus général. Néanmoins, afin de ne pas alourdir les notations, nous regardons
ici uniquement le cas où elle est identique pour chaque bloc.

3.2.1 Propriétés théoriques de l’estimateur

Pour notre estimateur Q̂(c,θ), nous démontrons des résultats de convergence. Etant donné que l’on cherche
à développer une méthode robuste, il n’est pas cohérent de supposer que la véritable loi des données est un
SBM. De fait, il est possible qu’il n’y ait pas de partition latente ou que le modèle paramétrique pour les poids
des arêtes ne contienne pas la véritable loi. Pour cela, on doit donc définir les quantités d’intérêt.

Si on note F (k,l) la loi des observations dans le bloc k, l (pour la partition c), i.e.

F (k,l)(x) = 1
nk(c)nl(c)

∑
ij

I(ci = k, cj = l)P(Wij ≤ x) , (3.18)

on considère alors comme valeurs à atteindre

(c∗,θ∗) ∈ argminc,θ

∑
kl

nk(c)nl(c)
n2 D(F (k,l), Pθkl

) . (3.19)
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On peut interpréter en quelque sorte c∗,θ∗ comme définissant le graphe issu d’un modèle SBM le plus proche
du graphe observé.

En particulier, si le graphe est généré sous un modèle SBM avec les lois du poids des arêtes qui appartiennent
au modèle paramétrique donné, sous certaines conditions d’identifiabilité, on retrouve le véritable modèle.

On montre alors, sous des conditions de régularité de la pseudo-distance considérée, ainsi que d’identifiabilité,
les résultats suivants.

Théorème 3.1 (Théorèmes 4.3 et 4.4). Soit c̃, θ̃ = argminc,θ

∑
kl
nk(c)nl(c)

n2 D(F̂ (k,l)(c), Pθkl
) les estimateurs

issus de la minimisation du BPDC. Si le nombre de classes K dans le modèle ne croit pas trop vite, i.e.
n

K2log(K) → ∞, sous certaines conditions sur la régularité de la pseudo distance et l’identifiabilité du modèle,
alors le critère converge pour l’estimation de c∗ et

θ̃
P−→

n→∞
θ∗ (3.20)

Sous un SBM, le BPDC permet donc d’estimer (asymptotiquement) les véritables paramètres du modèle.
Et si la loi du graphe W ne correspond pas à celle d’un SBM, le critère converge vers une “projection” de ce
modèle sur l’ensemble des SBM.

Remarque 3.3. Le choix de l’estimateur F̂ (k,l) peut influer sur la condition n
K2log(K) → ∞. En effet, en

fonction de ses propriétés de concentration, il se peut que la condition puisse être remplacée par n
Klog(K) →∞.

Proposition 3.1 (Corollaires 4.5.1 et 4.5.3). Les hypothèses du théorème 3.1 sont notamment vérifiées pour
les φ-divergences telles que la fonction φ est γ-Hölder avec γ ∈ (0, 1] ou la distance de Cramér-von Mises.

Ainsi, par rapport aux résultats de (Choi et al., 2012) (c.f. Théorème 2.1) qui autorise K à être un O(
√
n),

nous avons dans le pire des cas que K = o(
√
n). De plus, dans le cas où la condition sur le nombre de classes est

n
Klog(K) → ∞, notre critère bénéficie de la même vitesse de convergence que celui de (Rohe, Qin et al., 2014),
(c.f. Théorème 2.4). Ainsi sous une contrainte légèrement plus forte sur le nombre de classes dans le SBM, nous
montrons la convergence d’un estimateur que nous espérons plus robuste que la vraisemblance.

3.2.2 Optimisation du critère

Les résultats de convergence énoncés se basent sur le minimum de la fonctionnelle Q̂. Cependant, trouver
ce minimum requiert d’optimiser sur l’espace des partitions, ce qui est un problème NP-difficile (Kovalyov et
Pesch, 2010). C’est pourquoi, en pratique, il est impossible de trouver c̃. Néanmoins, afin d’en trouver une
approximation, on considère une relaxation du problème. Pour cela, on considère c ∈ [0, 1]n×K et

∑
k cik = 1

pour tous les nœuds i, au lieu de c ∈ {0, 1}n×K et
∑
k cik = 1 pour tous les nœuds i. Ainsi, le critère a

l’avantage d’être dérivable par rapport à c. On peut alors utiliser les méthodes usuelles de descente de gradient
pour l’optimisation du critère.

Cela revient à considérer l’algorithme 2.

Algorithme 2 Optimisation de Q̂c

Entrée: Une matrice de poids W de taille n× n, un nombre de blocs K, un pas de gradient η, une partition
initiale c(0) et un nombre d’itérations T .

1: pour t = 1 à T faire
2: Calculer θ(t)

k,l = argminθD(F̂ (k,l)(c(t−1)), Pθ), pour 1 ≤ k, l ≤ K.
3: Calculer G(t) = ∇πQ̂c(c(t−1),θ(t))
4: pour i = 1 à n faire
5: c(t)

i. = Proj
(

c(t)
i. − ηG(t)

i.

)
6: fin pour
7: fin pour

Sortie: c(T ) and θ(T ).

où Proj est la projection pour la distance l2 sur le simplexe de probabilité de taille K, i.e. l’ensemble
∆ =

{
x ∈ RK+ |

∑K
i=1 xi = 1

}
.

Proposition 3.2 (Proposition 4.9). La suite d’estimateurs (c(T ),θ(T ))T définie par l’algorithme 2 converge
vers un minimum local de Q̂c.
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3.2.3 Sélection de modèles
Si les données étaient vraiment issues d’un SBM, on souhaiterait que notre critère basé sur les divergences

puisse nous permettre de faire de la sélection de modèle, i.e. choisir le nombre de blocs dans le SBM.
Pour ce faire, nous généralisons le critère de sélection de modèle proposé par (Mattheou et al., 2009) dans

le cas des divergences avec un estimateur à noyau. Avant de traiter le cas d’un graphe, on considère le cas usuel
d’un échantillon i.i.d. X1, . . . , Xn de loi F . Et l’on se donne un modèle paramétrique Pθ∈Θ, Θ ∈ Rp.

On notera ici Wθ = D(F, Fθ) et sa version empirique Qθ = D(Fn, Fθ).
Nous généralisons les travaux de (Mattheou et al., 2009) qui dérivent un critère de type AIC dans le cas

particulier des divergences introduites par (Basu, Harris et al., 1998) et ceux de (Toma, 2014) dans le cas de
l’estimateur dual des divergences.

Théorème 3.2 (Théorème 4.6). Soient θ un paramètre possible pour le modèle, θ̃ = argminθ Wθ et θ∗ =
argminθ Wθ. Supposons que

1. les fonctions Qθ et Wθ sont suffisamment régulières pour qu’un développement de Taylor à l’ordre 2 puisse
être fait

2. il existe une matrice B(θ∗) inversible et une matrice V (θ∗) telles que

3. n1/2(θ̃ − θ∗) d∼
n→∞

N(0, B−1(θ∗)V (θ∗)B−1(θ∗)).
Alors un estimateur asymptotiquement non biaisé de Wθ̃ est donné par

Qθ̃ − Biais(θ∗) + 1
n
E[NTB−1(θ∗)N ] (3.21)

où N ∼ N(0, V (θ∗)) et Biais(θ∗) = Qθ∗ −Wθ∗ .

En particulier, si les données ont étés générées sous le modèle, on a

Théorème 3.3 (Théorème 4.7). Sous les hypothèses du théorème 3.2, si de plus la loi des données F vérifie
F = Fθ∗ et V (θ∗) P= B(θ∗) alors

Qc
θ̃
− Biais(θ∗) + p

n
(3.22)

est un estimateur asymptotiquement non biaisé de E[Wθ̂n
] et le terme de biais se simplifie en Biais(θ∗) =

E[Qcθ∗ ].

Remarque 3.4. Dans le cas particulier des divergences, sous le modèle, il est connu (voir par exemple (Lindsay,
1994)) que V (θ∗) P= B(θ∗).

Remarque 3.5. Dans le cas d’un modèle par blocs, le résultat du théorème 3.3 reste vrai en remplaçant le
terme p

n par pK(K−1)
2n2 ≈ p K

2

2n2 .

Proposition 3.3 (Proposition 4.11). Dans le cadre des estimateurs des divergences avec un estimateur à noyau,
si φ est γ-Hölder alors

0 ≤ Biais(θ∗) ≤ O(n−1/3) . (3.23)

Ainsi le terme de biais peut ne pas être négligeable devant le terme en p
n .

3.2.4 Robustesse de l’estimateur
L’intérêt lié à l’utilisation des divergences étant leurs propriétés de robustesse, une question est de savoir si

notre approche bénéficie bien de ces propriétés. Ainsi, nous démontrons, comme attendu, que pour l’estimation
des paramètres θ∗, la méthode hérite des propriétés de robustesse des divergences choisies. Pour ce faire, nous
regardons la fonction d’influence de notre critère.

Proposition 3.4. Si la divergence Dφ est B-robuste, alors l’estimateur Q̂cest aussi B-robuste.

De manière plus générale, nous étendons aussi le résultat de (Makarychev et al., 2016) autorisant des
mauvaises spécifications en terme de distance de Kullback-Leibler à un résultat similaire pour les divergences
de la famille de Cressie-Read.

Proposition 3.5 (Proposition 4.16). Soit γ > 1. Pour deux distributions P et Q et un évènement E tel que
1 > P (E) > 0, on a

max
{

2P (E), P (E)
γ−1

γ

(
γ(γ − 1)
1− 21−γDγ(P,Q)

)1/γ
}
≥ Q(E) (3.24)

où Dγ représente la divergence de Cressie-Read de paramètre γ.
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En particulier, pour une suite de distributions (Pn)n et une suite d’évènements (ϵ)n telles que Pn(ϵn)→ 0,
alors pour n’importe quelle suite de distributions (Qn)n, pourvu que la divergence entre Pn et Qn ne croisse
pas plus vite que Pn(ϵn)γ−1, Qn(ϵn)→ 0.

Les propriétés de robustesse de notre estimateur peuvent notamment être illustrées dans le cas discret.
Considérons un modèle SBM avec deux blocs. Les poids sont distribués selon des lois Binomiales(10, θij) de
paramètres θij = 0.8 si les deux nœuds sont dans un même bloc et θij = 0.5 sinon. La probabilité qu’un nœud
appartienne à la classe 1 est de 0.5 et on génère 100 graphes de différentes tailles, d’une part, sous le modèle et,
d’autre part, dans un cas avec des valeurs aberrantes : avec une chance sur deux, le poids de chaque arête est
mis à 0. Les résultats sont présentés en figures 3.6 et 3.7 où l’on compare le maximum de vraisemblance avec
notre approche en utilisant la distance de Hellinger.
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Figure 3.6 – Graphique de l’erreur l1 pour l’estimation des paramètres (axe y) et du pourcentage de nœuds
mal classifiés (axe x) pour n = 50 (gauche) et n = 100 (droite) sous le modèle.
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Figure 3.7 – Graphique de l’erreur l1 pour l’estimation des paramètres (axe y) et du pourcentage de noeuds
mal classifiés (axe x) pour n = 50 (gauche), n = 100 (milieu) et n = 250 (droite) pour le modèle avec des valeurs
aberrantes.

Sous le modèle, on observe que les deux méthodes performent de manière assez similaire et arrivent majo-
ritairement à retrouver avec précision la véritable partition ainsi que les paramètres du modèle, avec un léger
avantage pour la vraisemblance. Dans le cas avec des valeurs aberrantes, on observe alors que la méthode basée
sur la vraisemblance a beaucoup plus de mal à retrouver la véritable partition et même lorsque c’est le cas,
l’estimation des paramètres est fortement biaisée. A l’inverse, notre méthode avec la distance de Hellinger arrive
plus souvent à retrouver la véritable partition. De plus, même en présence de valeurs aberrantes, l’estimateur
des paramètres est proche de la valeur du paramètre sans les valeurs aberrantes.
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3.3 Etude des méthodes de la littérature : modularité et vraisem-
blance

Le BPDC présenté à la section précédente a l’avantage d’hériter des nombreuses propriétés de robustesse
des divergences. Cela le rend particulièrement intéressant appliqué à des données réelles qui peuvent contenir
des valeurs aberrantes. Cependant, un désavantage de ce critère est son temps de calcul. En effet, comparé aux
méthodes classiques de la littérature, telles que celles basées sur la vraisemblance ou la modularité, l’estimation
de la partition et des paramètres est très longue dès que les graphes comportent plusieurs centaines de nœuds.

Par conséquent, on peut se demander quelles sont les propriétés de robustesse de ces méthodes et s’il existe
des alternatives simples proposant des améliorations.

3.3.1 Modularité
(Newman, 2016) a montré que sous un modèle DCSBM particulier, dont on connait les paramètres, chercher

la partition qui maximise la vraisemblance et maximiser la modularité (avec une certaine limite de résolution
qui dépend des paramètres) sont deux problèmes équivalents. En particulier, sous ce modèle de graphe, on peut
donc s’attendre à ce que la modularité retrouve bien la partition latente.

Néanmoins, la modularité a été initialement introduite indépendamment du modèle DCSBM. On peut donc
espérer qu’elle arrive à retrouver la partition latente dans d’autres cas que le modèle spécifique de (Newman,
2016). De telles conditions ont notamment été données par (Zhao et al., 2012) pour un paramètre de résolution
fixé égal à 1.

Néanmoins, plusieurs questions se posent.
1. Quelle est sur l’influence de la modification du paramètre de résolution sur les conditions données par

(Zhao et al., 2012), nécessaires à la convergence de la modularité ?
2. Que se passe-t-il lorsque l’on change de modèle nul ?
Avant de répondre à ces questions, on commence par étudier plus en détail le critère proposé par (Newman,

2016).
Pour cela, on considère W la matrice de poids d’un graphe à n noeuds et c est une partition des nœuds du

graphe en K classes.

Proposition 3.6 (Proposition 5.2). La vraisemblance profilée d’un DCSBM pour le modèle considéré par (New-
man, 2016) est donnée par

log
(
s(W , c)
s(W , c)

1− s(W , c)
1− s(W , c)

)
s(W , c) + log

(
1− s(W , c)
1− s(W , c)

)
− 1 (3.25)

où s et W sont définis comme en section 2.1.1.

Ce critère, que l’on appelle ici AutoResMod, peut s’écrire en fonction de la distance de Kullback-Leibler
entre deux lois de Bernoulli (KLB)

AutoResMod(c; W ) = KLB
(
s(W , c) | s(W , c)

)
− 1 (3.26)

Maximiser le critère AutoResMod conduit alors à une amélioration importante de la modularité sur l’anneau
de cliques, comme illustré en figure 3.8 sur un exemple classique utilisé pour illustrer les limites de la modularité.

En reprenant la même approche que (Zhao et al., 2012) (c.f. Théorème 2.3.1), la proposition suivante répond
à la première question.

Proposition 3.7 (Proposition 5.5). Sous les mêmes hypothèses que le théorème 2.3.1, sous l’hypothèse que
le SBM est assortatif, la condition sur les paramètres pour la convergence de la modularité avec une limite de
résolution γ > 0 devient

θin > max
{
γ(K − 1)
K − γ

, 1 + K(1− γ)
γ

}
θout . (3.27)

En remarquant que max
{
γ(K−1)
K−γ , 1 + K(1−γ)

γ

}
est supérieur ou égal à 1, avec égalité si et seulement si γ = 1.

On obtient donc un résultat étonnant : sous ce modèle, indépendamment des paramètres, la limite de résolution
optimale est γ = 1. Cela peut paraître contre-intuitif lorsque l’on regarde l’exemple de l’anneau de cliques. Mais
en fait cela vient de la nature asymptotique du résultat qui implique que la condition est toujours vérifiée.

Une autre manière d’influer sur les capacités de la méthode à être convergente pour retrouver les partitions est
le choix du modèle nul. En effet, si l’on remplace le modèle de configuration par le modèle dit d’indétermination
(Bertrand et al., 2022), alors pour un SBM à deux classes, la maximisation de la déviation à l’uniformité est
convergent dès que la modularité l’est. C’est ce qu’exprime les propositions suivantes.
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Figure 3.8 – Comparaison des zones où la modularité et la méthode AutoResMod ne sont pas capables de
retrouver les cliques d’un graphe ayant pour structure un anneau de cliques avec en ordonnée le nombre de
cliques, dans le graphe et en abscisse la taille des cliques. La modularité se trompe au-dessus de la ligne orange,
AutoResMod, dans la zone violette.

Tableau 3.1 – Pourcentage (minimum et maximum) de nœuds mal classifiés pour différents critères sur 100
répliques Monte Carlo de SBM avec différents nombres n de nœuds pour la situation 1.

n=100 n=300 n=500 n=750 n=1000
Modularité 40-50% 43-50% 45-50% 47-50 % 48-50%
Uniformité 13 − 34% 14-30% 16-27 % 17-27% 17-25%
Indetermination 23-50% 6 − 28% 1 − 6% 0 − 2% 0 − 1%

Proposition 3.8 (Proposition 5.11). Sous les mêmes hypothèses que le corollaire 2.3.1 et sous les conditions

θkk > 2
∑
l′

πl′θkl′ et θkl <
∑
l′

πl′(θll′ + θkl′)− θ̃0,∀k ̸= l (I)

alors la déviation à l’indétermination converge.

Cette dernière proposition permet de comparer les critères dans un cas simple.

Proposition 3.9 (Proposition 5.13). Sous un SBM à deux classes, la condition pour la convergence de la dévia-
tion à l’indétermination I (proposition 3.8) ainsi que celles pour la modularité M et la déviation à l’uniformité
U (c.f. corollaire 2.3.1) vérifient

U ⇒M ⇒ I (3.28)

Pour illustrer la proposition 3.9, nous considérons 3 scénarii de SBM à 2 classes :
1. situation 1 θ11 = 0.8, θ12 = 0.4 et θ22 = 0.16,
2. situation 2 θ11 = 0.8, θ12 = 0.4 et θ22 = 0.3,
3. situation 3 θ11 = 0.8, θ12 = 0.4 et θ22 = 0.5.
Ces cas de figures sont tels que dans la situation 1, seule la déviation à l’indétermination devrait converger.

Dans la situation 2, seule la déviation à l’uniformité devrait être divergente et dans la situation 3, les trois
critères devraient converger. Nous regardons alors sur des simulations, pour différents nombres de nœuds dans
le graphe, le comportement des différents critères pour les trois situations. Les résultats sont résumés dans les
tableaux 3.1, 3.2 et 3.3. On observe alors assez clairement que la déviation à l’indétermination est la seule
méthode à fonctionner dans les trois situations, ce qui est conforme à notre résultat.
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Tableau 3.2 – Pourcentage (minimum et maximum) de nœuds mal classifiés pour différents critères sur 100
répliques Monte Carlo de SBM avec différents nombres n de nœuds pour la situation 2.

n=100 n=300 n=500 n=750 n=1000
Modularité 23-50% 5-35% 1-7% 0-2 % 0-1%
Uniformité 9-31% 10-24% 11-22% 13-21% 12-20%
Indetermination 1-33% 0-2% 0-1% 0% 0%

Tableau 3.3 – Pourcentage (minimum et maximum) de nœuds mal classifiés pour différents critères sur 100
répliques Monte Carlo de SBM avec différents nombres n de nœuds pour la situation 3.

n=100 n=300 n=500 n=750 n=1000
Modularité 0-5% 0-1% 0% 0 % 0%
Uniformité 1-14% 1-5% 0-2% 0-1% 0%
Indetermination 0-2% 0% 0% 0% 0%

Changer de modèle nul n’est pas la seule manière de construire des critères semblables à la modularité.
Une autre approche consiste à regarder d’autres vraisemblances de profiles de modèles d’affiliation que celle
du modèle avec des lois de Poisson. On considère ici un modèle nul (mij)1≤i,j≤n quelconque. On appelle alors
modularité généralisée, le critère gQ défini par

gQ(θin, θout, c; (Pψ)) =
∑
ij

(
log Pmijθin(Wij)− log Pmijθout(Wij)

)
δcicj

+
∑
ij

log Pmijθout(Wij) . (3.29)

Dans le cas où (Pψ) est la famille des lois de Poisson, on peut alors écrire

gQ(θin, θout, c; Poisson(ψ)) = BQγ(c) +D

où B, γ, D sont indépendantes de c.
Ainsi, en remplaçant la loi de Poisson par une autre famille de loi, on peut espérer construire des critères

alternatifs à la vraisemblance.
En particulier, de cette formulation générale, nous dérivons deux critères alternatifs pour des modèles par-

ticuliers.
Le premier est issu d’un DCSBM d’affiliation tel que Wij | ci, cj ∼ N(mijθcicj , σ

2), σ > 0. Il est donné pour
une partition c par ∑

ij

(
mijWij − γm2

ij

)
δci,cj

. (3.30)

Le second est issu d’un DCSBM d’affiliation tel que Wij | ci, cj ∼ Pareto(mijθcicj
;xm), de valeur minimale

fixée xm. Il est donné par ∑
ij

(
mij log

(
Wij

xm

)
− γm2

ij

2m
n2

)
δci,cj

(3.31)

Afin d’optimiser ces critères, nous proposons de regarder une relaxation convexe du problème, comme cela
a été fait par (Hollocou et al., 2019) dans le cadre de la modularité classique. Cette approche est décrite dans
l’algorithme 3. Suivant le modèle choisi, trouver le maximum du critère pour une partition fixée peut ne pas être
faisable simplement. Ainsi l’étape a) (ligne 3 de l’algorithme) peut être simplement remplacée par une étape de
descente de gradient projetée, étape b) (ligne 4). Dans l’algorithme π représente la projection L2 sur l’espace
en indice.

Théorème 3.4 (Théorème 5.1). Sous certaines conditions assurant la log-concavité du modèle θ 7→ P(Wii | θ) et
la convexité de x 7→ −xTW x, alors la suite (cT , θTin, θTout)T , donnée par l’algorithme 3 converge vers le maximum
global du critère.

Notre théorème 3.4 généralise notamment le travail de (Hollocou et al., 2019) sur la modularité où seulement
une convergence vers un maximum local était démontrée.

Ce choix de relaxation convexe a l’avantage, dans le cas de la modularité, de coïncider avec l’algorithme de
Louvain sous certaines conditions (Hollocou et al., 2019). Nous montrons dans le cas général de la vraisemblance
profilée de modèle de Poisson, que cette relaxation correspond aussi à l’approximation variationnelle de la
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Algorithme 3 Optimisation de la modularité généralisée
Entrée: c0, une partition initiale, T le nombre maximal d’itérations et deux pas de gradient η > 0 pour la

partition et ηp > 0 pour les paramètres,Θ l’espace des paramètres,
1: pour t = 0, . . . , T − 1 faire
2: Faire une des deux étapes suivantes
3: a)

(θin
t+1, θout

t+1)← argmax
a,b

gQ(ct,a,b) (3.32)

4: b)
θin

t+1 ← πΘ
(
θin

t − ηp∇θin gQ(, ct, θin
t, θout

t)
)
,

θout
t+1 ← πΘ

(
θout

t − ηp∇θout gQ(, ct, θin
t, θout

t)
) (3.33)

5: c̃0 ← c
6: pour i = 1, . . . , n faire
7: c̃i ← c̃i−1 et

c̃i.i ← π∆
(
c̃i.i−1 − η∇ci.

gQ(θt+1
in , θt+1

out , c̃
i−1)

)
(3.34)

8: fin pour
9: Set c = c̃n.

10: fin pour
11: retourne cT la partition optimisée et θTin, θTout les paramètres optimisés du modèle.

vraisemblance et qu’il y a égalité entre la vraisemblance et l’approximation variationnelle si les paramètres de
la version relaxée appartiennent à l’ensemble {0, 1}n×K .

En pratique, rien ne garantit que ce soit le cas. Si l’on souhaite contraindre les poids à être dans {0, 1},
on peut ajouter un terme de pénalité l2 au critère relaxé. En effet, ce terme de pénalité va agir comme une
barrière qui va pousser les valeurs des ci dans l’espace {0, 1}K pour peu que la pénalité ait assez de poids (c.f.
Proposition 5.18). Dans ce cas-là, en utilisant le résultat de (Khamaru et Wainwright, 2018), nous montrons
que l’algorithme 3 modifié pour inclure le terme de pénalité converge vers un maximum local.

La modularité et ses variantes présentent une méthode d’estimation rapide, utilisable sur de grands graphes.
Cependant, pour espérer que ce genre de critères soit convergent, il est nécessaire que le modèle génératif du
graphe satisfasse une condition qui n’est pas toujours vérifiée sur les données réelles. Ainsi, d’un point de vue
pratique, la vraisemblance qui présente un compromis en terme de vitesse de calcul, entre la méthode utilisant
les divergences et la modularité qui nécessite des conditions particulières, semble intéressante. Néanmoins, elle
nécessite de choisir un modèle particulier pour les données. Nous regardons alors l’importance de ce choix pour
l’estimation de la partition d’un graphe aléatoire par blocs.

3.3.2 Vraisemblance et mauvaises spécifications des poids
En pratique, sur un graphe, il est peu évident de savoir à l’avance quelle est la loi des arêtes. Ainsi, ce sont

souvent les mêmes modèles qui sont appliqués pour les arêtes : Binomiale (pour des poids discrets à support
fini), Poisson (cas discret) ou encore Gaussien. Souvent, bien que l’on ne sache pas vraiment si ces modèles sont
adaptés, on observe des résultats intéressants au sens où la maximisation de la “vraisemblance” est capable de
retrouver la structure de blocs des données.

Un exemple de ce genre de mauvaise spécification est l’utilisation de la vraisemblance du modèle de Poisson
pour des poids de Bernoulli (Zhao et al., 2012). Bien que cela soit justifié par le fait que les deux modèles
sont proches si les graphes sont parcimonieux, une question intéressante est de savoir si cela s’applique aussi à
d’autres distributions.

Ainsi, nous proposons d’étudier une généralisation du modèle DCSBM que nous appelons simplement gene-
ralized Block Model (gBM). C’est une classe de modèles définie telle que conditionnellement à la partition, les
lois des arêtes ne sont pas données explicitement, mais seulement une contrainte sur les moyennes est donnée.
Mathématiquement, il se définit de la manière suivante.

Définition 3.2 (gBM). Etant donnés les paramètres suivants :
• n ∈ N∗ le nombre de nœuds,
• K ∈ N∗ le nombre de classes,
• M ∈ N∗ le nombre de valeurs possibles des facteurs correctifs des degrés,
• Π une loi de probabilité sur {1, . . . ,K} × X , où X ⊂ RM ,
• θ une matrice de paramètres de taille K ×K.
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• (ρn)n ∈ (0, 1].
On dit que c,x,W suit un gBM de paramètres n,Π,θ et on note

c,x,W ∼ gBM(n,Π,θ) (3.35)

si c = (c1, . . . , cn), x = (x1, . . . , xn) et W = (Wij)1≤i,j≤n ont la même loi que le procédé :

(ci, xi)
iid∼ Π (3.36)

et
E[Wij |c,x] = xixjθci,cj

, Wij = Wji . (3.37)

Dans un autre genre, il est possible de considérer une matrice de corrélation comme un graphe aléatoire.
Lorsque l’on applique alors la vraisemblance d’un SBM de loi gaussienne, sur une telle matrice, nous avons
observé en pratique de bons résultats, au sens où l’on obtient bien des groupes homogènes, alors même que
l’hypothèse d’indépendance conditionnelle des poids du graphe dans un SBM n’est pas vérifiée.

Ainsi, nous nous sommes intéressé à mieux comprendre les propriétés théoriques de ces critères. En partant
de la démonstration de la convergence de la vraisemblance du modèle de Poisson pour un graphe de lois de
Bernoulli faite par (Zhao et al., 2012), nous nous sommes aperçu que le critère dépend en fait uniquement des
moyennes dans les blocs et que la convergence du critère repose essentiellement sur l’inégalité de concentration
de Bernstein. Or, cette inégalité est vérifiée pour des variables bien différentes de la loi de Bernoulli. C’est
par exemple le cas pour la loi Gamma. Ainsi, nous arrivons à expliquer la robustesse de la vraisemblance de
la loi de Poisson à de nombreuses mauvaises spécifications du modèle. De plus, en utilisant des inégalités de
concentrations particulières, nous généralisons le résultat de (Zhao et al., 2012) en autorisant le nombre de blocs
à croitre avec le nombre de nœuds n du graphe. Ces résultats sont synthétisés dans le théorème 3.5.

Théorème 3.5 (Théorème 5.4). Le théorème 2.3 de (Zhao et al., 2012) sur la convergence d’un critère Q reste
vrai si l’on remplace les conditions

• c∗,x,W ∼ DCSBM(n,Π, (Bernoulli(θ)),θ∗) où Π est constante en n,
• FK est Lipschitz,
• minkl nθkl

log(n) −→n→∞
+∞

par
• c∗,x,W ∼ gBM(n,Π, ρnθ∗) avec Π pouvant dépendre de n, ρn ∈ (0, 1],
• les distributions des poids de W sont des distributions sous-Gamma avec facteur de variance ρnv2, v ̸= 0,
• maxa,b|θ∗

ab| est borné,
• FK une fonction LK-Lipschitz 1

• ρnn
2

L2
K

max(nlog(n),K2) →∞ et
• n

KMnL2
K

→∞ lorsque n→∞.

Remarque 3.6. En particulier, le nombre de classe K n’est plus fixé contrairement au théorème de (Zhao
et al., 2012).

Les conditions sur le maximum restent les mêmes que celles énoncées par (Zhao et al., 2012). En particulier,
si les poids du graphe sont positifs, ces conditions sont notamment vérifiées par la vraisemblance d’un DCSBM
de loi de Poisson. Plus généralement, nous démontrons qu’elles sont aussi vérifiées par la vraisemblance d’un
DCSBM gaussien et par le critère des K-moyennes pour un modèle SBM.

Enfin, nous démontrons dans le cas des matrices de covariance et de corrélation basées sur le τ de Kendall,
que le théorème 3.5 s’y généralise.

Théorème 3.6 (Théorème 5.6). Soit X = (X(1), . . . ,X(n)) un échantillon de n vecteurs aléatoires i.i.d. de
dimension dn dont on note R la matrice de corrélation. Soient Qn une suite de critères et FKn

une suite de
fonctions telles que

Qn(c; Σ̂) = FKn

(
cΣ̂
d2 ,

(
nk(c)
d

)
k

)
où Σ̂ est un estimateur sans biais de Σ de sorte qu’il existe ℓ > 0, telle que pour tout ϵ > 0,

P
(
∥Σ̂−Σ∥max > ϵ

)
≤ d2

ne
−ℓnϵ2

. (3.38)

Sous les hypothèses
1. F est Lipschitz au sens |F (A, a) − F (B, b)| ≤ LK∥A − B∥ℓ1 + LK∥a − b∥1.
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Tableau 3.4 – Classement des différents types de méthodes étudiées pour différents critères (1 pour le meilleur,
4 pour le moins bon).

Modularité Maximum de Vraisemblance K-moyennes BPDC
Vitesse de calcul 1 3 1 4
Restriction de convergence 4 1 1 1
Robustesse 4 2 2 1

• il existe une matrice θ∗ ∈ RKn×Kn , c∗ ∈ {1, . . . ,Kn}dn telle que Σij = θ∗
c∗

i
,c∗

j
, for 1 ≤ i, j ≤ dn,

• les fonctions FKn
sont LKn

-Lipschitz 2 et vérifient (**),
• la suite (dn) est croissante en n et telle que dn

Kn
→∞ et dn = o(log(n)),

on a que pour tout ϵ > 0, et tout ĉ ∈ argmaxc Qn(c; Σ̂),

P
(

1
n
∥ĉ− c∗∥Pn > ϵ

)
→ 0 .

En conclusion, on peut écrire un comparatif entre les méthodes étudiées en fonction de trois critères :
1. la vitesse de calcul des estimateurs, i.e. est-il possible d’estimer une classification d’un graphe avec plusieurs

centaines de nœuds en quelques minutes ?
2. les restrictions sur les hypothèses de convergence des estimateurs, i.e. doit-on faire des hypothèses sur le

modèle SBM pour que la méthode d’estimation soit asymptotiquement convergente ?
3. les propriétés de robustesse, i.e. en présence de valeurs aberrantes ou dans le cas où le modèle ne correspond

pas à un SBM, que peut-on espérer de nos estimateurs ?
Dès lors, le choix de la méthode dépend des données à l’étude et des besoins en vitesse de calcul et robustesse.
On peut faire le tableau récapitulatif 3.4.

Si l’on cherche une approche intermédiaire entre la pertinence de l’estimation et le temps de calcul pour
l’objectif de trouver des blocs dans le graphe, la méthode des K-moyennes peut alors être considérée comme un
bon compromis.

3.4 Estimation de la capabilité multivariée
La capabilité multivariée est un concept important de MSP, car elle est nécessaire pour prendre en compte

les dépendances entre certaines caractéristiques produites ou encore lors du calcul de la conformité pour un
critère complexe, comme le maximum de matière (ISO, 2021b).

Cependant, la littérature sur le sujet est aujourd’hui très limitée. D’une part, sa définition est souvent faite à
l’aide d’un ratio entre l’aire d’une version modifiée du domaine de spécification et l’aire d’un quantile multivariée
de la distribution des données (c.f. (González et Sánchez, 2009)). Cet indicateur permet alors de savoir si la
méthode est au niveau attendu ou non, mais elle ne permet pas réellement de juger à quel point la distribution
des données est proche du niveau acceptable ou non.

Ainsi, nous proposons à la place (c.f. Section 6.1.4), un indicateur de capabilité multivariée qui est basée sur
la probabilité de conformité comme dans le cas univarié. De tels indices ont déjà été proposés dans la littérature,
comme celui de (de-Felipe et Benedito, 2017), mais ils ne coïncident pas dans le cas d = 1 avec les indicateurs
de capabilité couramment utilisés. De plus, leurs méthodes d’estimation se concentrent majoritairement sur le
cas où les variables sont normalement distribuées. Un des rares travaux qui ne nécessite pas l’hypothèse de
normalité est celui de (Polansky, 2001) qui considère un estimateur à noyau pour la distribution des données.
Cependant, en grande dimension, cet estimateur n’est pas très performant. Ainsi, nous proposons d’utiliser des
modèles de copules arborescentes avec des copules bivariées appartenant à des modèles paramétriques.

Nous illustrons en section 6.1.5, sur des simulations pour différents modèles de copules et différents nombres
d’observations et dimensions, l’intérêt de ce genre de modèles pour estimer la capabilité multivariée.

Une difficulté liée à l’utilisation de ces modèles est que, bien que leur densité soit connue sous forme fermée,
ce n’est pas le cas de leur fonction de répartition. Pour évaluer les probabilités de conformité, il faut alors
passer par une étape de simulation. Cette étape fait appel à des fonctions de répartitions conditionnelles et
leurs inverses qui ne sont pas toujours connues sous forme fermées. Il est donc nécessaire d’avoir recours à des
méthodes d’approximation. Nous montrons alors, que si l’estimateur de la densité est convergent, l’estimateur
Monte Carlo associé est lui aussi convergent malgré ces possibles erreurs d’approximation (c.f. Théorème 6.1).

2. F sont Lipschitz au sens où |F (A, b) − F (Ã, b̃)| ≤ LKn

(
∥A − Ã∥ℓ1 + ∥b − b̃∥1

)
.
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Enfin, cette étape de simulation pouvant être longue en temps de calcul, en particulier en grande dimension,
nous proposons une borne inférieure pour notre indicateur de capabilité (c.f. Théorème 6.4).

Cette borne repose sur une réécriture de l’inégalité de (Dohmen, 2002), en utilisant la structure particulière
des vignes et leur lien avec les graphes cordaux (Kovacs et Szantai, 2012).

Cette approche permet un compromis entre temps de calcul et précision d’estimation.
Nous appliquons ces méthodes sur les données de l’aube Fan pour comparer les productions entre les deux

usines. On peut alors observer que pour les limites de spécification choisies, il n’y a pas de différence au niveau
pièces entre les deux usines sur la période de temps sélectionnée.

3.4.1 Estimation d’une copule arborescente
Une limitation de la modélisation avec des copules arborescentes simplifiées, est qu’il est possible qu’elles

n’approximent pas correctement les données pour la distance en variation totale. Cependant, pour la distance
infinie entre les copules, (Mroz et al., 2021) ont montré qu’il existait une copule arborescente simplifiée aussi
proche que l’on souhaite de la copule d’intérêt.

Ce résultat a plusieurs applications, notamment en MSP, où nous avons montré pour l’estimation de la
capabilité multivariée avec notre indicateur ou encore pour la construction de cartes de contrôles avec la méthode
de (Verdier, 2013), que l’utilisation de copules arborescentes simplifiées offre un degré de précision suffisant (c.f.
Section 6.2.3).

Le problème est qu’en pratique, à notre connaissance, il n’existe aucune méthode permettant d’estimer cette
copule en dehors de l’approximation de la copule empirique proposée par (Mroz et al., 2021). Mais cette dernière
hérite des mauvaises propriétés de la fonction de répartition empirique pour estimer de grandes probabilités.

Ainsi, notre objectif est de développer une méthode d’estimation de copule arborescente permettant d’ap-
proximer n’importe quelle copule. Pour cela, nous considérons comme modèle paramétrique de copules, le modèle
de mélange proposé par (Khaled et Kohn, 2023) qui est dense dans l’espace des copules bivariées.

Cela nous permet d’avoir une famille de copules arborescentes paramétriques dense dans l’espace des copules.
Pour l’estimation des paramètres, nous proposons d’utiliser la méthode de (Weiß, 2011), qui consiste à

minimiser l’écart entre la loi des données après transformation de Rosenblatt associée à la copule arborescente
et la loi uniforme. Dans le cadre des copules arborescentes, nous montrons que le calcul de la transformation de
Rosenblatt proposé par (Schepsmeier, 2015) peut être modifié pour s’écrire simplement de manière séquentielle
en fonction des arbres de la vigne. Cela nous permet de réécrire la tranformation de Rosenblatt comme un
réseau de neurones (c.f. Théorème 6.5.1) et d’utiliser des outils de différentiation automatique et donc de
calculer rapidement l’estimateur des paramètres.

3.5 Optimisation des contrôles en production
Les méthodes d’optimisation des contrôles appliquées aujourd’hui chez SAE en se basant sur une étude

statistique des données, sont limitées ou non optimales.
En particulier, l’approche basée sur la corrélation entre les variables requiert l’intervention d’un expert

statisticien et/ou d’un exert métier pour choisir les variables les plus pertinentes à mesurer et celles que l’on peut
échantillonner. Cependant, l’approche décrite dans les procédures consiste seulement à regarder les corrélations
entre les variables. Or, nous nous sommes aperçus que le gain de temps dépend aussi des taux de conformité
des caractéristiques de manière individuelle et pas seulement de leur structure de dépendance.

Nous avons vu à la section 3.1.4 que le problème d’optimisation des contrôles peut s’écrire comme

minimiserS⊂{1,...,d} p(S) (T ({1, . . . , d})− T (S)) (3.39)

Le problème ainsi énoncé est NP-difficile, car il nécessite d’optimiser sur les sous-ensembles d’un espace
discret à d éléments. De plus, la probabilité p(S) est-elle même très complexe. Ainsi, nous proposons une
formulation approximative du problème qui puisse être optimisée par descente de gradient projetée.

Afin de calculer p(S), on fait les mêmes hypothèses que dans la méthode utilisée actuellement par SAE. C’est-
à-dire que l’on recherche non pas un contrôle sur l’erreur quadratique, mais sur la probabilité de se tromper
sur la conformité réelle de la pièce. Ainsi, on suppose que les caractéristiques sont normalement distribuées.
Dans ce cas, pour faire de la prédiction, on utilise la méthode de régression linéaire et on utilise les intervalles
de prédiction pour décider de la conformité de la caractéristique. Pour une caractéristique y que l’on cherche
à prédire à partir d’un vecteur d’observations, on regardera donc si Ly ≤ cyα/2(x) et Uy ≥ cy1−α/2(x) où
uα/2 et u1−α/2 sont les valeurs de l’intervalle de prédiction de niveau α/2 et 1 − α/2. Et on veut maximiser
P
(
Ly ≤ cyα/2(x) ∩ Uy ≥ cy1−α/2(x)

)
.
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On peut donc écrire la probabilité de conformité pour un ensemble de mesures S comme

p(S) = P
(
∩j∈S{Lj ≤ Xj ≤ Uj} ∩ ∩j /∈S{Lj ≤ cjα/2(XS)} ∩ {cj1−α/2(XS) ≤ Uj}

)
(3.40)

D’un point de vue pratique, ce critère est très complexe à manipuler. Ainsi, nous proposons une approxi-
mation dans le cas gaussien de ce critère. L’idée de cette approximation est d’utiliser le fait que les variables
sont fortement dépendantes entre elles et gaussiennes pour approximer cette probabilité par le minimum des
probabilités de conformité individuelles et de les écrire en fonction de la capabilité pour qu’elles puissent s’écrire
uniquement en fonction de la variance et de la moyenne de la prédiction. On obtient alors la formule

p(S) ≈ Φ
(
3min1≤j≤d Cpk

j(S)
)

(3.41)

où

Cpkj(S) =
min{U j ,−Lj} − q1−α/2σ̂(βj)

√
1 + K(n+1)

n(n+1−d)

3
√
βjΣ̂βTj + v2,j

(3.42)

où les βj représente les paramètres pour la prédiction de la conformité de la caractéristique j et v2,j est une
fonction des données et de βj . Les calculs sont détaillés en section 7.2.3.

Si la caractéristique est mesurée et non prédite alors on retrouve la valeur du Cpk gaussien de la caractéris-
tique j.

Maintenant, nous allons remplacer l’optimisation discrète. Pour cela, on peut observer que si l’on note β les
coefficients de régression utilisés pour la prédiction, alors S correspond au support du vecteur (∥βi.∥1) On peut
donc remplacer l’optimisation sur S par une optimisation sur β d’une fonction du support de β. Cependant,
optimiser une fonction du support est complexe. Nous proposons alors de découper le problème en deux, i.e.
β = β̃RT , où R ∈ Rd×k représente le support de β (que l’on considère avoir k éléments) et β̃ représente les
paramètres de régression. Alors, en utilisant qu’une manière de parcourir toutes les possibilités de sous-ensembles
à k éléments est de considérer une matrice de permutation M sur {1, . . . , d} et la matrice P ∈ {0, 1}d×k telle
que Pij = 1 si i = j, 0 sinon ; le problème revient à parcourir l’ensemble des matrices de permutations pour
k = 1, . . . , d. Cependant, la complexité du problème reste la même. Alors, nous proposons une relaxation du
problème en remplaçant le fait que M soit une matrice de permutation par le fait que M.j ∈ ∆ et en ajoutant
une pénalité l1 − l2 :

∥M∥l1−l2 =
∑
i

∥Mi.∥1 − ∥Mi.∥2 +
∑
j

∥M.j∥1 − ∥M.j∥2 (3.43)

Ce terme de pénalité avec les contraintes sur les colonnes de M est toujours positif et est nul si et seulement si
M est une matrice de permutation.

Cela permet de modéliser le problème comme

argminβ,M : M.j∈∆ p(βMP )(T ({1, . . . , d})− T (MP )) + λ∥M∥l1−l2 (3.44)

où λ > 0.
En utilisant un λ assez grand, cette méthode permet d’avoir M très proche d’une matrice de permutation

et donc, on peut optimiser le temps de mesure par descente de (sous)-gradient.
Pour le temps de mesure T (S) en reprenant l’équation 3.13, il suffit de considérer PS comme MP .
De plus le maximum étant une fonction non différentiable, nous proposons de le replacer par l’opérateur de

Boltzmann BO défini par

BO({x1, . . . , xn}) =
∑n
i=1 xie

αxi∑n
i=1 e

αxi
≈ max{x1, . . . xn} (3.45)

où α > 0.
En conclusion, le problème que l’on optimise est

argminβ,M : M.j∈∆ p(βMP )
[
T ({1, . . . , d})−

M∑
m=1

tmBO((GMP )m.

]
+ λ∥M∥l1−l2 (3.46)

où λ > 0.
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Chapter4
Divergence and Classification

4.1 Divergence in Discrete Graphs

4.1.1 Introduction
Since a few years, there has been lot of interest to model data with random graphs. One of the most popular

model is the stochastic block model (SBM). This model is used in various fields such as social network, biology,
see for example (Girvan and Newman, 2002; Newman, 2006). Because of its many applications, inference under
this model has been studied by many. Only recently, there is interest in the question of whether or not the data
really comes from an SBM. (Cai and X. Li, 2015) proposed a model robust to the presence of "outliers" nodes,
that is nodes that does not belong to the block structure of the model. (Makarychev et al., 2016), show some
robustness properties of the classification in presence of outliers node and misspecification in the distribution
of the SBM model.

Still most of literature is based on maximum likelihood estimators. However, it is well know that while
this estimation method does very well under the model, in case of misspecifications (for example in presence of
outliers), this method can produce a highly biased estimator of the true parameter of interest.

To solve this problem, we offer to use estimation based on divergences. Indeed they are known to be robust
to misspecification (see for example (Donoho and R. C. Liu, 1988)). We study from a theoretical point of view
the convergence properties of the estimators based on our criteria, In addition, we provide simulations to show
the gain in robustness by using divergence instead of likelihood.

4.1.2 Statement of the Problem
Before looking at the definition of the weighted stochastic block model, we define the following weighted

random graph generation approach. Assume that we have n nodes with a partition c in K classes and a familly
of distributions (Pk,l)1≤k,l≤K . Then we can generate a random graph by assigning at random a weight Wij to
the edge between two nodes : For 1 ≤ i ≤ j ≤ n, sample independently Wij ∼ Pci,cj

, and Wji = Wij .
Now we can define the weighted stochastic block model. It is simply the previous block model but we

consider that the partition of the graph is itself random.
Therefore, the weighted stochastic block model with K groups is generated in the following way. Let n be

the number of nodes in the network, π a probability distribution on {1, . . .K} and (Pk,l)1≤k≤l≤K be a collection
of K(K + 1)/2 distributions.

1. For 1 ≤ i ≤ n, sample the class ci of node i, iid with distribution such that P(c∗
i = k) = πk.

2. For 1 ≤ i ≤ j ≤ n, sample independentally Wij ∼ Pc∗
i
c∗

j
, and Wji = Wij .

That means that the distribution of weights Wij depends only on the block of node i and the block of node j.

Remark 4.1. In the literature, it is common to allow K to grow as n grows. Nevertheless, with the model
described above it is not clear how to deal with this setting. So another way to see the stochastic block model is
to see it as an infinite mixture model instead of a generative SBM (see (P. J. Bickel and A. Chen, 2009a) for
more details).

In our formulation, we make no assumptions on the number of communities K. The value can dependent
on n.

Remark 4.2. Here all the distances or differences between partitions are considered for the equivalence class
and not only the partition itself. For example, we consider the partition c = ((1, 2), (3, 4)), i.e. c1 = c2 = 1 and
c3 = c4 = 2. We consider that it is equal to the partition c′ = ((3, 4), (1, 2)), i.e. c′

1 = c′
2 = 2 and c′

3 = c′
4 = 1.

73
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We can then define a measure of distance between two partitions c and c′ :

|c− c′| = 1
n

n∑
i=1

I(ci ̸= c′
i)

Now we consider the case where the distributions of the weights belong to a set of parametric distributions,
(Pθ)θ∈Θ, i.e Pkl = Pθkl

, 1 ≤ k, l ≤ K. We assume that the distributions are all discrete and take T values.
Without loss of generality, we can assume that their support is {1, . . . , T}.

Remark 4.3. The classical SBM corresponds to the case where (Pθ)θ = Bernoulli(θ)θ∈[0,1].

When dealing with those random graphs there are two main tasks. The first one is to recover the partition c
and the second is to estimate the parameters (θ)kl. To do this a classical way is to maximize the (log) likelihood
(Choi et al., 2012), defined by:

n(n− 1)
2 ℓ(c, θ) =

∑
i≤j

log(Pθij
(Wij)) (4.1)

This can be rewritten in order to split each block of the model:

n(n− 1)
2 ℓ(c, θ) =

∑
i≤j

log(Pθij (Wij))

=
∑
k≤l

nkl(c)ℓ((Wi,j)ci=k,cj=l)
(4.2)

with nkl(c) = nk(c)nl(c) and nkk(c) = nk(c)(nk(c)+1)
2 , nk(c) the number of nodes in the group k.

This approach depends on the fact that the distribution of the real data belongs to the model. In real
life, it is not unlikely for the distribution to be different. For example, there may be outliers, or some error
when collecting the data. And in this case, the likelihood estimator does not converge to the true value of
the parameter anymore (see for example (Huber, 1972) in the case of outliers in distribution). Therefore, it is
important to look for procedures that are robust to small deviations from the model.

From equation (4.2), we see that the likelihood of the model can be rewritten in terms of the likelihood of
each block. Therefore, an idea may be to replace the likelihood in each block by a more suitable criterion in
order to be more robust to misspecifications.

One way to produce robust estimators is the ϕ-divergence estimation (Donoho and R. C. Liu, 1988; Basu
and Lindsay, 1994).

Definition 4.1 (ϕ-divergence). A ϕ-divergence (in the sense of (Csiszár, 1967)) is defined through a function
φ, that is a convex proper closed function such that φ(1) = 0. Then the ϕ divergence between two distributions
P and Q, absolutely continuous with respect to a same measure λ, is given by

Dφ(P,Q) =
∫
φ

(
dP

dQ

)
dQ .

In particular, for two distributions p, q, with support {1, . . . , T} the φ-divergence is defined by

Dφ(P,Q) =
T∑
t=1

q(t)φ
(
p(t)
q(t)

)
. (4.3)

Remark 4.4. This class of differences between distributions contains lot of classical ones, for example Kullback-
Leibler (KL), L1, Hellinger, Chi2.

So going back to the likelihood of the model which is a sum of likelihood by block, a quite natural approach
to use divergences in the estimation would be to replace the likelihood by a divergence such as Kullback-Leibler
(between the empirical distribution and the parametric distribution) because the two criteria are equivalent in
classical parameter estimation (not here). Moreover, more generally, we propose to replace the likelihood in
each block by a divergence. Then we propose the following criterion

Q̂(c, θ) = Q̂φ(c, θ) =
∑
k≤l

rklDφ(P (k,l)
n , Pθkl

) (4.4)
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Figure 4.1 – Example of weights of a realisation of a SBM with two blocks, that is the matrix of (Wij)1≤i,j≤n,
where Pkk ∼ B(5, 0.8) and Pk,l ∼ B(5, 0.2), k ̸= l. On the left the true partition c∗ of the model is highlighted.
On the right another partition c of the nodes is proposed.

with P
(k,l)
n (t) = P

(k,l)
n (c; t) = 1

nkl(c)
∑
i∈ck,j∈cl

I(Wij = t), is an estimator of the distribution in the block k, l,
and rkl = rkl(c) = 2nkl(c)

n(n+1) .
It corresponds to a weighted sum for each block of the partition c of the divergence between the empirical

distribution of the weights in the block and the parametric distribution with model (Pθ)θ∈Θ. The weight of
each terms is the proportion of edges in the block with respect to the total number of edges in the graph.

Before showing the properties of this criterion, we first give some intuition about it. We expect it to work well
to estimate the classification if we assume that any mixture of our model is not part of the model. Graphically,
assume that the data comes from a two classes SBM. If we compute the criteria for some partition c which is
different from the true one c∗, then there is at least a distribution of one block which is not part of our model.
So in figure 4.1, if we look at the partition c, we observe that in the lower right block, there is a mixture between
the different distributions of the model. Then the value of the associated divergence will be large, while if the
partition is closed to the true one, the divergences will be closed to 0.

4.1.3 Results
Now we can state our results on the properties of our estimator.
We denote by P (k,l)(e) the expectation distribution on {1, . . . , T} such that

P (k,l)(c; t) = E[P (k,l)
n (c; t)|c] . (4.5)

It represents the distribution in the block k, l of the partition c if the true distribution of each weights where
known.

We write P (k,l)(t) (resp E[P (k,l)
n (t)]) instead of P (k,l)(c; t) (resp E[P (k,l)

n (c; t)]) when there is no possible
confusion on the partition c.

Moreover, we denote by
Q(c, θ) =

∑
k≤l

rkl(c)Dφ(P (k,l)(c), Pθk,l
) . (4.6)

We write Q̂(c) (resp Q(c)), for inf
θ
Q(c, θ) (resp inf

θ
Q(c, θ)).

We formulate the following hypotheses:
(H.1) The function Q(c) has an unique maximum in c∗.
(H.2) mink nk(c) = O( nK ), where K is the number of communities.
(H.3) The function φ is continuous on [0, 1].
(H.4) min( n

K2log(K)T 2 ,
n2

K2T 2log(T ) ) −→
n→∞

+∞.

(H.5) ∥P (k,l)(c)− P (k,l)(c∗)∥ = 0 implies that c = c∗.

Theorem 4.1 (Consistency of the partitioning). Assume that the graph is generated from a weighted stochastic
block model with K classes, such that the distribution in each block k, l is denoted by Pk,l. Under assumptions
H.1-H.5, let ĉ be argmin

c
Q̂(c). Then for all η > 0,

P(|ĉ− c∗| > η) −→
n→∞

0 (4.7)
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Figure 4.2 – Plot of L1 error of parameters estimation (y-axis) with respect to the percentage of error of
classifcation (x-axis) for n = 50,100 (from left to right) for an SBM with fixed number of groups

Remark 4.5. H.1 and H.5 are used in order to show that minimizing the criterion allows us to recover the
true partition. H.2 and H.4 ensure that in each block, we can evaluate accurately the divergence and H.3 is a
regularity assumption used for the consistency of divergence estimation.

We also demonstrate the consistency of the parameters estimates.

Theorem 4.2 (Consistency of the parameters). Let θ̂kl = argmin
θ

Dφ(P (k,l)
n , Pθ), and denote θTk,l = argmin

θ
Dφ(P (k,l), Pθ).

If for any ϵ > 0, min
{θ:|θ−θT |>ϵ}

Dφ(P (k,l), Pθ) > Dφ(P (k,l), PθT ), then under the hypotheses of the previous theorem,

we have that
θ̂kl

P→ θTkl . (4.8)

Proposition 4.1. Since we consider the case of discrete distribution with finite support, hypothesis H5 is always
verified.

4.1.4 Simulations
Since optimizing over all partitions is impossible in practice, we use some heuristic method in order to

explore some part of the partitions.
According to the comparison of (Funke and Becker, 2019), one of the simplest way to do it is Metropolis

Hasting approach. The idea is the following: first we select an initial partition c(0), a number of iterations M
and a temperature parameter β. Then we iterate from 1 to M and at each step we select at random one of the n
nodes in the graph and change its class again at random. We obtain a new partition c(i). And with probability
1− exp(−β(Q̂(c(i))−Q(c(i−1)))), we undo the change, i.e. c(i) = c(i−1), and we proceed to the next iteration.

For sake of simplicity, we only compare the likelihood to our proposed method with γ = 0.5. Indeed taking
another value of γ < 1 gives the same kind of results.

We compare the partition and the estimation of the parameters between the log likelihood and our approach
with different parameters γ.

First, we consider a planted graph with 2 groups. We assume P(c∗
i = 1) = 0.5 and Aij ∼ Binomial(10, θc∗

i
,c∗

j
)

where θkl = 0.8I(k = l) + 0.6I(k ̸= l). We run 100 replications of a simulation under this model and we report
the result of the simulation in figure 4.2. In this figure, we show for the different values of the number of nodes,
the percentage of missclassified nodes in x-axis and in the y-axis, the L1-norm of the parameters error ∥θ̂− θ∥1.
The orange correspond to the estimation based on our method, the blue is based on the likelihood.

In both cases, we see that in term of error of classification and the error of estimation are quite similar (even
of the likelihood performs a bit better). This is not surprising since under the model we expected the likelihood
and the Hellinger to be equivalent (Beran, 1977). So any of the two methods seems adapted in order to estimate
the partition and the paramters under a well specified parametric SBM. Since this is a simple example, it is
easy to estimate the partition and the method produce results close or equal to the true partition even for small
number of nodes. In addition looking at the scale of y-axis, we can see that the estimation precision for our
parameter increases.

Now, we study the effect of misspecification on the result of estimation. Here we consider a binomial SBM
with two groups. We set P(ci = 1) = 0.5 and Aij is drawn from a Binomial(10, θci,cj

) with probability 0.5 and
is equal to 0 otherwise, where θkl = 0.8I(k = l) + 0.6I(k ̸= l). Then we sample 50 graphs for n = 50, 100, 250
and run our algorithm on it. The results are presented in figure 4.3.
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Figure 4.3 – Plot of L1 error of parameters estimation (y-axis) with respect to the pourcentage of error of
classifcation (x-axis) for n = 50,100,250 (from left to right)
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Figure 4.4 – Plot of weighted matrix of the email-Enron network after classification

We see clearly that our method (in red) outperforms the likelihood. First our method converges faster for
the problem of estimating the partition. And second, we see in the case where n = 250 that even when the
likelihood find a partition close to the true one, the estimation of parameters is wrong. This is not surprising
since here, we are looking for θkl and since we look at a binomial SBM, the likelihood estimator is the empirical
mean divided by T , so it is an unbiased estimator of θkl/2.

4.1.5 Study of Real Dataset: Email-Enron
Eventually we apply our method to the email-Enron dataset. The Enron corporation was an energy com-

modities and services firm, which was declared bankrupt at the end of 2001. As a consequece of this an
investigation began leading to a trial, where several employees were convicted of fraud. From this a dataset
with mails of employees of the company was made available(Benson et al., 2018). Here we focus on an weighted
network with as nodes almost 150 people working at Enron and as weights for the edges the number of emails
send between 2 people (here we consider an undirected graph by counting sent and received emails). To simplify
the analysis of the graph, we apply, as in Ludkin(Ludkin, 2020), a log tranformation to the weights : so that
we look at the rounding of [log(1 + Number of emails)]. It gives a graph with weights from 0 to 8. Applying
our method for the Hellinger divergence with a binomial model with 8 trials, for K = 10, it gives the graph in
figure 4.4.

We clearly see a block structure in the graph thanks to the method. An interesting thing about this dataset
is that we know most of the posts in the company of the people in the graph(Creamer et al., 2022). So we can
look at it in each blocs. We see that in block 1 and 3, blocks are named from left to right, are mainly managers,
directors and vice-president. In block 5, it is mainly traders 11 of the 15 people have trades in their jobs names.
Block 6 contains CEO, president and vice-president. And also in group 8, their is jobs linked to the law and
counsel. So the groups found by the method produce a partition which highlights the different categories of
jobs in the firm.
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4.1.6 Summary and Discussion
In this article, we offer a novel estimator based on divergences. We show that this estimator has asymptotic

properties close to the case of the likelihood when the assumed model correspond to the true model. However
our methods produce estimators robust to misspecification in the model when the classical approach with the
likelihood estimation does not.

In our analysis, we assume that the graph is undirected, because it is the classical setting of SBM. Never-
theless, we can also apply our method to the case of directed graphs. In this case we just have K2 parameters
instead of K(K + 1)/2.

There are two things in order to make this approach truly concurrent to the likelihood one. First, we have
to extend our analysis to include the case of continuous distribution. This is different since to have a good
divergence estimate, it is recommended in the literature not to use the empirical probability density function,
but a smooth density function (see (Basu and Lindsay, 1994; Al Mohamad, 2018)).

Then, we have to look for the asymptotic distribution of the parameter and of its estimates. This would
allow us to construct test for parameters, model adequation or even model selection, for example for selecting
the number of groups.

4.1.7 Proofs
Theorem 4.1. For the proof, we process as in (Zhao et al., 2012). First, we show that the criterion and a mean
version of it are asymptotically close. Then we show that this implies that the argmax of the criterion is close
to the true partition of the data.

Step 1 : From H.2 we can focus on partitions c that verifie this hypothesis. So let c be a partition of the n
nodes in K classes satisfying H.2.

|Q̂(c)−Q(c)| =

∣∣∣∣∣∣
∑
k≤l

rkl

inf
θkl

Dφ(P (k,l)
n , Pθkl

)−
∑
k≤l

inf
θkl

Dφ(P (k,l), Pθkl
)

∣∣∣∣∣∣
≤
∑
k≤l

rkl

∣∣∣∣inf
θkl

Dφ(P (k,l)
n , Pθkl

)− inf
θkl

Dφ(P (k,l), Pθkl
)
∣∣∣∣

≤
∑
k≤l

rklsup
θkl

∣∣∣Dφ(P (k,l)
n , Pθkl

)−Dφ(P (k,l), Pθkl
)
∣∣∣

≤ max
k≤l

sup
θkl

∣∣∣Dφ(P (k,l)
n , Pθkl

)−Dφ(P (k,l)
n , Pθkl

)
∣∣∣ .

So using an union bound, it gives for all ϵ > 0

P
(

max
c
|Q̂(c)−Q(c)| > ϵ

)
≤
∑
c

∑
k≤l

P
(

sup
θkl

∣∣∣Dφ(P (k,l)
n , Pθkl

)−Dφ(P (k,l), Pθkl
)
∣∣∣ > ϵ

)

By Hypothesis H3, the function x 7→ φ(x/pθkl
(t))pθkl

(t) is continuous for all t ∈ {1, . . . , T}, so it is uniformaly
continuous. Then for all ϵ > 0, for all k, l and all θkl, there is a δϵ > 0 such that if |x − y| ≤ δϵ then
|φ(x/pθkl

(t))pθkl
(t)− φ(xy/pθkl

(t))pθkl
(t)| ≤ ϵ. So

P

(
T∑
t=1
|φ(x/pθkl

(t))pθkl
(t)− φ(y/pθkl

(t))pθkl
(t)| > ϵ

)

≤
T∑
t=1

P (|φ(x/pθkl
(t))pθkl

(t)− φ(y/pθkl
(t))pθkl

(t)| > ϵ/T ) .

Using x = p
(k,l)
n (c; t), y = p(k,l)(c; t), and with this setting P(|x− y| > δϵ) ≤ 2exp(−2nklδ2

ϵ ) by convergence
of the empirical probability function.

So we have

P
(

sup
θkl

∣∣∣Dφ(P (k,l)
n (c), Pθkl

(c))−Dφ(P (k,l)(c), Pθkl
(c))

∣∣∣ > ϵ

)
≤

T∑
t=1

P(|p(k,l)
n (t)− p(k,l)(t)| > δϵ/T ) .
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And finally by hypothesis 2,

P
(

sup
θkl

∣∣∣Dφ(P (k,l)
n (c), Pθkl

(c))−Dφ(P (k,l)(c), Pθkl
(c))

∣∣∣ > ϵ

)
≤ 2T exp(−2 n2δ2

ϵ

K2T 2 )

and
P
(
max
c
|Q̂(c)−Q(c)| > ϵ

)
2 ≤ TKn+2exp(−2 n2δ2

ϵ

K2T 2 )

which goes to zero by hypothesis 4.
Now that we have bounded the distance between the empirical criterion and its mean version, we can study

the properties of the optimal partition.

Step 2 :
Now by hypothesis 1 and continuity for all δ > 0, for all e such that there exists (k, l) such that ∥P (k,l)(c)−

P (k,l)(c∗)∥ > δ, there exists ϵ > 0 such that

Q(c) > Q(c∗) + 2ϵ .

Moreover, by step 1, we have:

P
(

min
{c|∥P (c)−P (c∗)∥>δ}

Q̂(c) > Q̂(c∗)
)
≥ P

(∣∣∣∣ min
{c|∥P (c)−P (c∗)∥>δ}

Q̂(c)− min
{c|∥P (c)−P (c∗)∥>δ}

Q(c)
∣∣∣∣ < ϵ,

∣∣∣Q̂(c∗)−Q(c∗)
∣∣∣ < ϵ

)
≥ 1− 2TKn+2 exp(−2ϵ2 n2

K2T 2 ) .

The first inequality comes from the fact that when

min
{c|∥P (c)−P (c∗)∥>δ}

Q(c) > Q(c∗) + 2ϵ and∣∣∣∣ min
{c|∥P (c)−P (c∗)∥>δ}

Q̂(c)− min
{c|∥P (c)−P (c∗)∥>δ}

Q(c)
∣∣∣∣ < ϵ

(4.9)

we have that min
{c|∥P (c)−P (c∗)∥>δ}

Q̂(c) > Q(c∗)+ ϵ and with
∣∣∣Q̂(c∗)−Q(c∗)

∣∣∣ < ϵ, we have min
{c|∥P (c)−P (c∗)∥>δ}

Q̂(c) >

Q̂(c∗).
For the second inequality, we use that P(A∩B) = 1−P(Ac∪Bc) ≥ 1−P(Ac)−P(Bc), with result of step 1.

Moreover from hypothesis 5, for all η > 0, for all e such that |e − c| > η, there exists δ > 0 such that
∥P (c)− P (c∗)∥ > δ. This implies P(|c− c∗| > η) ≤ P(∥P (c)− P (c∗)∥ > δ).

So we have, with probability going to 1, that for all η > 0,

|ĉ− c∗| < η .

The proof is complete. □

Theorem 4.2. We will proceed as in the theorem 5.7 of (Van der Vaart, 1998).
First assume that supθ|Q̂(ĉ, θ)−Q(c∗, θ)| P→ 0. Then in particular, Q̂(ĉ, θT ) P→ Q(c∗, θT ). And we have that

Q̂(ĉ, θ̂) ≤ Q(c∗, θT ) + oP(1).
So Q(c∗, θ̂)−Q(c∗, θT ) ≤ Q(c∗, θ̂)− Q̂(ĉ, θ̂) + oP(1) and ≤ supθ|Q̂(ĉ, θ)−Q(c∗, θ)|+ oP(1) P→ 0
Moreover by hypothesis, we have that for any ϵ > 0, there is η > 0 such that M(θ) > M(θT ) − η for all θ

with d(θ, θT ) ≥ ϵ. So the event {d(θ̂, θT ) ≥ ϵ} is included in the event {Q(c∗, θ̂) < Q(c∗, θT )− η}. And we have
the convergence in probability.

Now we have to prove supθ|Q̂(ĉ, θ)−Q(c∗, θ)| P→ 0.
By step 1 of the proof of theorem 4.1, we have that supθ |Q̂(ĉ, θ) − Q(ĉ, θ)| goes to 0 in probability. So we

have to show that it is also the case of supθ|Q(ĉ, θ)−Q(c∗, θ)|.
From theorem 4.1, we have that |ĉ− c∗| goes to zero in probability. So we have that nkl(ĉ)

P→ nkl(c∗) for all
k, l and for all t, p(k,l)

n (ĉ; t) P→ p(k,l)(c∗; t).
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We have

|Q(ĉ, θ)−Q(c∗, θ)| = |
∑
kl

rkl(ĉ)Dφ(P (k,l)(ĉ), Pθkl
)−

∑
kl

rkl(c∗)Dφ(P (k,l)(c∗), Pθkl
)|

≤ |
∑
kl

rkl(ĉ)Dφ(P (k,l)(ĉ), Pθkl
)−

∑
kl

rkl(ĉ)Dφ(P (k,l)(c∗), Pθkl
)

+
∑
kl

rkl(ĉ)Dφ(P (k,l)(c∗), Pθkl
)−

∑
kl

rkl(c∗)Dφ(P (k,l)(c∗), Pθkl
)|

≤ |
∑
kl

rkl(ĉ)Dφ(P (k,l)(ĉ), Pθkl
)−

∑
kl

rkl(ĉ)Dφ(P (k,l)(c∗), Pθkl
)|

+ |
∑
kl

rkl(ĉ)Dφ(P (k,l)(c∗), Pθkl
)−

∑
kl

rkl(c∗)Dφ(P (k,l)(c∗), Pθkl
)|

≤ |
∑
kl

rkl(ĉ)(Dφ(P (k,l)(ĉ), Pθ)−Dφ(P (k,l)(c∗), Pθ))|

+ |
∑
k,l

Dφ(P (k,l)(c∗), Pθkl
)(rkl(ĉ)− rkl(c))|

≤ maxkl|Dφ(P (k,l)(ĉ), Pθ)−Dφ(P (k,l)(c∗), Pθ)|

+ maxk,lDφ(P (k,l)(c∗), Pθkl
)|
∑
kl

(rkl(ĉ)− rkl(c∗))|

= maxkl|Dφ(P (k,l)(ĉ), Pθ)−Dφ(P (k,l)(c∗), Pθ)|

Now since we have P (k,l)(ĉ) = πklP
(k,l)(c∗)+(1−πkl)Q(k,l), we have ∥P (k,l)(ĉ)−P (k,l)(c∗)∥ ≤ (1−πkl)∥Q(k,l)−

P (k,l)(c∗)∥.
And by hypothesis, ∥P (k,l)(ĉ)− P (k,l)(c∗)∥ ≤ (1− πkl)D.
In addition, maxkl(1− πkl) ≤ |ĉ− c∗|. So ∥P (k,l)(ĉ)− P (k,l)(c∗)∥1 goes to zero in probability.
Then by uniform continuity of · 7→ Dφ(·, Pθ) for discrete distributions, maxkl supθ |Dφ(P (k,l)(ĉ), Pθ) −

Dφ(P (k,l)(c∗), Pθ)|, goes to zero in probability.
Then it is also the case for |Q(ĉ, θ)−Q(c∗, θ)|, which concludes the proof. □

Before showing proposition 4.1, we need additional notations. Let sk,a(c) =
∑
i
I(ci=k,c∗

i =a)
nk(c) . Then

P (k,l)(c)(t) = 1
nknl

∑
ci=k,cj=l

P(Wij = t)

=
∑
i,j

I(ci = k, cj = l)
nknl

P(Wij = t)

=
∑
i,j

∑
a,b

I(ci = k, cj = l, c∗
i = a, c∗

j = b)
nknl

P(Wij = t)

=
∑
i,j

∑
a,b

I(ci = k, cj = l, c∗
i = a, c∗

j = b)
nknl

P(Pab = t)

=
∑
a,b

∑
i

I(ci = k, c∗
i = a)

nk

∑
j

I(cj = l, c∗
j = b)

nl
P(Pab = t)

=
∑
a,b

skaslbP(Pab = t) .

(4.10)

Proposition 4.1. It is clear that when |c− c∗| = 0, ∥P (k,l)(c)− P (k,l)(c∗)∥∞ = 0.
So assume that ∥P (k,l)(c)−P (k,l)(c∗)∥∞ = 0. It implies that for all t,

∑
a,b(sk,a(c)sl,b(c)−sk,a(c∗)sl,b(c∗))Pab(t) =

0.
And sk,a(c∗) = δk,a so

∑
a,b(sk,asl,b − δk,a(c∗)δl,b(c∗))Pab(t) = 0, where we omit the (c) to simplify the

notation.
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Moreover,

0 =
∑
a,b

(sk,asl,b − δk,a(c∗)δl,b(c∗))Pab(t)

⇐⇒
∑
a,b

sk,asl,bPab(t) = Pkl(t)

Now let (k, l, t) such that maxa,b;lPa,b(l) = Pkl(t). And let At = {(a, b)|Pab(t) = Pkl(t)}, we have that

0 =
∑
a,b

(sk,asl,b − δk,a(c∗)δl,b(c∗))Pab(t)

⇐⇒
∑
a,b

sk,asl,bPab(t) = Pkl(t)

⇐⇒
∑

a,b∈Ac
t

sk,asl,bPab(t) +
∑
a,b∈At

sk,asl,bPab(t) = Pkl(t)

⇐⇒
∑

a,b∈Ac
t

sk,asl,bPab(t) = Pkl(t)−
∑
a,b∈At

sk,asl,bPab(t)

⇐⇒
∑

a,b∈Ac
t

sk,asl,bPab(t) = Pkl(t)

1−
∑
a,b∈At

sk,asl,b

 .

Assume that
∑
a,b∈Ac

t
sk,asl,b ̸= 0, then there exists one sk,asl,b > 0 since all Pab(t) > 0 (discrete distribution

over a finite support). And because, for all a, b ∈ Act Pab(t) < Pkl(t),

Pkl(t)

1−
∑
a,b∈At

sk,asl,b

 =
∑

a,b∈Ac
t

sk,asl,bPab(t) <
∑

a,b∈Ac
t

sk,asl,bPkl(t) .

This is impossible, so
∑
a,b∈Ac

t
nk,anl,b = 0 which is equivalent to 1 =

∑
a,b∈At

sk,asl,b so sk,ksl,l = 1.
If we consider the model without blocks k and l, we can apply the same procedure and show that two other

blocks are perfectly classified. So using this recursively will give the desired results. □

4.2 Robust Estimation in Weighted Graphs

4.2.1 Introduction
Graphical data is ubiquitous across various fields. For instance, in finance, one might study the correlations

between the price movements of different assets (Laloux et al., 1999). In transportation, the network of airline
traffic is of interest (Barrat et al., 2004). Similarly, in social sciences, interactions between individuals can be
represented as graphs (Handcock and Gile, 2010). Even in academia, collaboration networks among scientific
authors are analyzed (Newman, 2001). In biology, graph-based representations are commonly used to study
gene interactions (Fan et al., 2023), while in natural language processing, topic modeling can be framed as a
graphical problem (Boutin et al., 2023). For further examples, interested readers can consult (Abbe, 2018).
These examples highlight the prevalence of graphical data, which often exhibit underlying structures.

To model the structure of a graph, various methods have been proposed. Some of these methods involve
maximizing a difference between the observed graph and some null model (Reichardt and Bornholdt, 2006;
Žiberna, 2007). However, in this paper, we focus on probabilistic approaches. Among these, one of the most
well-known models, apart from the Erdös-Renyi model (Erdös and Rényi, 1959) which assumes no particular
structure, is the stochastic block model (SBM) introduced by (Holland et al., 1983). Initially developed in
social science to model relationships between individuals, the SBM assumes that the nodes of the graph can
be classified. Permuting the nodes in the adjacency matrix of the graph so that nodes in the same groups are
adjacent should lead to a matrix with a block structure. Specifically, the distribution of edges in the graph
depends only on the groups of the nodes linked by the edge.

Certain special cases of the SBM have garnered significant attention, such as the planted SBM (Newman,
2016). In the planted SBM, it is assumed that the distribution of edges within diagonal blocks is the same,
and the distribution of edges between blocks off the diagonal is also the same (but different from the diagonal).
While planted SBMs may be suitable for modeling certain real-world graphs (Rohe, Qin, et al., 2014), they may
not cover cases where more general models are required.
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Indeed, many real-world graphs have weighted edges, which provide more nuanced information than binary
edges. Examples of such graphs can be found in studies like (Mariadassou et al., 2010; Aicher et al., 2015).
Additionally, real graphs often exhibit sparsity, meaning that nodes are typically connected to only a small
subset of other nodes (Massoulié, 2014; Mossel et al., 2015). To better capture the characteristics of real
graphs, SBM with binary edges have been extended to accommodate weighted edges, using distributions such
as the Poisson, Gamma or other distributions (Peixoto, 2018; Ludkin, 2020; Ng and Murphy, 2021).

Furthermore, several other extensions and variants of the SBM have been proposed to address different
aspects of real-world graphs. For example, the degree-corrected SBM introduced by (Karrer and Newman,
2011) associates a parameter with each node to model heterogeneity within blocks. Another extension allows
nodes to belong to multiple blocks simultaneously, as proposed in the mixed membership stochastic block model
(Airoldi et al., 2008) and overlapping block models (P. Latouche et al., 2011).

Various other variants and specialized models have also been developed for specific applications, such as
those incorporating covariates (Newman and Clauset, 2016) or tailored models for particular datasets (Boutin
et al., 2023). However, these models are outside the scope of the current paper.

When analyzing random graphs, various questions of interest arise. These include testing for the presence of
underlying structure in the graph against null models such as the Erdös-Rényi model (Gao and Lafferty, 2017)
or conducting goodness-of-fit tests (L. Zhang and Amini, 2023). Estimating the number of blocks in the graph
is another important task (Pierre Latouche et al., 2014; Yan, 2016; Y. X. R. Wang and P. J. Bickel, 2017).
Additionally, estimating the parameters of the models (Ambroise and Matias, 2012; P. Bickel et al., 2013) and
performing classification tasks (Choi et al., 2012; Zhao et al., 2012) are common objectives. Some approaches
address parameter estimation and classification simultaneously (Aicher et al., 2015; Schweinberger, 2020).

For classification estimation, two main approaches are prevalent in the literature. One approach focuses on
criteria such as Modularity (Girvan and Newman, 2002) or K-means (Hartigan and M. A. Wong, 1979), which
are not directly linked to the SBM, although some properties of these methods can be inferred (Zhao et al.,
2012; Giraud and Verzelen, 2019). The other approach is based directly on the SBM structure, as seen in works
like (Daudin, Picard, et al., 2008; Rohe, S. Chatterjee, et al., 2011; Ng and Murphy, 2021).

In both classification and parameter estimation tasks, knowing the number of blocks a priori is often neces-
sary. While many papers make this assumption, in practice, it may not always hold, requiring inference from
the data. Various approaches have been proposed to address this issue. Some rely on information criteria such
as AIC or BIC (Funke and Becker, 2019; De Nicola et al., 2022), or modified versions thereof, such as a modified
BIC incorporating a sparse structure prior (Yan, 2016). However, for block models, (Biernacki et al., 2000)
argue that these criteria may not be well-suited and propose an alternative approach called integrated completed
likelihood. Another common method of model selection involves likelihood ratios, as seen in (Y. X. R. Wang
and P. J. Bickel, 2017).

Many approaches listed here rely on maximizing the likelihood of the graph. While some studies provide
consistency results independent of the estimation methods, much of the research aims to develop efficient
estimation techniques to handle large graphs (Funke and Becker, 2019). However, since the true classification is
unknown, computing the complete likelihood of the graph becomes infeasible. To address this challenge, various
approaches have been proposed.

One possibility is to avoid using the likelihood altogether. Methods like Modularity or K-means typically
rely on heuristic algorithms (Arthur and Vassilvitskii, 2007; Blondel et al., 2008), or employ convex relaxations
of the problem (Giraud and Verzelen, 2019; Hollocou et al., 2019). Another approach is spectral clustering, as
seen in (Rohe, S. Chatterjee, et al., 2011).

For methods based on the likelihood, composite likelihood (which simplifies computation) (Ambroise and
Matias, 2012) or Markov Chain Monte Carlo (MCMC) methods can be employed (Peixoto, 2018). However,
perhaps the most commonly used methods are those based on Expectation Maximization (EM) and variational
inference (Daudin, Picard, et al., 2008; Latouche et al., 2012). For more details on estimation methods, one can
refer to (Funke and Becker, 2019).

Recently, SBM that account for potential misspecifications in the graph have garnered attention. One
approach to constructing a misspecified SBM is to partition the nodes of the graph into two groups (Cai and
X. Li, 2015). In this setup, the distribution of the adjacency matrix, possibly weighted, restricted to nodes in
the first group follows a classical SBM. However, the distribution for the rest of the adjacency matrix does not
adhere to any specific structure. Another line of research involves considering a block model with modifications
to the adjacency matrix (Makarychev et al., 2016; A. Liu and Moitra, 2022). These modifications are often
assumed to arise adversarially, complicating model estimations. For instance, in the case of a planted Bernoulli
SBM where the probability of an edge in a diagonal block is higher than in off-diagonal blocks, (Makarychev
et al., 2016) study the removal of edges in diagonal blocks and the addition of edges elsewhere. In the context of
estimating parameters for an Erdös-Rényi random graph, (Acharya et al., 2022) distinguish between two cases:
the omniscient case, where an adjacency matrix is drawn from the model and then modified by an adversary,
and the oblivious case, where the adversary knows the model but not its realization.

As in the classical SBM setting, various estimation methods are applicable. For example, (Stephan and
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Massoulié, 2019) consider modified spectral clustering, while (Makarychev et al., 2016) leverage properties of
the Kullback-Leibler divergence to achieve robustness properties.

Indeed, misspecifications can significantly impact parameter estimation in likelihood-based methods beyond
SBM estimation (Huber, 1972). To address this challenge, alternative methods have been proposed. For
instance, (Donoho and R. C. Liu, 1988) offer insights into the robustness to misspecification for distance-based
estimators. Among these, the class of Cramér-von Mises discrepancies (Parr and De Wet, 1981) has garnered
significant attention. Additionally, φ-divergences (Csiszár, 1967; Broniatowski and Keziou, 2006) represent
another well-studied class of methods for handling misspecifications.

4.2.2 Derivation of some New Estimation Methods
New Families of Criteria

An Stochastic Block Model (SBM) with K blocks, is defined through a matrix of probability distributions
(Pkl)kl with dimensions K ×K and a probability distribution Π on {1, . . . ,K}.

Then we said that a random graph with n nodes is generated according to a SBM if its distribution is the
same as the following process,

• there is a latent partition c∗ ∈ {1, . . . ,K}n of the nodes generated as c∗
i
iid∼ π for each node i,

• conditionally on c∗, the weighted (adjacency) matrix of the graph is given by Wij
iid∼ Pc∗

i
,c∗

j
, Wij = Wji.

In such case, we denote
W , c∗ ∼ SBM(n, π, (Pkl)kl) . (4.11)

To make the model identifiable, a necessary condition is to assume that for any pairs of columns l, l′ ∈ {1, . . . ,K},
there is at least a row k such that Pkl ̸= Pkl′ . This is assumed in the following.

If the distributions of the weights do not have support {0, 1}, this model is often referred to as Weighted
SBM (Ng and Murphy, 2021). Here, we simply refer to it as SBM.

In this paper, we focus on the estimation of a parametric SBM, i.e. an SBM where the distributions of
the edges belong to a parametric model (Pθ)θ∈Θ, with Θ ⊂ Rp. In such case, we denote

W , c∗ ∼ SBM(n, π, (Pθ),θ∗) . (4.12)

which is equivalent to W , c∗ ∼ SBM(n, π, (Pθ∗
kl

)kl).
However, we aim to accommodate misspecifications. Therefore, we do not want to assume that the observed

graph is generated according to a parametric SBM, or even an SBM.
In cases where we assume the graph is generated by an SBM, a common approach to estimate the model

parameters (and the latent partition) is likelihood maximization or one of its variants (Choi et al., 2012).
However, these methods often assume that the number of classes K of the model is known. Yet, the graph
may not precisely conform to an SBM model; for instance, outliers in the weights or dependencies between
them may exist. Thus, it is valuable to give an estimation method which allows recovering the model while
being robust to such deviations. However, typical likelihood-based methods may not exhibit this robustness.
Hence, we propose to consider alternative criteria with better properties in the presence of misspecifications.
Particularly, an alternative to likelihood is estimation based on divergences (also known as discrepancies) or
more generally on pseudo-distances. This family of criteria encompasses measures with desirable properties, as
seen in prior studies (Donoho and R. C. Liu, 1988; Jiménz and Shao, 2001).

Before going further, we recall the motivation for criteria based on φ-divergence proposed by (Ferraris, 2024).
But we consider this family of criteria for general pseudo-distance and not only φ-divergence.

One of the most commonly used criteria based on likelihood is the partial (log)-likelihood, which is defined
as:

pllk(c,θ) =
∑
kl

∑
ij

I(ci = k, cj = l)log Pθkl
(Wij) =

∑
kl

nknl llk(Wk,l, θkl) (4.13)

where c is a partition of the n nodes into K classes, θ is a symmetric matrix of size K × K of parameters,
nk =

∑n
i=1 I(ci = k) is the number of nodes in the block k of the partition c, Wk,l = Wk,l(c) = (Wij)i:ci=k,j:cj=l

and the likelihood of a sample x, llk(x, θkl) = 1
|x|
∑
i log Pθkl

(xi).
However, maximizing the likelihood of a sample (Xi)1≤i≤n, 1

n

∑n
i=1 log Pθ(Xi), is equivalent to minimiz-

ing the Kullback-Leibler divergence (KL) DKL(F̂n, Pθ) between the empirical distribution function F̂n of the
sample and the model (Pθ)θ. Therefore, the likelihood criterion is analogous to a sum of distances between
the parametric model and the empirical distribution for each block. Given this equivalence, it is reasonable to
consider using ∑

kl

nknl
n2 DKL(F̂ (k,l), Pθkl

) (4.14)
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with F̂ (k,l)(x) = 1
nknl

∑
ij I(ci = k, cj = l)I(Wij ≤ x) the empirical cumulative distribution of the data in block

(k, l) of the partition c.
Notice that minimizing equations (4.13) and (4.14) can lead to different estimators. Indeed, the KL diver-

gence is equal to the likelihood up to a constant term, which depends on the size of the sample. If we wanted
equality between the two criteria, we would therefore have to add a sum which would depend on the size of the
blocks. This sum can then influence the estimation of the classification, and therefore also on the parameter
estimators.

However, similar to the case of the likelihood, the KL divergence is not known for its robustness properties
to misspecifications. Therefore, (Ferraris, 2024) proposes to replace the KL divergence by some pseudo-distance
D, which may have better robustness properties. This leads us to consider criteria of the form:

Q̂c(c,θ) =
∑
kl

nknl
n2 D(F̂ (k,l), Pθkl

) (4.15)

where F̂ (k,l) is an estimator of the distribution of the weights in the block (k, l), i.e. F̂ (k,l) is an estimator of

F (k,l)(·) = 1
nknl

∑
ij

I(ci = k, cj = l)P (Wij ≤ ·) (4.16)

and D is a pseudo distance D, that is D(F,G) satisfies D(F,G) ≥ 0 for any distributions F,G and D(F,G) = 0
implies that F = G (or F = G F-a.e. or G-a.e.).

(Ferraris, 2024) studied this family of criteria for some φ-divergences in the case where the weights of the
graph follows some discrete distribution with finite support. Nevertheless, other families of pseudo-distances
can also have interesting properties. This formulation can also be generalized in other ways. One of them is
to look at divergences for graphs with weights in continuous support distributions. The second is in the very
choice of the criterion.

For example, in the case where only the partition is of particular interest, it is possible to consider the
criterion with only the diagonal blocks

Q̂m(c,θ) =
∑
k

n2
k

n2D(F̂ (k,k), Pθkk
) . (4.17)

This is motivated by the fact that under an SBM with {0, 1} weights, the classification given by the K-
means, which considers only diagonal blocks, is an asymptotically consistent estimate of the latent partition
(Giraud and Verzelen, 2019). This is not the only possible alternative.

Recently, (J. Wang et al., 2023) use the fact that an SBM can be assimilated to a multivariate mixture
distribution. In particular, each row is seen as a realization of a mixture whose j-th component is drawn
according to Pkcj

. They then propose to maximize the criterion they call profile-pseudo (log)-likelihood given
by

ppl(c, π,θ) =
n∑
i=1

log

 K∑
k=1

πk

n∏
j=1

Pθkcj
(Wij)

 . (4.18)

This formulation can also be put in the form of a criterion with pseudo-distance, but this time between
multivariate distributions:

Q̂f (c,θ, π) = D

F̂ (· · · ),
K∑
k=1

πk

n∏
j=1

Pθkcj
(·)

 (4.19)

where F̂ is here an estimator of the distribution of (Wi1,Wi2, . . . ,Win).
Finally, in the case where only the model parameters are sought, and not the latent partition, (P. Bickel

et al., 2013) considers the (true) likelihood of the model

lk(π,θ) =
∑

c∈{1,...,K}n

(
n∏
i=1

πci

) n∏
i=1

n∏
j=i+1

Pθcicj
(Wij)

 (4.20)

which can be rewritten as

lk(π,θ) =
∑

c∈{1,...,K}n

(
K∏
k=1

πnk

k

) ∏
1≤k,l≤K

n∏
i>j

Pθkl
(Wij)I(ci=k,cj=l)

 . (4.21)
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This can be seen as a mixture model for the edges’ distribution. In this case, a natural criterion using divergence
is given by

Q̂p(π,θ) = D

F̂ , ∑
1≤k,l≤K

πkπlPθkl

 (4.22)

where this time, F̂ is simply an estimator of the distribution of all the weights of the graph.
Obviously, if additional constraints are made on the model, they can be considered in the different criteria.

For example, if the parametric SBM is assumed to be planted, i.e. θkk = θin and θkl = θout for k ̸= l, Q̂p can
be simply rewritten as

Q̂p(πin, θin, θout) = D
(
F̂ , πinPθin + (1− πin)Pθout

)
. (4.23)

Each of the criteria Q̂c, Q̂m, Q̂f and Q̂p corresponds to a sum of pseudo-distances between some empirical
distribution and the parametric model. Clearly, it is possible to take different pseudo-distances for each block.
We will then simply write Qc, Qm, Qf and Qp when instead of the estimator of the distribution, the true
distribution is considered. For example, Qc is given by

Qc(c,θ) =
∑
kl

nknl
n2 D(F (k,l), Pθkl

) . (4.24)

Remark 4.6. If the weights are restricted to {0, 1}, the model Pθ of weights distribution corresponds to the
Bernoulli distribution. In this case, the empirical distribution F̂ (k,l) corresponds to the cumulative distribution
of a Bernoulli distribution independently of the classification c. Thus, for any c, the criterion (empirical or the
true one) is 0. Therefore, this approach cannot be used on such graphs.

Furthermore, this presentation is not intended to be exhaustive, as there are many other possible criteria.
For example, one proposed by (Karrer and Newman, 2011) is that for a SBM with edges distributed as Poisson
distribution, the partial likelihood can be rewritten as the KL divergence between the distributions in each
block and the one of the random graph model, called configuration model.

Although sometimes adapted to different objectives, these criteria are not necessarily dissociated. Indeed,
for a given partition c, if the divergence D is jointly convex,

Qp
((nk

n

)
1≤k≤K

,θ

)
= D

∑
kl

nknl
n2

∑
ij

I(ci = k, cj = l)
nknl

P(Wij ≤ ·),
∑
kl

nknl
n2 Pθkl

 ≤∑
kl

nknl
n2 D(F (k,l), Pθkl

) .

(4.25)
Therefore, in this case, we have

infπ,θ Qp (π,θ) ≤ infθ Qp
((nk

n

)
1≤k≤K

,θ

)
≤ infc,θ Qc(c,θ) . (4.26)

Moreover, by positivity of D, we have Qm(c,θ) ≤ Qc(,θ).
In the remainder of this paper, we will focus on the empirical criteria Q̂c and Q̂p defined in equations 4.17

and 4.22.

Particular Families of Pseudo-Distances

There are numerous possible pseudo-distances between probability distributions, each with its own char-
acteristics and applications. In this discussion, we particularly focus on three families of pseudo-distances,
although other options exist as well. For a comprehensive review of various pseudo-distances on probability
distributions, interested readers can refer to sources such as (Basu, Shioya, et al., 2011; Broniatowski and Stum-
mer, 2019). These sources provide valuable insights into the properties and applications of different types of
pseudo-distances in statistical analysis and modeling.

The first family considered is one of φ-divergences (Csiszár, 1967). It is defined as,

D(F,G) =
∫
φ

(
dF

dG

)
dG (4.27)

for F,G two distributions such that dF and dG exists and φ is a convex function such that φ(1) = 0. The
family contains in particular the L1 distance, the Hellinger distance, the χ2 divergence and the Kullback-Leibler
divergence. Because of the convexity of φ, the function (F,G) 7→ D(F,G) is convex. Moreover, D(F,G) = 0 if
and only if F = G, G − a.e.. A subfamily of φ-divergences is the family of Cressie-Read divergences (Cressie
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and Read, 1984) also known as power divergences. In this case, for γ ∈ R \ {0, 1}, D(F,G) = Dγ(F,G) with

φ(x) = φγ(x) = xγ − γx+ γ − 1
γ(γ − 1) . (4.28)

In the following of this paper, we refer to them as γ-power divergences.
The second family we consider is the class of the Basu-Harris-Hjort-Jones (BHHJ) power divergence (Basu,

Harris, et al., 1998) defined for any a > 0 as

D(F,G) =
∫ [

g1+a(x)−
(

1 + 1
a

)
f(x)g(x)a + 1

a
f(x)1+a

]
dx . (4.29)

The idea behind this family is to propose a compromise between the Kullback-Leibler divergence (a→ 0) which
has good asymptotic estimation properties and the L2 distance which has good robustness properties.

The last family of criteria is the family of Cramér-von Mises discrepancies (Parr and De Wet, 1981). It is
defined as

D(F,G) =
∫

(F (x)−G(x))2w(x)dx (4.30)

where w is a weight function. As for divergences, assuming that w is stricly positive implies D(F,G) = 0
if and only if F = G. Moreover, if w is positive, then is also a convex function in (F,G). The family
includes several classical distances. In particular, w(x) = dG(x)

dx leads to the Cramér-von Mises discrepancy and
w(x) = dG(x)

dx
1

G(x)(1−G(x)) to the Anderson-Darling discrepancy. But again, other weight functions are possible.
See for example (Parr and De Wet, 1981), who provide justification for different weight functions based on the
function G.

Some kind of misspecified SBM

In the literature on misspecified SBM, a common scenario involves assuming that certain node values are
modified, potentially in an adversarial manner.

Specifically, these adversaries can be based on the distribution of the model without observing the generated
graph. Thus, if the adversary chooses to modify the law of a weight Wi,j , it is likely that this new law aligns
with the other laws of the model to disrupt the estimation. In this case, the weight law Wij can be rewritten
as:

Wij | c ∼
∑
k,l

πikπjlPkl .

Here, (πik)1≤k≤K belong to the probability simplex ∆ for any node i and represent the probability that
the weight of node i is drawn as if it belonged to class k. In the case of an SBM without misspecifications,
πik ∈ {0, 1}.

Thus, a convex relaxation of the problem where we replace I(ci = k) by πik and nk by
∑n
i=1 πik would allow

us to consider some possible bad specifications of the model.
However, this type of modeling does not encompass all possible adversarial weight changes. If the adversary

knows the graph generated by the model, it may be more appropriate to see these changes as outliers or inliers
depending on the situation. In this case, we can rewrite the weight as:

Wij | c ∼ (1− ϵij)Pcicj
+ ϵijGij .

The influence of this deviation from the model has been extensively studied for divergences, which makes
these criteria particularly interesting.

Another type of misspecification arises from possible dependence between weights. On graphs like part of
the Amazon product recommendation system, it is possible to observe dependence between the weights of nodes
in the same blocks (Babkin et al., 2020).

Another perspective is to assume that there are nodes in the graph that do not belong to the block structure
(P. Latouche et al., 2011). However, this kind of misspecification is beyond the scope of this paper.

In the following, we adopt more concise notations. Instead of I(ci = k), we use cik, where 1 ≤ i ≤ n and
1 ≤ k ≤ K. We still use the term "partition" for the matrix c.

4.2.3 Theoretical Properties of the Criteria
In this section, we provide some results on the consistency of our methods of estimation. We also give

examples of estimators for classical pseudo-distances that are consistent.
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Consistencies Theorems

We start by giving a general theorem giving conditions to have the consistency of the classification estimate.
To measure the performance of the method, we define for two partitions e and c

∥e− c∥Pn
= minσ

n∑
i=1

∑
k

|eiσ(k) − cik| (4.31)

where the minimum is taken over all the permutations σ of {1, . . . ,K}. Notice that in case where cik, eik ∈ {0, 1},
the equation can be rewritten with the vector formulation instead of the matrix one.

∥e− c∥Pn
= ∥e− c∥Pn

= 2minσ
n∑
i=1

I(σ(ei) = ci) (4.32)

which have been used, for example by (Zhao et al., 2012) (up to the constant 2) to quantify the estimation error
in the classification.

Moreover, for any distance ∥.∥ and two finite collections of distributions F = (Fk)k, G = (Gk)k we denote
∥F−G∥ = maxk∥Fk −Gk∥.

As we allow the possibility that the model is misspecified, i.e. the graph may not be generated from some
distribution of the parametric SBM, the notion of “latent partition” and “true parameters” is not clearly defined.
For this reason, we consider that for a criterion Q, the target of the estimation should be c∗, π∗ and θ∗ defined
as

c∗, π∗,θ∗ ∈ argminc,π,θQ(c, π,θ) .

Note that the set of optimal parameters for this problem may not be unique. In particular, up to a permu-
tation of the class labels, two partitions may lead to the same results. In the following we consider that two
partitions e and c are the same if they are equal up to a permutation of their labels as implied by ∥e− c∥Pn to
measure the difference between them.

For each of the criteria in which we are interested, this choice of the target parameters is close, in interpreta-
tion, to the projection of the true distribution of the graph on the parametric SBM model which is considered.
In addition, under the model, they correspond to the SBM parameters and latent partition.

Proposition 4.2. If W , c∗ ∼ SBM(n, π, (Pθ)θ,θ∗), then the latent partition and the optimal parameters for
Qc, Qm, Qf and Qp are the same and are equal to the parameters c∗ and θ∗ of the models.

Theorem 4.3 (Consistency of the latent partition estimates). Assume that we observe a random weighted graph
W with n nodes and let (Pθ)θ∈Θ be some parametric model.

Consider the criterion Q̂c defined as

Q̂c(c) =
∑
k≤l

nknl
n2 inf

θkl

D(F̂ (k,l), Pθkl
). (4.33)

Assume that:
1. for any ϵ > 0, there exists β ≥ 0 and nϵ such that for any n > nϵ,

P

(
sup
θkl

∑
kl

nknl
n2 |D̂(F (k,l), Pθkl

)−D(F (k,l), Pθkl
)| > ϵ

)
≤ C1e

−C2
n2
Kβ ϵ

2
(C)

where C1 and C2 are two strictly positive constants.
2. n

Kβ log(K) →∞ as n→∞;

3. ∥F (c)− F (c∗)∥ P−→
n→∞

0⇒ 1
n∥c− c∗∥Pn

P−→
n→∞

0.

Put c̃ = argmin
c

Q̂c(c).
Then we have with probability going to 1 as n goes to infinity that

1
n
∥c̃− c∗∥Pn

→ 0. (4.34)

Remark 4.7. Hypotheses 1 and 2 of Theorem 4.3 are quite standard in the SBM literature. The first one is
used to demonstrate that if the criterion converges quickly enough to its expected value (in the intuitive sense,
not necessarily mathematically), then we can derive the consistency of the arguments of the minimum. The
second one, for example, implies (up to a logarithmic term) that the number of classes can be at most in o(

√
n),

which aligns with results in (Choi et al., 2012), among others.



88 CHAPTER 4. Divergence and Classification

The last hypothesis implies that comparing the distributions of the graphs provides information about the
distance between the associated partitions. In particular, this implies that mixtures of the true edges distributions
in the graph cannot yield a distribution of F(c∗).

We can also provide consistency result for parameters estimation.

Theorem 4.4 (Consistency of the parameters). Let k, l be in {1, . . . ,K}2. Let θ∗
kl = argminθ D(F (k,l)(c∗), Pθ)

and θ̃kl = argminθ D(F̂ (k,l)(c̃), Pθ).
Under the hypotheses of Theorem 4.3, assuming in addition that

4. ∥F (k,l)(c̃)− F (k,l)(c∗)∥1 → 0⇒ D(F (k,l)(c̃), F (k,l)(c∗))→ 0
5. for any ϵ > 0,

min
{θ | |θ−θ∗

kl
|>ϵ}

D(F (k,l), Pθ) > D(F (k,l), Pθ∗
kl

) , (4.35)

then,
θ̃kl(c̃) P→ θ∗

kl(c∗) . (4.36)

Remark 4.8. The additional conditions of this theorem are usual in divergence literature. In particular, con-
dition 5 given in equation (4.35) has been used by (Al Mohamad, 2018) to show the consistency of its estimator
of the divergence.

Now we give some results to simplify the study of the hypothesis of the previous theorems.

Proposition 4.3. Under an SBM condition 3 of theorem 4.3 is satisfied if the model is identifiable.

Proposition 4.4. If the function θ 7→ D(F, Pθ) is convex, then hypothesis 5 of theorem 4.4 is satisfied.

Before giving some examples of pseudo-distances satisfying the assumptions, we provide a theorem for
studying concentration properties of weighted sum of distances. This theorem will be used in order to prove
assumption (*).

Theorem 4.5 (Concentration of weighted mean of distance estimates). Let (Xij)1≤i,j≤n be independent random
variables. Let c ∈ [0, 1]n×K , such that

∑
k cik = 1 for all i and let nk = nk(c) =

∑
i cik and K may depend on

n.
1. Let F̂ (k,l) =

∑
ij
cik

nk

cjl

nl
Xij and F (k,l) = E[F̂ (k,l)]. There exists a constant c such that for any ϵ > cKn log(n),

P

 ∑
1≤k,l≤K

nknl
n2 ∥F̂

(k,l) − F (k,l)∥∞ > ϵ

 ≤ e− n2ϵ2
4K2 . (4.37)

2. Assume that the random variables have densities (fij). Let f̂ (k,l)
hkl

=
∑
ij
cik

nk

cjl

nl
Khkl

(· − Xij) be a kernel
estimator of the distribution in block (k, l) with kernel K that integrates to 1 and has binwidth hkl such
that hkl ≤ hn → 0. Let f (k,l) =

∑
ij
cik

nk
fij the true density in block k, l.

Assume that n4h3

K2 →∞. Then, for any ϵ > 0, there exist nϵ and two constants C1 > 0, C2 > 0 such that
for any n ≥ nϵ,

P

(∑
kl

nknl
n2

∫
|f̂ (k,l)
hkl
− f (k,l)| > ϵ

)
≤ C1e

−C2n
2ϵ2

. (4.38)

Now we can give concrete examples that satisfy those hypotheses.

Examples of Empirical Criteria

We begin by examining some pseudo-distances. Starting with φ-divergences, a notable characteristic of this
class is that, it requires, in general, both F and G to be absolutely continuous regarding the same measure
(e.g., the Lebesgue measure). However, when using plug-in empirical distribution functions, this condition is
not satisfied. To address this issue, several authors propose using a kernel density estimator instead (Basu and
Lindsay, 1994; Al Mohamad, 2018). Therefore, we consider this scenario here.

Corollary 4.5.1 (φ-divergence). Assume that φ is γ-Hölder for γ ∈ (0, 1]. Let W be a random graph with n
nodes, whose weights are independent and such that Wij admits a density for all 1 ≤ i, j ≤ n. Let (G(k,l)) be
any probability distributions with densities (g(k,l)).

Let h be such that h = hn → 0, nh→∞ and n4h3

K2 →∞.



4.2. Robust Estimation in Weighted Graphs 89

Then the estimator of the divergence is of the form

D(F̂ (k,l), G(k,l)) =
∫
g(k,l)(x)φ

( 1
nknl

∑
ij Kh(x−Xi,j)
g(k,l)(x)

)
dx (4.39)

with Kh(x) = 1
hK(x/h) and K a density of probability (this includes uniform kernel and Gaussian kernel)

satisfies the assumption (*).

Remark 4.9. We have that the γ-power divergence, which also corresponds to φ(x) = xγ −1
γ(γ−1) , are γ-Hölder,

when γ ∈ (0, 1). The reverse KL divergence: φ(x) = xlog(x)− x+ 1 is Hölder for any γ ∈ (0, 1). φ(x) = |x− 1|
is Lipschitz.

Proposition 4.5 (discrete φ-divergence). Assume that φ is γ-Hölder for γ ∈ (0, 1]. Let W be a discrete random
graph with n nodes, whose weights are independent. Let (G(k,l)) be discrete distributions.

Assume that K = o(n). Then, there exists a constant L such that for any ϵ > 0 there exists nϵ > 0, such
that for any c,

P
(∣∣∣Q̂c(c; W )−Qc(c,W )

∣∣∣ > ϵ
)
≤ 2e−Lϵ2n2

(4.40)

with the divergence estimator defined as

D(F̂ (k,l), G(k,l)) =
∑
k

g(k,l)(k)φ
(∑

ij
I(ci=k)
nk

I(cj=l)
nl

I(Wij = k)
g(k,l)(k)

)
. (4.41)

Thus, it satisfies the assumption (*).

Compared with the results of (Ferraris, 2024), in the discrete case, our proposition 4.5 provides several
improvments. First, it does not require the assumption that the size of the classes are proportionnal i.e.
nk = O

(
n
k

)
. In addition, it allows having K = o

(
n

log(n)

)
and not only K = o(

√
n). Furthermore, our approach

works for distributions with infinite support.
However, using kernel density estimators, such as Gaussian or indicator kernels, may not be adapted, espe-

cially when the support is bounded (or half bounded). So, to limit the boundary bias, Chen (S. X. Chen, 2000;
S. X. Chen, 1999) proposes to use a Gamma or Beta kernel. For these estimators, we can give the following
results.

Corollary 4.5.2 (Beta and Gamma kernels for φ-divergence). Under the assumptions of 4.5.1,
• assuming that the densities g(k,l) are C2([0, 1]), if we replace the kernel density estimator by the Beta

kernel density estimator, Q̂c satisfies the assumption (*);
• assuming that the densities g(k,l) are C2([0,+∞)) and such that

∫
(g(k,l)′(x))2dx <∞ and

∫
(xg(k,l)′′)2 <

∞, if we replace the kernel density estimator by the Gamma kernel density estimator, Q̂c satisfies the
assumption (*);

If we consider now the two additional assumptions needed in theorem 4.4, they are difficult to verify in a
general manner.

Remark 4.10. In the case where φ is γ-Hölder for γ ∈ (0, 1], the second hypothesis of Theorem 4.4 is verified.

The hypothesis 5 is more complicated to verify in a general case. However, we have noticed that convexity is
a sufficient condition for it. Moreover, it is well known that a divergence is convex around θ∗ so the hypothesis
is verified at least locally. However, here we want to allow misspecifications in the model. Thus, we cannot
restrict to this case.

That is why, we study the case of a Gaussian with known standard deviation. We derive a simple condition
under which the function is convex.

Proposition 4.6. Assume that the function pθ is the density of a Gaussian distribution with mean θ and
standard deviation σ > 0. Then for any distribution F admitting a density f and finite second moment, the
function θ 7→ Dγ(F, Pθ) is convex onθ ∈ R | 1 ≥ γ

(
VF [X]
σ2 +

(
EF [X]− θ

σ

)2
)1−γ

 (4.42)

where EF [X] (resp VF [X]) corresponds to the mean of F (resp the variance of F ).
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A particular case of interest is then when there are some misspecifications in the distribution, i.e. p =
(1− π)pθ + πδ. This clearly represents real situations where either there are misspecifications, or simply if the
partition is not well estimated and all the nodes in a block (k, l) do not really belong to it.

Proposition 4.7. Under the assumptions of proposition 4.6, if in addition, p = (1 − π)pθ + πδ, denoting θδ
and σδ the mean and standard deviation of δ, the condition 4.42 is satisfied if

1 ≥ γ
[

1− π + π
σ2
δ

σ2 + π(1 + π)
(
θ − θδ
σ

)2
]1−γ

. (4.43)

In the case of the BHHJ divergence, the estimator of D(F (k,l), Pθkl
) chosen as D(F̂ (k,l), Pθkl

) is given for
a > 0 by

D(F̂ (k,l), Pθkl
) =

∫
p1+a
θkl

(x)dx−
(

1 + 1
a

)∑
ij

cikcjl
nknl

paθkl
(Wij) + 1

a

∑
ij

(cikcjl)1+a

(nknl)1+a . (4.44)

For these kinds of divergences, the criterion Q̂c can thus be written as

Q̂c(c,θ) =
∑
kl

nknl
n2

∫
p1+a
θkl

(x)dx−
∑
kl

(
1 + 1

a

)∑
ij

cikcjl
n2 paθkl

(Wij) + 1
a

∑
kl

(nknl)−a

n2

∑
ij

(cikcjl)1+a . (4.45)

To make the computation easier, we note that as cik ∈ [0, 1], c1+a
ik ≤ cik thus the term on the right can be

bounded by ∑
kl

(nknl)1−a

n2 . (4.46)

Assuming that nk ∝ n
K , we obtain that it is bounded by

(
K
n

)2a thus we consider this term as negligible compared
to the other and in the following we consider the criterion based on the BHHJ divergence as

Q̂c(c,θ) =
∑
kl

nknl
n2

∫
p1+a
θkl

(x)dx−
∑
kl

(
1 + 1

a

)∑
ij

cikcjl
n2 paθkl

(Wij) . (4.47)

Note that even if the partition estimation may be modified by this choice, for a given partition, the estimators
of the parameters remain the same.

We now consider the concentration properties of this criterion. Unlike the other pseudo-distances presented
here, this one can be treated independently of theorem 4.5.

Proposition 4.8. Assume that the distributions pθ are bounded above by some constant M . Then the criterion
defined in equation (4.47), with a ∈ (0, 1] satisfies hypothesis (*).

Remark 4.11. A particular case is when the model (Pθ) is a Gaussian distribution with mean θ and fixed
variance σ2. Under such model, the term

∫
pa+1
θkl

is equal to 1√
1+aσ−a . This term being independent of θkl, it

can be removed from the optimization problem.

Even though the estimator based on the empirical distribution is well-defined, it implies that the last term
in the estimation can be neglected from the optimization. However, using as density estimate the kernel density
estimator gives a result a bit different. Indeed, if we consider a = 1, i.e. the L2 distance, we have

(nknl)4
∫
f

(k,l)
hkl

(x)2dx =
∑
ij

∑
i′j′

cikcjlci′kcj′l
1√

4πh2
kl

e
− 1

4hkl
(Wij−Wi′j′ )2

. (4.48)

This implies that
(nknl)4

∫
f

(k,l)
hkl

(x)2dx ≤
∑
ij

∑
i′j′

cikcjlci′kcj′l
1√

4πh2
kl

. (4.49)

Now considering that the matrix c ∈ {0, 1}n×K and hkl = h for any k, l, we have that
∑
k cikci′k = δci,ci′ . So

it gives the upper bound

(nknl)4
∫
f

(k,l)
hkl

(x)2dx ≤ 1√
4πh2

kl

∑
i,i′

δcici′

∑
i,i′

δcici′

 = 1√
4πh2

kl

(∑
k

n2
k

)2

. (4.50)

Such an equation is minimal when nk ∝ n
K which leads to a term in 1√

4πh2
kl

1
K . Thus, it invites taking partition



4.2. Robust Estimation in Weighted Graphs 91

with the most number of blocks possible, unlike in the case of the empirical distribution where the equivalent
terms are proportional to K2

n2 , which is smaller for small K.
Now we consider the case of Cramér-von Mises minimum discrepancies.

Corollary 4.5.3 (Cramér-von Mises minimum discrepancies). Let us consider

D(F̂ , Pθ) =
∫

(Fn − Pθ)2wθ . (4.51)

Assume that supθ
∫
|wθ(Fn − F )| ≤ L <∞. Then Q̂c with this statistic satisfies assumption (*).

Remark 4.12. The case where wθ = dFθ satisfies the hypothesis, and it corresponds to the Cramér von Mises
statistic. However, it is not the case of wθ = pθ

Pθ(1−Pθ) , which corresponds to the Anderson-Darling discrepancy.

Finally, it is easy to see that the Kolmogorov Smirnov (KS) statistic can be used.

Corollary 4.5.4 (KS statistic). The KS statistic satisfies assumption (*).

Note that again, the hypothesis of Theorem 4.4 are difficult to verify.

4.2.4 Optimization of the New Criteria

Optimization of Q̂c

While we expect theoretically this family of criteria to exhibit good properties regardless of the domain of
c, in practice, finding the optimal partition is not feasible if the cik are restricted to {0, 1}. This is because the
criterion requires optimization over the space of partitions, which is an NP-hard problem (Kovalyov and Pesch,
2010). To address such challenge, much of the SBM literature relies on variational bounds, which involve finding
a well-suited term to the likelihood so that the sum of the two terms is easier to optimize and offers control
over the likelihood. Another approach found in the literature, especially for block models without overlapping,
is to rely on a convex relaxation of the problem. Here, we focus on this approach to provide some results,
particularly proposing a proximal gradient descent algorithm.

It is important to note that in many graphs, it is natural to consider cik = I(ci = k) ∈ {0, 1}. However, in
this paper, we consider ci. ∈ ∆ the probability simplex. As discussed in the introduction (c.f. Section 4.2.2),
this can be linked to a particular misspecified SBM.

Therefore, we aim to minimize Q̂c(c,θ) with cik ∈ [0, 1] and
∑
k cik = 1. We expect this approach to be

particularly effective when the optimal solution belongs to {0, 1}.
To minimize this criterion, we employ a proximal gradient descent algorithm in c. The proximal operator

is used to handle the projection of the data onto the space of probability simplex. The algorithm is outlined in
Algorithm 4.

Algorithm 4 Optimization of Q̂c

Input: A weighted matrix W of size n× n, a number of blocks K, gradient step η, initial parameter c(0) and
number of iterations T .

Output: Optimized parameters c and θ.
1: for t = 1 to T do
2: Compute θ(t)

kl = argminθD(F̂ (k,l)(c(t−1)), Pθ), for 1 ≤ k, l ≤ K.
3: Compute ∇cQ̂

c(c(t−1),θ(t))
4: for i = 1 to n do
5: (c(t)

i. )1≤k≤K = Proj
((

c(t−1) − η∇πQ̂c(c(t−1),θ(t))
)
i,1≤k≤K

)
.

6: end for
7: end for
8: return c(T ) and θ(T ).

where Proj is the L2 projection on the probability simplex of size K (see for example (J. Duchi et al., 2008)).

Proposition 4.9. Assuming that Q̂c is L-smooth in c, i.e. it is twice differentiable in c and its derivative is
L-lipschitz in c, and that η ≤ 1

L , then Algorithm 4 converges to a local minimum of the relaxed version of the
criterion Q̂c (see Equation (4.17)).

Remark 4.13. Rhe optimal parameters at each step often do not admit closed form. Thus, an additional
optimization algorithm may be required to ensure their estimation.
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The methods used to estimate the partition based on likelihood, such as those presented in (J. Wang et al.,
2023) have complexity of n2K2 with simple calculations at each step. The number of steps correspond in some
sense to the number of iterations needed for convergence of an EM algorithm, where each M step requires a
particular optimization procedure.

Consequently, to have a competitive method, we would need a method with the same orders of magnitude.
However, this is not generally the case. Indeed, we have the following property, which looks at the complexity
of Algorithm 4 for different divergence estimators.

Proposition 4.10. The algorithmic complexity of Algorithm 4 with the calculation of the criterion at each step
depends on the choice of pseudo-distance. In particular, for the families described in section 4.2.2, we have

• n2K2 for φ-divergences estimated with a kernel estimator, where each step requires the calculation of
several integrals;

• n2K2 for BHHJ divergences where all calculations are simple.
• n2K2 for the Cramér-von Mises criterion with calculation of integrals or n4K2 without calculation of

integrals.

Thus, although having comparative complexity in cases such as φ-divergences or Cramér-von Mises dis-
crepancies, our method takes more time than likelihood-based methods. However, BHHJ’s divergence-based
approach has comparable algorithmic complexity.

Optimization of Q̂p

This optimization problem for Q̂p is equivalent to the estimation of mixture parameters based on divergences.
This has been studied by different authors, see for example (Cutler and Cordero-Braña, 1996; Mohamad and
Broniatowski, 2019) and reference therein.

In the case of Q̂p, we have

argminπ,θQ̂p(π,θ) = argminπ,θD(P̂ ,
∑
kl

πkπlPθkl
) = argminπ,θ

∑
kl

πkπl

∫
pθkl

(x)φ
(

p̂(x)∑
kl πkπlpθkl

(x)

)
dx .

(4.52)
This general case is challenging to deal with and, for this reason, we restrict ourselves to the case of γ-power
divergences. In case where γ ∈ (0, 1), we have

argminπ,θQ̂p(π,θ) = argmaxπθ

∑
kl

πkπl

∫
pθkl

(x)
(

p̂(x)∑
kl πkπlpθkl

(x)

)γ
dx

= argmaxπθ

∑
kl

(πkπl)1−γ
∫
pθkl

(x)1−γ(p̂(x))γ)
(

πkπlpθkl
(x)∑

kl πkπlpθkl
(x)

)γ
dx

= argmaxπθ

∑
kl

(πkπl)1−γ
∫
pθkl

(x)1−γ(p̂(x))γ)akl(x)γdx .

(4.53)

(Cutler and Cordero-Braña, 1996) propose for the case of the Hellinger distance (γ = 0.5) to alternatively
optimize the criterion at the last line of equation (4.53) in π, θ, and a(·) as in EM-like algorithm. We provide
in algorithm 5 a more general version for any value of γ between 0 and 1.

Also note that this procedure has a complexity in n2K2 per iteration considering the complexity of optimizing
functions defined through integrals and the resolution of constraints optimizations as constants. However, to
the best of our knowledge, there are no convergence guarantees even to a local optimum. In addition, this
formulation of the mixture model associated to the observations of the SBM is not identifiable for all the
possible parametrization. For example, when θ =

(
θin θout
θout θin

)
, the algorithm cannot ensure the estimated

proportions in each block correspond to the true one.

4.2.5 Model Selection for Minimum Distance Estimators
Now that we have ensured asymptotic consistency and propose algorithms to estimate the parameters of

interest, another important question is how to choose the number of classes K.
In block models, there are various methods for model selection. One commonly used technique involves

employing penalty terms such as those found in AIC or BIC, although modifications are often made to account
for model specifications. However, when considering divergences or Cramér-von Mises discrepancy, these penalty
terms are not inherently defined.
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Algorithm 5 Optimization of Q̂p

Input: a weighted matrix W of size n × n, a number of blocks K, an initial block proportion π(0) initial
parameters values θ(0) and number of iterations T .

Output: optimized parameters θ.
1: for t = 1 to T do
2: Set

a
(t)
kl (·) =

π
(t−1)
k π

(t−1)
l p

θ
(t−1)
kl

(·)∑
kl π

(t−1)
k π

(t−1)
l p

θ
(t−1)
kl

(·)
. (4.54)

3: Compute
θ

(t)
kl = argmaxθH

(t)
kl (θ) (4.55)

and

π(t) = argminπ∈∆

∥∥∥∥∥ππT −
(

H
(t)
kl (θ(t)

kl )1/γ∑
k′l′ H

(t)
k′l′(θ

(t)
k′l′)1/γ

)
kl

∥∥∥∥∥
2

(4.56)

where
H

(t)
kl (θ) =

∫
a

(t)
kl (x)γ f̂(x)γp1−γ

θ dx . (4.57)

4: end for
5: return θ(T ).

For maximum likelihood estimation, several model selection criteria have been proposed, including the
well-known AIC and BIC. In the context of robust divergence estimation, some researchers have explored the
concept of Divergence Information Criterion (DIC), which consists in studying E[D̂(F, Pθ)|θ = θ̂]. For instance,
(Mattheou et al., 2009) studied this concept when D is the BHHJ divergence (Basu, Harris, et al., 1998).
Similarly, (Toma, 2014) investigated this idea using the dual divergence estimator proposed by (Broniatowski
and Keziou, 2006) for the specific family of γ-power divergences.

Divergence Information Criterion

In this section, we simply use the notation Q̂ instead of Q̂c.
We first give a general theorem for minimum distance estimators (this theorem is used by (Mattheou et al.,

2009) and (Toma, 2014) for particular divergence estimators). Then we will provide examples that verify this
theorem.

We also denote the pseudo distance (sometimes called overall discrepancy) Wθ = D(F, Fθ) and its empirical
version Qθ = D(Fn, Fθ).

Theorem 4.6 (State for particular cases by (Mattheou et al., 2009) and (Toma, 2014)). Let (Pθ)θ be a para-
metric model with p parameters and (fn)n a sequence of consistent density estimators of a density f . Let φ be
a convex function differentiable on R+ \ {0} such that φ(1) = 0. Assume that

1. Qθ and Wθ are regular enough to apply Taylor development of order 2.

2. ψn(θ∗) P→ ψ(θ∗) and ψn(θ∗) P→ B(θ∗), where

ψn(θ) =
∫
φ♯
(
fn(x)
pθ(x)

)
∇pθ(x)dx (4.58)

φ♯(x) = xφ′(x)− φ(x). Then θ̂ is defined such that ψn(θ̂) = 0, and θ∗ = argminθWθ.

3. n1/2(θ̂ − θ∗) d∼
n→∞

N(0, B−1(θ∗)V (θ∗)B−1(θ∗))

Then an asymptotically unbiased estimator of Wθ̂ is

Qθ̂ −Bias(θ
∗) + 1

n
E[NTB−1(θ∗)N ] (4.59)

with N ∼ N(0, V (θ∗)) and Bias(θ∗) = E[Qθ∗ ]−Wθ∗ .

Theorem 4.7. Unde the hypothesis of Theorem 4.6, assuming moreover that F = Fθ∗ and V (θ∗) P= B(θ∗),
then

Qθ̂n
− Bias(θ∗) + p

n
(4.60)
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is an asymptotic unbiased estimator of E[Wθ̂n
] and the bias term simplifies in Bias(θ∗) = E[Qθ∗ ].

In particular, such results applied to the BHHJ divergence estimator considered in equation (4.47) have been
studied by (Mattheou et al., 2009) and does not admit a simple form in the general case. However, in the case
of a normal distribution, a possible penalty to do model selection is given by

(1 + a)
(2π)a/2

(
1 + a

1 + 2a

)3/2
p

n
. (4.61)

First, we generalized their results to general ϕ-divergences with kernel density estimators. To do so, we
use the framework of (Kuchibhotla and Basu, 2015) for the class of minimum disparity estimators using kernel
density estimation. Combined with our theorem 4.7, we obtain the following result.

Theorem 4.8. Under the hypothesis (A1) to (A10) of (Kuchibhotla and Basu, 2015), assuming ∇2Ψn(θ) is
continuous and bounded in a neighborhood of θ∗ for n large enough

n1/2(θ̂n − θ∗) d→ N(0, B−1(θ∗)V (θ∗)B−1(θ∗)) .

Corollary 4.8.1. Under the assumptions of theorem 4.8, if f ∈ (pθ)θ∈Θ, Θ ⊂ Rp, i.e. the true density belongs
to the model, then

Qθ̂n
− Bias(θ∗) + p

n
(4.62)

is an asymptotic unbiased estimator of E[Wθ̂n
] and Bias(θ∗) = E[Qθ∗ ].

Proposition 4.11 (Analysis of the bias under the model). Under the model, the bias term of a kernel density
estimator is constant for fixed n, so Qθ̂n

+ p
n can be used as a model selection criterion. Also, if φ is γ-Hölder,

0 ≤ Bias(θ∗) ≤ O
(
h2γ)+O

(
(nh)−γ)

)
(4.63)

if
∫
∇2f(x)dx is finite. Note the bias is upper bounded by n−2γ/3 if h = O(n−1/3).

Moreover, if it exists µ ∈ R and σ > 0 such that the true distribution can be written 1
σp(

x−µ
σ ) and fθ0 =

q(x−µ
σ ), then the bias is independent of µ and is independent of σ if h = h̃ ∗ σ, where h̃ is independent of σ.

Remark 4.14. In SBM, as the bias term depends on the size of the blocks, it is not a constant anymore.
However, in this setting, it is often convenient to assume that nk ≈ n

K . In addition, assuming a location-scale
parametric family makes that one can bound explicitly the bias term and so use it to do model selection.

Now we are studying the Cramér-von Mises minimum discrepancy estimators. To do so, we recall the
convergence results of (Ozturk and Hettmansperger, 1997).

Theorem 4.9 (Ozturk and Hettmansperger, 1997).

n1/2(θ̂n − θ∗)→ N(0, B(θ∗)−1V (θ∗)B(θ∗)−1) (4.64)

for some matrices B(θ∗) and V (θ∗).

Corollary 4.9.1. Using the results of (Ozturk and Hettmansperger, 1997) and of theorem 4.6, we have that an
asymptotically unbiased estimator of Wθ̂ is given by

Qθ̂ −Bias(θ
∗) + 1

n
E[NTB−1(θ∗)N ] (4.65)

with N ∼ N(0, V (θ∗)).

Here, contrary to the φ-divergence case, for the Cramér-von Mises discrepancy, the bias is easy to compute
while the expectation does not simplify under the model. In particular, we have the following proposition.

Proposition 4.12. The bias terms Bias(θ) is equal to

1
n

∫
wθ(x)F (x)(1− F (x))dx (4.66)

which simplifies into 1
6n if F (x) = Pθ(x).
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Divergence Information Criterion with φ-Divergence under Discrete SBM

In the discrete case, as there is no kernel in the estimator, it is easier to deal with the bias term.

Proposition 4.13. Consider a φ-divergence with φ C2 in a neighborhood of 1, and φ̇(1) = 0. Let c,W ∼
SBM(n, π, (Pθ),θ∗), with Pθ taking T ∈ N \ {0} distinct values.

For an SBM with a parametric model having p parameters, under the model, an asymptotically unbiased
estimator of Q is given by

Q̂(c∗; W ) + (p+ φ̈(1)(1− T ))K
2

n2 . (4.67)

Model Selection Properties

Here we provide some insights on the ability of the model selection criterion. To do so, we consider an
approach similar to the one described in (Claeskens and Hjort, 2001). Let K∗ be the true number of blocks in
the model.

If K < K∗ then, by hypothesis, we have that Qθ̂n(K∗) → 0 while Qθ̂n(K) → ϵ, for some value ϵ > 0. As both
bias terms go to 0 as n → ∞, the model selection procedure will select with high probability the model with
K∗ blocks and not the one with K.

Now we look at the situation where K is greater than K∗. In such cases, both criteria correspond to an
adapted model. Thus, differencing the two cases is more difficult. Indeed, as both criterion values go to 0, it
requires an analysis of the bias term, which will not be covered here.

Therefore, without further analysis, we can say that the DIC can distinguish between models with fewer
blocks than required but not between models with larger numbers of blocks.

When simply looking at a sample and not a graph, penalty terms of the form K
n are, in general, not able

to select the true number of parameters in the model and other criteria have to be used (Claeskens and Hjort,
2001). This is notably the interest of BIC which is defined proportional to Klog(n)

n . Adding this factor log(n)
makes the penalty a dominant term compared to the difference between criteria values.

Here, we can also modify our model selection criterion to provide a similar alternative. Assuming that the
difference between the two criteria is negligible compared to the bias terms, these are the only terms of interest.

Then instead of considering a penalty terms in K2

n2 assuming that the bias is at most of the order n−2γ/3,
we consider a penalty term of the form

Pn(c) =
∑
kl

nknl
n2 (nknl)−2γ/3log(n) . (4.68)

This criterion is thus larger than the bias term, and so will be the dominant term when comparing the two
numbers of parameters.

In particular, as, Pn(c) ≤ K2n−2γ/3log(n). Thus, as long as K = o(nγ/3/log(n)), this model selection
criterion will allow selecting the correct number of blocks in the model with high probability for sufficiently
large n. Notice that it requires γ < 3/2 so that Pn(c) → 0 as n goes to infinity, and so we have in all cases
K = o(

√
n/log(n)), which is not too restrictive as theoretical limitation on K.

In the case of the BHHJ divergence, the model selection criterion is proportional to K2

n2 . Again, this model
selection criterion will be able to differentiate models with K < K∗ from models having at least K∗ blocks.
However, when K > K∗, it is quite likely that the difference between the two criteria is at least of order 1

n2

thus the penalty terms not being dominant enough to select the correct model. It is possible to imagine that
the DIC can be modified following the BIC approach to be able to differentiate also K > K∗ from K.

4.2.6 Robustness Properties
The construction of a criterion based on divergences rather than on likelihood is motivated by the expectation

of having more robust estimators to deviations from the model. To quantify this, several approaches are possible.
The first that we will see is a generic approach which also applies to criteria based on likelihood. It consists
of expressing the probability of the same event for two different distributions as a function of the φ-divergence
between the two distributions. The second approach is based on the influence function. It is a measure of the
influence of a deviation from a reference model. In particular, this notion is used to evaluate the influence of
the estimator in the presence of outliers.

Misspecification in Terms of Divergence

To the best of our knowledge, the first concentration result for the probability of an event E for two
distributions P and Q based on divergence is given by (Makarychev et al., 2016). Their results based on the
Kullback-Leibler divergence is recalled in proposition 5.25.
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Proposition 4.14 (Makarychev et al., 2016). Let two distributions P and Q on the same sample space Ω. For
any event E ⊂ Ω, we have

Q(E) ≤ max
(

2KL(Q,P )
1− log(P (E)) , e

√
2P (E)

)
(4.69)

with KL(Q,P ), the Kullback-Leibler divergence between the distributions Q and P and e = exp(1).

This property implies that we must know the probability P (E) or an upper bound as well as the value of
the divergence KL(Q,P ). Having information about the probability P (E) suggests that P is easier to handle
than Q. However, KL(Q,P ) requires integration regarding Q which can be complex. So firstly, we propose a
version of this proposition involving the reverse Kullback-Leibler divergence (RKL).

Proposition 4.15. Let two distributions P and Q be defined on a same space Ω. For any event E ⊂ Ω, so
that P (E) ≤ 0.5, we have

Q(E) ≤ max
{(

12RKL(P,Q)
1− log(P (E))

)1/4
,
√
P (E)

}
(4.70)

with RKL(Q,P ), the reverse Kullback-Leibler divergence between the distributions Q and P .

Remark 4.15. Compared to the proposition 5.25, our proposition 4.15 may be far from optimal if we are
interested in exact rate of consistency. However, when the aim is only to see that Q(E) will be small when
KL(P,Q) and P (E) are both small, then the two results are equivalent.

However, as the Kullback-Leibler (and its reverse version) may be very sensitive to some misspecifications
such as outliers, other divergences may be less affected by such deviations. To benefit from this, we generalized
the above results to γ-power divergences with γ ∈ R+ \ {0, 1}.

Proposition 4.16. Let P and Q be two distributions with the same sample space Ω. For any event E ⊂ Ω, we
have

max
{

2P (E), P (E)
γ−1

γ

(
γ(γ − 1)
1− 21−γDγ(Q,P )

)1/γ
}
≥ Q(E) (4.71)

for φ the power divergence with parameter γ > 1.
For φ the power divergence with parameter 0 < γ < 1, we have

max
{
P (E), P (E)

γ−1
γ

(
γ(1− γ)
2

1
1−γ − 1

Dγ(Q,P )
) 1

γ

}
≥ Q(E) . (4.72)

In graphs, several misspecifications can arise. A first kind of misspecification, which is the one considered by
(Makarychev et al., 2016), consists in misspecification in edge labels. In particular, the idea is that distribution
Q corresponds to the following process

1. a weighted adjacency matrix W ∗ is generated from a SBM,
2. the values of some coefficients of W ∗ are changed, potentially adversely, to give a new adjacency matrix

W .
There are several ways to make assumptions on the way of changing edges values (see for example (Acharya
et al., 2022)). In a general manner, we can assume that there is a fraction ϵ of edges that differs from the SBM
models.

Even if using the Kullback-Leibler divergence may overestimate the probability Q(E), compared to other
divergences, it is often easier to compute. Thus, we use it in the following.

Combining proposition 5.25 and theorem 4.3 leads to

Theorem 4.10. Let W ∗, c∗ ∼ SBM(n,Π, (Pθ)θ∈Θ,θ
∗). Assume that we observe a weighted graph W which

is a misspecified version of W ∗ where a fraction tn of the edges have been changed according to a distribution
such that the Kullback-Leibler divergences of the initial value and the modified one is bounded by some constant.

Consider a criterion of the form

Q̂(c)c =
∑
k≤l

nknl
n2 inf

θkl

D(F̂ (k,l), Pθkl
). (4.73)

Assume that:
1. for any ϵ > 0, there exists β ≥ 0 and nϵ such that for any n > nϵ,

P

(
sup
θkl

∑
kl

nknl
n2 |D̂(F (k,l), Pθkl

)−D(F (k,l), Pθkl
)| > ϵ

)
≤ C1e

−C2
n

Kβ ϵ
2

(*)
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where C1 and C2 are two strictly positive constants.
2. tnKβ log(n)→ 0 as n→∞;

3. ∥F (c)− F (c∗)∥ P−→
n→∞

0⇒ 1
n∥c− c∗∥Pn

P−→
n→∞

0.

Putting c̃ = argmin
c

Q̂(c), we have with probability going to 1 as n goes to infinity

1
n
∥c̃− c∗∥Pn

→ 0. (4.74)

Thus, in particular, we have that for a fixed number of blocks, the fraction of misspecified edges can grow
almost to ϵ = o

(
log(n)
n

)
. This result is similar to the one of (Makarychev et al., 2016).

However, an SBM may differ from real graphs in other ways. For instance, (Schweinberger, 2020) highlights
that real-world graphs may not satisfy the assumption of conditional independence of the graph weights.

Consider, for example, correlation matrices treated as graphs, as seen in studies like (Huang et al., 2022). In
this context, the assumption of conditional independence is violated as soon as there are significant correlation
coefficients between variables. For such models, the criteria can be interpreted as a marginal or composite version
of the true model. Here, "composite" refers to the consideration of only marginals of the model, neglecting
possible dependencies, as seen in works like (Saldaña et al., 2017). This broader perspective underscores the
relevance of robustness to misspecifications in diverse applications beyond block models.

Assuming that the dependency within blocks is done according to a Gaussian Copula, we can again combine
5.25 and theorem 4.3 to deduce robustness to some misspecification.

Theorem 4.11. Assume that we observe a weighted graph W with n nodes and a parametric model (Pθ)θ∈Θ
where a fraction tn of the K blocks have within blocks dependence according to a Gaussian Copula with correlation
ρk between all the coefficients. Denoting C ⊂ {1, . . . ,K}, we consider thus that

∑
k∈C nk = tnn.

Consider a criterion of the form

Q̂(c)c =
∑
k≤l

nknl
n2 inf

θkl

D(F̂ (k,l), Pθkl
). (4.75)

Assume that:
1. for any ϵ > 0, there exists nϵ such that for any n > nϵ,

P

(
sup
θkl

∑
kl

nknl
n2 |D̂(F (k,l), Pθkl

)−D(F (k,l), Pθkl
)| > ϵ

)
≤ C1e

−C2nϵ
2

(*)

where C1 and C2 are two strictly positive constants.
2. tn log(n)2

K →∞ as n→∞.

3. ∥F (c)− F (c∗)∥ P−→
n→∞

0⇒ 1
n∥c− c∗∥Pn

P−→
n→∞

0.

4. ρk ∈ [0, ρ], where ρ < 1 and is independent of n.
Putting c̃ = argmin

c
Q̂(c), we have with probability going to 1 as n goes to infinity

1
n
∥c̃− c∗∥Pn

→ 0. (4.76)

Thus, when the number of blocks increases with the number of nodes and that the proportion of blocks with
dependency is not too high, our method can still recover the wanted latent partition. The fact that the number
of blocks has to grow to ensure recovery is not surprising. Indeed, as it grows, the proportion of the network
on which misspecifications arise compared to SBM reduces.

Influence Function

Another approach to analyze the robustness properties of an estimator is to look at its influence function
(Huber and Ronchetti, 2009). This consists in looking at the effect on the estimator of a small change in the
data distribution. More precisely, denoting T(F ) an estimator under distribution F , the influence function of
T is defined as

IF (F,G) = limt→0+
T((1− t)F + tG)−T(F )

t
(4.77)

where G = δx for some x and t ∈ (0, 1).
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First, we consider the case where the partition c is known. In this case, assuming that the estimator is
uniquely defined, we have

T (F )kl = argminθkl
D

∑
ij

cikcjl
nknl

Kh ∗ Fij , Pθkl

 (4.78)

To derive the influence function, we can use the same approach as the one used in the case of M-estimation
(Huber and Ronchetti, 2009). This uses the fact that T (F )kl is defined as the solution in θkl of

∂

∂θkl
D

∑
ij

cikcjl
nknl

Kh ∗ Fij , Pθkl

 = 0T (4.79)

In case of γ-divergence, this becomes

0T =
∫
∇θpT(F )kl

∑
ij

cikcjl
nknl

Kh ∗ Fij

γ

p−γ
T(F )kl

(4.80)

for all k, l.
Then putting the distribution (1− t)F + tG in place of F and taking the derivative in t, leads to

0T =
∑
kl

nknl
n2

∫
(∇tT((1− t)F + tG))klHθpT((1−t)F+tG)kl

∑
ij

cikcjl
nknl

Kh ∗ ((1− t)Fij + tGij)

γ

p−γ
T((1−t)F+tG)kl

+

γ

∫
∇θpT((1−t)F+tG)kl

∑
ij

cikcjl
nknl

Kh ∗ (Gij − Fij)

∑
ij

cikcjl
nknl

Kh ∗ ((1− t)Fij + tGij)

−γ

pγ−2
T((1−t)F+tG)kl

+

− γ
∫

(∇tT((1− t)F + tG))kl∇θpT((1−t)F+tG)kl
∇θpTT((1−t)F+tG)kl

pγ−3
T((1−t)F+tG)kl

∑
ij

cikcjl
nknl

Kh ∗ ((1− t)Fij + tGij)

−γ−1

.

(4.81)
Arranging the terms and taking t→ 0+,

IFkl(F,G) = A−1
kl

∫
∇θpT(F )kl

∑
ij

cikcjl
nknl

Kh ∗ (Gij − Fij)

∑
ij

cikcjl
nknl

Kh ∗ Fij

γ−1

p−γ
T(F )kl

(4.82)

where Akl is assumed to be invertible and defined as

Akl =
∫ (∇θpT(F )∇θpTT(F )

pT(F )
− 1
γ
HθpT(F )

)∑
ij

cikcjl
nknl

Kh ∗ Fij

γ

.p−γ
T(F )kl

(4.83)

Under the model, with c = c∗, we have Fij = Pkl for ci = k, cj = l and therefore, the influence function
simplifies to

IFkl(F,G) = A−1
kl

∫
∇θpT(F )kl

∑
ij

cikcjl
nknl

Kh ∗ (Gij − Pkl)

 (Kh ∗ Pkl)γ−1
p−γ

T(F )kl
(4.84)

and

Akl =
∫ (∇θpT(F )∇θpTT(F )

pT(F )
− 1
γ
HθpT(F )

)
(Kh ∗ Pkl)γ p−γ

T(F )kl
. (4.85)

And in addition, replacing G by δ{0},

IFkl(F,G) = γA−1
kl

∫
∇θpT(F )kl

∑
ij

cikcjl
nknl

(Kh(x0)−Kh ∗ Pkl)

 (Kh ∗ Pkl)γ−1
p−γ

T(F )kl
. (4.86)

Remark 4.16. In this case, assuming that h→ 0, this influence function shares some similarities with the one
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of (Toma and Broniatowski, 2011) and (Al Mohamad, 2018). Indeed, in such cases, Akl becomes

Akl = I(θ)− 1
γ
Jpθ

(4.87)

where Jpθ
is the matrix of second derivative of pθ regarding θ and I(θ) is the Fisher information matrix for

θ = θkl, 1 ≤ k, l ≤ K. Also
IF (F,G) = A−1∇pθ(x0)

pθ(x0) . (4.88)

The influence function derived by (Toma and Broniatowski, 2011) and (Al Mohamad, 2018) are respectively of
the form

I(θ)−1∇pθ(x0)
pθ(x0) and

(
I(θ) + 1

γ − 1Jpθ

)−1 ∇pθ(x0)
pθ(x0) . (4.89)

On the other hand, looking at the influence function of the partial likelihood, we can derive the influence
function directly. This criterion can be written as∑

kl

∑
ij

cikcjl
n2 logPθkl

(Wij) . (4.90)

For sake of simplicity, we consider the case where Pθ correspond to the density of a Gaussian with mean θ and
variance σ2. Thus, in its theoretical form, we have

T (F )kl = argminθ
∑
ij

cikcjlE[logPθkl
(Wij)]

= argminθ
∑
ij

cikcjlE[− 1
2σ2 (Wij − θ)2]

=
∑
ij

cikcjl
nknl

EFij [Wij ]

(4.91)

Then considering Gij = δ{xij}, the influence function of the profile likelihood is given by

IFkl(F,G) = lim
t→0

T ((1− t)F + tG)kl − T (F )kl
t

=
∑
ij

cikcjl
nknk

xij (4.92)

which as for the divergence cases depends on the outliers x and the difference between c and c∗.
With this equation, we clearly see that if the value xij → ∞, the influence function is divergent and thus

the estimator is not robust (Toma and Broniatowski, 2011).
We also consider the case of the estimator derived from the BHHJ divergence given in equation (4.47). We

can repeat the same analysis, leading to

0T =
∑
ij

cikcjlEFij [∇θpT (F )(Wij)pT (F )(Wij)a−1] . (4.93)

Again, replacing F by (1− t)F + tG and taking the derivative regarding t leads to

0T =
∑
ij

cikcjlEFij−Gij [∇θpT ((1−t)F+tG)p
a−1
T ((1−t)F+tG)]+∑

ij

cikcjlE(1−t)F+tG[(a− 1)∇θpT ((1−t)F+tG)∇θpTT ((1−t)F+tG)p
a−2
T ((1−t)F+tG)∇tT((1− t)F + tG)]+

∑
ij

cikcjlE(1−t)F+tG[HθpT ((1−t)F+tG)p
a−1
T ((1−t)F+tG)∇tT((1− t)F + tG)] .

(4.94)

Rearranging the terms and taking t→ 0, leads to

IFkl(F,G) = A−1
kl

∑
ij

cikcjl

∫
∇θpθkl

(Wij)pθkl
(Wij)a−1d(Fij −Gij) (4.95)

where
Akl =

∑
ij

cikcjlEFij
[(1− a)∇θpθkl

(Wij)pθkl
(Wij)a−1 +Hθpθkl

(Wij)pθkl
(Wij)] . (4.96)
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In general, the Influence Function is used to see the potential impact of outliers in the data. However, here
because of the graph structure, it can also be used to recover the results of the previous section, allowing a
proportion of edges to be misspecified. Going back to equation (4.82) and assuming that for a fraction 1− ϵ of
the pairs (i, j), Gij = Fij , we have that

IFkl(F,G) = A−1
kl

∫
∇θpT(F )kl

 ∑
ij:Gij ̸=Fij

cikcjl
nknl

Kh ∗ (Gij − Fij)

∑
ij

cikcjl
nknl

Kh ∗ Fij

γ−1

p−γ
T(F )kl

(4.97)

Denoting by g the upper bound of
∫
∇θpT(F )kl

Kh∗(Gij−Fij)
(∑

ij
cikcjl

nknl
Kh ∗ Fij

)γ−1
p−γ

T(F )kl
for the ij : Gij ̸=

Fij , it leads to

IFkl(F,G) ≤ A−1
kl g

 ∑
ij:Gij ̸=Fij

cikcjl
nknl

 ≤ ϵA−1
kl g . (4.98)

In particular, if the influence function associated to G is bounded, i.e. A−1g is bounded, then the influence
function is bounded and in particular, allowing a constant fraction of misspecified edges does not change this
result.

4.2.7 Conclusion
In this paper, we generalized a criterion recently proposed by (Ferraris, 2024) for estimation in SBM using

divergences. Our generalization allows, on the one hand, not to be limited to the case where the weights of the
edges in the graphs are discrete with a finite number of values but to consider weights with continuous laws.
On the other hand, where the initial result is limited in the results to the Cressie-Read divergences, we consider
the case of φ-divergences in a fairly general way, the BHHJ divergences as well as the Cramér divergences. For
these different criteria, we demonstrate the convergence of the estimators without limiting ourselves to cases
where the model is truly a block model. In the case where the data come from a block model, we show that the
criterion then corresponds well to the latent partition and the parameters of the laws in the blocks.

To optimize these criteria and calculate the associated estimators, we propose an optimization algorithm
based on a relaxed version of the problem. We demonstrate that our algorithm converges to a local minimum
of the criterion despite it being non-convex. Furthermore, we calculate the complexity of the criterion and show
that in particular for the divergence of BHHJ, the complexity of our algorithm is similar to that of algorithms
in the literature. Furthermore, to make the method comparable to likelihood, we propose, depending on the
divergence used, a model selection criterion to determine the number of blocks.

Finally, the introduction of divergences rather than using likelihood is motivated by a gain in robustness,
for example to outlier values. By generalizing the results of (Makarychev et al., 2016), we demonstrate that the
criterion is naturally robust to certain bad specifications of the edges and the assumption of independence of
the weights conditional on the partition. Finally, we calculate the influence function for different divergences,
the latter containing information on the robustness of the divergences. We show that the criterion has the same
robustness properties as the chosen divergence. In particular, we illustrate this in the case of a Gaussian model
with normal to illustrate the gain in comparison to the likelihood.

This work leaves several perspectives. Indeed, the proposed optimization algorithm does not converge
towards a global optimum and can be very slow depending on the divergence chosen. A first avenue for
improvement will be to look for an optimization method with better convergence properties or, failing that,
which is faster whatever the divergence chosen.

In addition, the method aims to be able to be used in the presence of bad specifications, it is important to
be able to test using the criterion whether the model is adapted to the data. This is the case, for example,
for the likelihood ratio in SBM models (Y. X. R. Wang and P. J. Bickel, 2017) or even in the case of certain
divergences (Broniatowski and Keziou, 2009). One perspective would therefore be to better understand the
asymptotic properties of the criterion to be able to construct tests. Furthermore, this knowledge coupled with
an in-depth study of the criterion bias could make it possible to refine the model selection criterion proposed
in this article.

4.2.8 Proofs of the Theoretical Properties Section
Proofs of Theoretical Properties

Proof of theorem 4.3. First, we show that the criterion and a mean version of it are asymptotically close. Then
we show that this implies that the argmin of the criterion is close to the true partition of the data.
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Step 1:

|Q̂c(c)−Qc(c)| =

∣∣∣∣∣∣
∑
k≤l

nkl
n2

(
inf
θkl

D(F̂ (k,l), Pθkl
)− inf

θkl

D(p(k,l), Pθkl
)
)∣∣∣∣∣∣

≤
∑
k≤l

nknl
n2 sup

θkl

∣∣∣D(F̂ (k,l), Pθkl
)−D(p(k,l), Pθkl

)
∣∣∣ .

(4.99)

So using a union bound, it gives for all ϵ > 0

P
(

max
c
|Q̂c(c)−Qc(c)| > ϵ

)
≤
∑

c

P

(∑
kl

nknl
n2 sup

θkl

∣∣∣D̂(F (k,l), Pθkl
)−D(F (k,l), Pθkl

)
∣∣∣ > ϵ

)
. (4.100)

By hypothesis, for any n > nϵ,

P
(

max
c
|Q̂c(c)−Qc(c)| > ϵ

)
≤ C1K

ne−C2
n2
Kβ ϵ

2
. (4.101)

Then, if n
Kβlog(K) →∞ this goes to 0 as n goes to infinity.

Now that we have bounded the distance between the empirical criterion and its mean version, we can study
the properties of the optimal partition.

The second step of the proof is the same as the step 2 in the proof of the Theorem 4.1 of (Zhao et al., 2012).
□

Proof of theorem 4.4. Here, we work with probability going to 1.
From the proof of theorem 4.3 we have that supθ|Q̂(c̃,θ)−Q(c∗,θ)| P→ 0 and ∥F (k,l)(c̃)− F (k,l)(c∗)∥1

P→ 0.
Thus, we have

supθ|Q̂(c̃, θ̃)−Q(c∗,θ∗)| P→ 0 . (4.102)

Applying Theorem 5.7 of (Van der Vaart, 1998) gives the result. □

Proof of proposition 4.3 . We proceed by contraposition, i.e. we want to show that if 1
n |c−c∗| does not converge

in probability to 0, then ∥F (k,l)(c)− F (k,l)(c∗)∥ does not converge in probability to 0.
So assuming that 1

n |c − c∗| does not converge in probability to 0, there exist ϵ > 0 and nϵ such that
1
nϵ
|c− c∗| > ϵ. Thus, there exists a node i with c∗

i. ̸= ci.. Without loss of generality we can assume that there
exists k′ ̸= k so that cik′ = c∗

ik′ − ϵik = 1− ϵik and cik = c∗
ik + ϵik = ϵik with ϵik > 0. In other words, it means

that we have moved the node i from class k′ to class k. By identifiability conditions, there exists l such that
Pk′l ̸= Pkl. Then if k ̸= l,

F (k,l)(c) =
∑
jj′

(cjkcj′l)
n2
k

P(Xjj′ ≤ x)

= (cikcil)
nknl

P(Xii ≤ x) +
∑
j ̸=i

(cjkcil)
nknl

P(Xji ≤ x) +
∑
j′ ̸=i

(cikcj′l)
nknl

P(Xij′ ≤ x) +
∑

j ̸=i,j′ ̸=i

(cjkcj′l)
nknl

P(Xjj′ ≤ x)

= (c∗
ikc

∗
il)

n2
k

P(Xii ≤ x)− (ϵikc∗
il)

nknl
P(Xii ≤ x) +

∑
j ̸=i

(
c∗
jkc

∗
il

)
nknl

P(Xji ≤ x)+

∑
j′ ̸=i

(
c∗
ikc

∗
j′l

)
nknl

P(Xij′ ≤ x)−
∑
j′ ̸=i

(
ϵikc

∗
j′l

)
nknl

P(Xij′ ≤ x) +
∑

j ̸=i,j′ ̸=i

(
c∗
jkc

∗
j′l

)
nknl

P(Xjj′ ≤ x)

=
∑
j,j′

(
c∗
jkc

∗
j′l

)
nknl

P(Xjj′ ≤ x)−
∑
j′

(
ϵikc

∗
j′l

)
nknl

P(Xij′ ≤ x)

= n∗
kn

∗
l

nknl
P (k,l)(x)− ϵikn

∗
l

nknl
P (k′,l)(x) .

(4.103)
This corresponds to a mixture of distributions P (k,l) and P (k′,l) which by the identifiability condition are

different. So ∥F (k,l)(c) − F (k,l)(c∗)∥ > 0 and ∥F (c) − F (c∗)∥ > 0. This implies that the contraposition is
true. □
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Proof of theorem 4.5. We start by the case 1.
Note that we do not look for tight constants in the concentration inequalities we derived here.
Let µ̂ =

∑
kl
nknl

n2 ∥F̂ (k,l) − F (k,l)∥∞ = g((Xij)ij) By definition of ∥F̂ (k,l) − F (k,l)∥∞ if we change the value
of one Xij , the value of ∥F̂ (k,l) − F (k,l)∥∞ will change by at most 1

nknl
so finally g((Xij)ij) can change at most

by 2K
n2 .
Then by McDiarmind’s Inequality (H. Zhang and S. X. Chen, 2021), for any ϵ > 0,

P(µ̂ ≥ ϵ+ µ) ≤ e− 1
2 ϵ

2 n2
K2 (4.104)

where µ = E[µ̂].
Moreover, using that µ ≤

∑
kl
nknl

n2
c√
nknl

leads, combined with the Cauchy-Schwartz inequality, to

µ ≤ c

√√√√(∑
kl

nknl

)(∑
kl

1
n4

)
= c

K

n
. (4.105)

Thus let ϵ > cKn ≥ µ,
P(µ̂ ≥ ϵ) ≤ e− 1

2 (ϵ−µ)2 n2
K2

= exp
(
−ϵ

2n2

2K2 + µ
ϵn2

K2 −
µ2n2

K2

)
≤ exp

(
−ϵ

2n2

2K2 + c
K

n

ϵn2

K2

)
= exp

(
−ϵ

2n2

K2

(
1− cK

nϵ

))
.

(4.106)

Thus, if nϵ
K →∞, 1− cKnϵ ≥ 2. As sufficient condition is then to take ϵ > Klog(n)

n .
Now we look at case 2.
Following Devroye (Devroye, 1983), we have that for any ϵ > 0, there exists a function g so that g(x) → 0

as x → 0 and for any k, l that there exists positive constants Lkl, Rkl and Ckl, and a partition Ψkl in disjoint
intervals of R such that

∫
|f̂ (k,l)
hkl
− f (kl)| ≤ Lklϵ+ g(hkl)+

Ckl

 ∑
Bkl∈Ψkl,Bkl∩B(0,Rkl )̸=∅

|F̂ (k,l)(Bkl)− F (k,l)(Bkl)| +(
F̂ (k,l)(B(0, Rkl)c)− F (k,l)(B(0, Rkl)c)

))
(4.107)

with B(0, Rkl) the ball of center 0 and of radius Rkl.
Thus, denoting C = maxklCkl, and L = maxklLkl∑

kl

nknl
n2

∫
|f̂ (k,l)
hkl
− f (kl)| ≤ Lϵ+ g((hkl)kl)+

C
∑
kl

nknl
n2

 ∑
Bkl∈Ψkl,Bkl∩B(0,Rkl )̸=∅

|F̂ (k,l)(Bkl)− F (k,l)(Bkl)| +(
F̂ (k,l)(B(0, Rkl)c)− F (k,l)(B(0, Rkl)c)

))
.

(4.108)

If we want to prove (*), assuming that the hkl are small enough so that g((hkl)kl) = O(ϵ), we just have to look
at the term on the second line.
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First noticing that∑
kl

nknl
n2

(
F̂ (k,l)(B(0, Rkl)c)− F (k,l)(B(0, Rkl)c

)
=
∑
kl

1
n2

∑
ij

(I(Xij ∈ B(0, Rkl)c)cikcjl − E[I(Xij ∈ B(0, Rkl)c)cikcjl])

= 1
n2

∑
ij

∑
kl

(I(Xij ∈ B(0, Rkl)c)cikcjl − E[I(Xij ∈ B(0, Rkl)c)cikcjl])

= 1
n2

∑
ij

∑
kl

(
I(Xij ∈ B(0, Rcicj )c)cikcjl − E[I(Xij ∈ B(0, Rci,cj )c)cikcjl]

)
= 1
n2

∑
ij

(
I(Xij ∈ B(0, Rcicj

)c)− E[I(Xij ∈ B(0, Rci,cj
)c)]
)

.

(4.109)

So since the Xij are independent, by Hoeffding inequality (H. Zhang and S. X. Chen, 2021), we have that

P(|
∑
kl

nknl
n2

(
F̂ (k,l)(B(0, Rkl)c)− F (k,l)(B(0, Rkl)c)

)
| > ϵ) ≤ 2e−2n2ϵ2

. (4.110)

Now we look at
∑
kl
nknl

n2

∑
Bkl∈Ψkl,Bkl∩B(0,Rkl )̸=∅ |F̂ (k,l)(Bkl)− F (k,l)(Bkl)|

Let Akl = {Bkl|Bkl ∈ Ψkl, Bkl ∩B(0, Rkl), F̂ (k,l)(Bkl)− F (k,l)(Bkl) ≥ 0}.∑
kl

nknl
n2

∑
Bkl∈Ψkl,Bkl∩B(0,Rkl )̸=∅

|F̂ (k,l)(Bkl)− F (k,l)(Bkl)|

=
∑
kl

nknl
n2

∑
A⊂Akl

F̂ (k,l)(A)− F (k,l)(A)

−
∑

A⊂Ac
kl

F̂ (k,l)(A)− F (k,l)(A)

= 1
n2

∑
ij

∑
kl

∑
A⊂Akl

I(Xij ∈ A)cikcjl − E[I(Xij ∈ A)cikcjl]

− 1
n2

∑
ij

∑
kl

∑
A⊂Ac

kl

I(Xij ∈ A)cikcjl − E[I(Xij ∈ A)cikcjl]

= 1
n2

∑
ij

∑
A⊂Aci,cj

I(Xij ∈ A)− E[I(Xij ∈ A)]

− 1
n2

∑
ij

∑
A⊂Ac

cicj

I(Xij ∈ A)− E[I(Xij ∈ A)] .

(4.111)

It is possible to analyze the two sums in the same way. The set Aci,cj can have at most O(h−1
ci,cj

) ≤ O(h−1)
terms,

So,

1
n2

∑
ij

∑
A⊂Aci,cj

I(Xij ∈ A)− E[I(Xij ∈ A)] ≤ maxklmaxA⊂Akl

1
n2

∑
ij

I(Xij ∈ A)− E[I(Xij ∈ A)]


≤ 2LK

2/hP

 1
n2

∑
ij

I(Xij ∈ A)− E[I(Xij ∈ A)] > ϵ


≤ 2LK

2/he− 2
L2 ϵ

2n4h2

= e
−ϵ2n2

(
2

L2 n
2h2−Llog(2) K2

n2hϵ2

)
.

(4.112)

By hypothesis, n4h3

K2 → ∞, thus for n large enough,
(

2
L2n

2h2 − L2 K2

n2hϵ2

)
> 0, which gives the desired

result. □

Proof of corollary 4.5.1. Let f, p, q be three probability densities.
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Since the function φ is Lipschitz,

|D(p, q)−D(f, q)| =
∫
q|φ
(
p

q

)
− φ

(
f

q

)
|

≤
∫
qL

∣∣∣∣pq − f

q

∣∣∣∣
= L

∫
|p− f | .

(4.113)

If the divergence is γ-Hölder we have from the Hölder inequality,

|D(p, q)−D(f, q)| =
∫
q

∣∣∣∣φ(pq
)
− φ

(
f

q

)∣∣∣∣
≤
∫
qL

∣∣∣∣pq − f

q

∣∣∣∣γ
= L

∫
q1−γ |p− f |γ

≤ L
(∫

q

)1−γ (∫
|p− f |

)γ
= L

(∫
|p− f |

)γ
.

(4.114)

Thus∣∣∣∣∣∑
kl

nknl
n2

(
D(F̂ (k,l), G(k,l))−D(F (k,l), G(k,l))

)∣∣∣∣∣ ≤∑
kl

nknl
n2

∣∣∣D(F̂ (k,l), G(k,l))−D(F (k,l), G(k,l))
∣∣∣

≤
∑
kl

nknl
n2 ∥F̂

(k,l) − F (k,l)∥γ1L .

(4.115)

Since x 7→ xγ is concave,∣∣∣∣∣∑
kl

nknl
n2

(
D(F̂ (k,l), G(k,l))−D(F (k,l), G(k,l))

)∣∣∣∣∣ ≤ L
(∑

kl

nknl
n2 ∥F̂

(k,l) − F (k,l)∥1

)γ
. (4.116)

Then using result 2 of the theorem 4.5 gives the result.
□

Proof of Proposition 4.5. The proof relies on the McDiarmind’s inequality. Assuming we have a random matrix
W . To use the McDiarmind’s inequality, we look at the influence of the change of the value of Wi′j′ from t to
t′. Denote W̃ the matrix such that W̃ij = Wij for all (i, j) ̸= (i′, j′) and Wi′j′ = t′.

Thus using that φ is Lipschitz (as it is γ-Hölder γ ∈ (0, 1]), there exists a constant L1 > 0 such that

∣∣∣Q̂c(c; W )− Q̂c(c; W̃ )
∣∣∣ ≤∑

kl

nknl
n2

∑
t

L1

∣∣∣∣∣∣
∑
ij

cikcjl
nknl

(I(Wij = t)− I(W̃ij = t)

∣∣∣∣∣∣
= L1

∑
kl

1
n2

∣∣∣∣∣∣
∑
ij

cikcjl(I(Wij = t)− I(W̃ij = t))

∣∣∣∣∣∣+

∣∣∣∣∣∣
∑
ij

cikcjl(I(Wij = t′)− I(W̃ij = t′))

∣∣∣∣∣∣


= L1
∑
kl

1
n2

[
|ci′kcj′lI(Wi′j′ = t)|+

∣∣ci′kcj′lI(W̃i′j′ = t′)
∣∣]

= 2L1
∑
kl

cikcjl
n2

= 2L1

n2 .

(4.117)
Thus, we have for any ϵ > 0,

P(|Q̂c(c; W )− E[Q̂c(c; W )]| > ϵ) ≤ 2e
n2ϵ2
2L2

1 . (4.118)
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To conclude, we have to show that E[Q̂c(c; W )] is close to Qc(c; W ). We have

∣∣∣E[Q̂c(c; W )]−Qc(c; W )
∣∣∣ ≤∑

kl

nknl
n2

∑
t

g(k,l)(t)E
[∣∣∣∣∣φ

(
F̂ (k,l)(t)
g(k,l)(t)

)
− φ

(
F (k,l)(t)
g(k,l)(t)

)∣∣∣∣∣
]

≤
∑
kl

nknl
n2

∑
t

E
[∣∣∣F̂ (k,l)(t)− F (k,l)(t)

∣∣∣]

≤
∑
kl

nknl
n2

∑
t

√
E

[(
F̂ (k,l)(t)− F (k,l)(t)

)2
]

=
∑
kl

nknl
n2

∑
t

StandardDeviation(F̂ (k,l)(t))

=
∑
kl

nknl
n2

∑
t

√
F (k,l)(t)(1− F (k,l)(t))

nknl

≤
∑
kl

√
nknl
n2

≤ K

n

(4.119)

where the last line comes from the Cauchy-Schwartz inequality.
Therefore, for any ϵ > 0, there exists nϵ such that for any n ≥ nϵ,

P(|Q̂c(c; W )−Qc(c; W )]| > ϵ) ≤ 2en2ϵ2
2 . (4.120)

□

Proof of corollary 4.5.2. The first part is the same as in the proof of corollary 4.5.1. Therefore, we just have to
study the consistency of the kernel estimator.

In case of the Gamma kernel, the definition

fn(x) = 1
n

n∑
i=1

G(Xi,
x

h
+ 1, h) . (4.121)

The Beta kernel estimator is defined by

fn(x) = 1
nh

n∑
i=1

B(Xi,
x

h
+ 1, x

h
+ 1) . (4.122)

We show the analysis of the Beta kernel, the case of Gamma can be achieved with the same steps.
We want to study the concentration properties of ∥fn − f∥1. To do so, we look at each term∫

|fn(x)− f(x)|dx ≤
∫
|fn(x)− E[fn(x)]|dx+

∫
|E[fn(x)]− f(x)|dx . (4.123)

Following (Bouezmarni and Rolin, 2003), the second term in the upper bound (4.123) is a sequence that
converges toward 0 as n goes to infinity. Denoting δn this sequence, we thus have for any ϵ > 0,

P(
∫
|fn(x)− f(x)|dx > δn + ϵ) ≤ P(

∫
|fn(x)− E[fn(x)]|dx > ϵ) (4.124)

So we have to look at the first term of (4.123). We have

|fn(x)−E[fn(x)]| =
∫
B(t, x

h
+1, 1− x

h
+1)d(Fn(t)−F (t)) =

∫
(Fn(t)−F (t))dB(t, x

h
+1, 1− x

h
+1) . (4.125)

So ∫
|fn(x)− E[fn(x)]|dx ≤ ∥Fn − F∥∞

∫
dx

∫ ∣∣∣∣dB(t, x
h

+ 1, 1− x
h

+ 1)
∣∣∣∣ . (4.126)

So if we can show that
∫
dy
∫ ∣∣dK(t, xh ,

1−x
h )
∣∣ is bounded, this allows us to apply the result 1 of theorem 4.5.

And it concludes the proof.
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dB(t, x
h

+ 1, 1− x
h

+ 1) = 1
β(xh + 1, 1−x

h + 1)
t

x
h −1(1− t)

1−x
h −1

(
1− x
h

t− x

h
(1− t)

)
=

β(xh ,
1−x
h )

β(xh + 1, 1−x
h + 1)

1
β(xh ,

1−x
h )

t
x
h −1(1− t)

1−x
h −1

(
1− x
h

t− x

h
(1− t)

)
=

β(xh ,
1−x
h )

β(xh + 1, 1−x
h + 1)

1
β(xh ,

1−x
h )

t
x
h −1(1− t)

1−x
h −1

(
t− x
h

)
= h(1 + h)
x(1− x)

1
β(xh ,

1−x
h )

t
x
h −1(1− t)

1−x
h −1

(
t− x
h

)
= h(1 + h)
y(1− y)

1
β( yh ,

1−y
h )

t
x
h −1(1− t)

1−x
h −1

(
t− x
h

)
.

(4.127)

Noticing that if Z ∼ B(xh ,
1−x
h ), then E[Z] = x and V ar(Z) = x(1−x)h

1+h , we have that∫
|dB(t, x

h
+ 1, 1− x

h
+ 1)| = h

V ar(Z)E[|Z − E[Z]|] . (4.128)

By Jensen Inequality, it is well-known that E[|Z − E[Z]|] ≤
√
V ar(Z), so∫

|dB(t, x
h

+ 1, 1− x
h

+ 1)| ≤ h√
V ar(Z)

= 1 + h√
x(1− x)

. (4.129)

Therefore, if this upper bound is integrable, we have our bound.∫ 1

0

1 + h√
x(1− x)

dx =
∫ 1/2

0

1 + h√
x(1− x)

dx+
∫ 1

1/2

1 + h√
x(1− x)

dx

=
∫ 1/2

0

(1 + h)
√

2√
x

dx+
∫ 1

1/2

(1 + h)
√

2√
(1− x)

dx

= 2
√

2(1 + h)
∫ 1/2

0

dx√
x
≤ 2(1 + h) .

(4.130)

As h→ 0, for n large enough, h ≤ 1 and so finally∫
|fn(x)− E[fn(x)]|dx ≤ 4∥Fn − F∞∥ . (4.131)

So we have for n large enough that (*) is satisfied using case of theorem 4.5. □

Proof of proposition 4.6. A function of one parameter is convex if it second derivative is positive. Thus, we
show that this condition implies that the second derivative is positive.

We have that for any x and θ, ṗθ(x) = x−θ
σ2 pθ(x) and p̈θ(x) = pθ(x)(−1 +

(
x−θ
σ2

)2. Before continuing, we
need to compute the second derivative Hθ. To do so

d2Dγ(θ)
∂θ2 = 1

γ − 1

∫
p̈θ

[(
pθ
p

)γ−1
− 1
]

+
∫

(ṗθ)2pγ−2
θ p1−γ

= 1
1− γ

∫
p̈θ −

1
1− γ

∫
p̈θ

(
pθ
p

)γ−1
+
∫

(ṗθ)2pγ−2
θ p1−γ

= 1
1− γ

∫
p̈θ
pθ
pθ −

1
1− γ

∫
p̈θ
pθ
pγθp

1−γ +
∫ (

ṗθ
pθ

)2
pγθp

1−γ .

(4.132)
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Thus, we have

Hθ = 1
1− γ

[∫ (
−1 +

(
x− θ
σ2

)2
)
pθ −

∫
pγθp

1−γ

(
−1 +

(
x− θ
σ2

)2
)

+ (1− γ)
∫
pγθp

1−γ
(
x− θ
σ2

)2
]

= 1
1− γ

∫ [
−pθ + pγθp

1−γ]+ 1
1− γ

∫
pγθ

(
x− θ
σ2

)2 [
p1−γ
θ − p1−γ + (1− γ)p1−γ

]
= γDγ(Pθ, F ) + 1

1− γ

∫
pγθ

(
x− θ
σ2

)2
p1−γ
θ − γ

1− γ

∫
pγθ

(
x− θ
σ2

)2
p1−γ

= γDγ(Pθ, F ) + 1
σ2(1− γ) −

γ

1− γ

∫
pγθ

(
x− θ
σ2

)2
p1−γ .

(4.133)
The second term of the last equation comes from the fact that the integral corresponds to the variance of pθ.

Using the Hölder inequality, we have

−γσ
−4

1− γ

∫
pγθ (x− θ)2

p1−γ ≥ −γσ
−4

1− γ

(∫
p (x− θ)2

)1−γ (∫
pθ (x− θ)2

)γ
= −γσ

−4

1− γ σ
2γ
(∫

p(x− θ)2
)1−γ

= −γσ
−4

1− γ σ
2γ (Ep[X2]− 2θEp[X] + θ2)1−γ

= −γσ
−4

1− γ σ
2γ (Vp[X] + (θ − Ep[X])2)1−γ

.

(4.134)

Thus
Hθ ≥

1
σ2(1− γ) + γDγ(Pθ, F )− γ

1− γ σ
2(γ−1)−2 (Vp[X] + (θ − Ep[X])2)1−γ

. (4.135)

As the divergence term is always positive, this gives the result. □

Proof of proposition 4.7. Using properties of mixture distributions,

Vp[X]
σ2 +

(
Ep[X]− θ

σ

)2
=
[
(1− π)(σ2 + θ2) + π(σ2

δ + θ2
δ)− ((1− π)θ + πθδ)2 + π2θ2

δ

]
= (1− π)σ2 + (1− π)θ2 + πσ2

δ + πθ2
δ − (1− π)2θ2 − 2π(1− π)θθδ − π2θ2

δ + π2θ2
δ

= (1− π)σ2 + πσ2
δ + π(θ − θδ)2 + 2π2θθδ

≤ (1− π)σ2 + πσ2
δ + π(1 + π)(θ − θδ)2 .

(4.136)
□

Proof of proposition 4.8. First, we study the concentration properties of the criterion for a given partition c.
Using that ∣∣∣infθQ̂c(c,θ)− infθQc(c,θ)

∣∣∣ ≤ 2supθ

∣∣∣Q̂c(c,θ)−Qc(c,θ)
∣∣∣ (4.137)

and as Qc and Q̂c are bounded, the sup exists. Let simply denotes it by θ.

∣∣∣Q̂c(c,θ)−Qc(c,θ)
∣∣∣ = supθ

∣∣∣∣∣∣
∑

kl

nknl
n2

∫
p1+a
θkl

(x)dx−
∑
kl

(
1 + 1

a

)∑
ij

cikcjl
n2 paθkl

(Wij)

 −
∑

kl

nknl
n2

∫
p1+a
θkl

(x)dx−
∑
kl

(
1 + 1

a

)∑
ij

cikcjl
n2 E[paθkl

(Wij)]

∣∣∣∣∣∣
=
(

1 + 1
a

)
supθ

∣∣∣∣∣∣
∑
kl

∑
ij

cikcjl
n2 E[paθkl

(Wij)]−
∑
kl

∑
ij

cikcjl
n2 paθkl

(Wij)

∣∣∣∣∣∣ .

(4.138)

Then as the pθ are bounded by M , so are the random variables paθkl
(Wij) (a ∈ (0, 1]). Thus using a weighted

version of the Hoeffding inequality (see for example (H. Zhang and S. X. Chen, 2021) proposition 3.3), it leads
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to

P
(∣∣∣Q̂c(c,θ)−Qc(c,θ)

∣∣∣ > ϵ | c∗
)
≤ 2exp

(
− 2ϵ2n4

M2 (
∑
ik c

2
ik)2

)
≤ 2exp

(
− 2ϵ2n4

M2 (
∑
ik cik)2

)
(4.139)

for any ϵ > 0. This leads to

P
(∣∣∣Q̂c(c,θ)−Qc(c,θ)

∣∣∣ > ϵ | c∗
)
≤ 2exp

(
−2ϵ2n2

M2

)
. (4.140)

Thus, assumption * is satisfied for β = 0. □

Proof of corollary 4.5.3. Noticing that x 7→ x2 is 2-Lipschitz on [−1, 1], we have

|D(F̂ , Pθ)−D(F, Pθ)| =
∣∣∣∣∫ (Fn − Pθ)2wθ −

∫
(F − Pθ)2wθ

∣∣∣∣
≤
∫ ∣∣wθ [(Fn − Pθ)2 − (F − Pθ)2]∣∣

≤ 2
∫
|wθ(Fn − F )|

≤ 2L∥Fn − F∥∞ .

(4.141)

Then we can use theorem 4.5 to conclude the proof.
□

Proof of corollary 4.5.4. We have that

|D(F̂ , Pθ)−D(F, Pθ)| = |supt|Fn(t)− Pθ(t)| − supt|F (t)− Pθ(t)||
≤ supt ||Fn(t)− Pθ(t)| − |F (t)− Pθ(t)||
≤ supt |Fn(t)− F (t)|
= ∥Fn − F∥∞ .

(4.142)

Then using case 1 of theorem 4.5 concludes the proof. □

Proof of the Optimization Section

Proof of proposition 4.9. By definition, Q̂c(ct,θt)− Q̂c(ct−1,θt−1) = Q̂c(ct,θt)− Q̂c(ct−1,θt) + Q̂c(ct−1,θt)−
Q̂c(ct−1,θt−1). By definition, the difference on the right is negative. We omit for now θt as it is fixed.

We have that the function Q̂c is β-smooth regarding ci., for all node i (this means that the gradient of the
function is β-Lipschitz). So we have from (Bubeck, 2015)

Q̂c(ct) ≤ Q̂c(ct−1) +
∑
i

∇iQ̂c(ct−1)T (ct,i. − ct−1,i.) + β
∑
i

∥ct,i. − ct−1,i.∥2 . (4.143)

Noticing that
ct,i. = argminq∈χ ∥q −

(
ci. − η∇iQ̂c(c)

)
∥2

= argminq∈χ 2η∇iQ̂(c)c
T

(q − ci.) + ∥q − ci.∥2

= argminq∈RK ∇iQ̂(c)c
T

(q − ci.) + ∥q − ci.∥2

2η + hχ(q)

(4.144)

where hχ(x) = 0 if x ∈ χ, +∞ otherwise. Since χ is a convex set, h is convex. And so ct,i. is defined as
the minimum of a non-differentiable convex function f . This means that 0 ∈ ∂f(ct,i.). And so, there exists
vi ∈ ∂h(ct,i.) such that

∇iQ̂(c)c + 1
η

(ct,i. − ct−1,i.) + vi = 0 . (4.145)

Thus combined with equation (4.143), it gives

Q̂c(ct) ≤ Q̂c(ct−1)−
∑
i

vTi (ct,i. − ct−1,i.)− ( 1
η
− β)∥ct,i. − ct−1,i.∥2 . (4.146)
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Noticing that by the definition of vi, −vTi (ct,i. − ct−1,i.) ≤ hχ(ct−1,i.)− hχ(ct,i.) = 0, so

Q̂c(ct) ≤ Q̂c(ct−1)− 1
η

(1− βη)∥ct,i. − ct−1,i.∥2 . (4.147)

Thus we have Q̂c(ct,θt) ≤ Q̂c(ct−1,θt−1)− 1
η (1− βη)∥ct,i. − ct−1,i.∥2. So each iteration decreases the criterion

with equality if and only if for all i, ∥ct,i. − ct−1,i.∥2 and so ∇iQn(c) + vi = 0.
Since χ is a compact set and that c,θ 7→ Q̂c(c,θ) is continuous and lower bounded, the sequence (ct,θt)t

converges to a limit c∗,θ∗. By definition, c∗ satisfies Proj(c∗
i. − η∇iQn(c∗)) = c∗

i., so it is a fixed point for the
update rule and so is θ. Moreover, for any i ∇iQ̂c(c∗,θ∗) + vi = 0, for some vi ∈ ∂hχ(c∗

i.).
This implies that c∗,θ∗ is a local optimum of the function c,θ 7→ Q̂c(c,θ). □

Proof of proposition 4.10. To demonstrate those results, we compute the derivative of the criterion in each case.
Before looking at each criterion separately, we consider the general form.

First, we compute the ∂pl,l′

∂cik
. We denote Kjj′ as one of {Kh(x−Xjj′), I(Xjj′ ≤ x)}.

p(l,l′) = 1
nln′

l

∑
jj′

cjlcj′l′Kjj′ . (4.148)

We have
∂pl,l′

∂cik
= −

∑
jj′

cjlcj′l′Kjj′

 ∂nlnl′

∂cik

1
(nlnl′)2 + ∂

∂cik

∑
jj′

cjlcj′l′Kjj′

 1
nlnl′

. (4.149)

We look at ∂
∂cik

(∑
jj′ cjlcj′l′Kjj′

)
. We writte∑

jj′

cjlcj′l′Kjj′ = cilcil′Kii (A)

+
∑
j ̸=i

cjlcil′Kji (B)

+
∑
j′ ̸=i

cilcj′l′Kij′ (C)

+
∑

j ̸=i,j′ ̸=i
cjlcj′l′Kjj′(D) .

(4.150)

Clearly, ∂(D)
∂cik

= 0. Moreover

∂(A)
∂cik

=


0 k ̸= l, k ̸= l′

2cikKii k = l = l′

cil′Kii k = l, k ̸= l′

cilKii k ̸= l, k = l′

(4.151)

∂(B)
∂cik

=



0 k ̸= l, k ̸= l′∑
j ̸=i

cjkKji k = l = l′

0 k = l, k ̸= l′∑
j ̸=i

cjl′Kji k ̸= l, k = l′

(4.152)

∂(C)
∂cik

=



0 k ̸= l, k ̸= l′∑
j′ ̸=i

cj′kKij′ k = l = l′

∑
j′ ̸=i

cj′l′Kij′ k = l, k ̸= l′

0 k ̸= l, k = l′

(4.153)
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and so

∂

∂cik

∑
jj′

cjlcj′l′Kjj′

 =



0 k ̸= l, k ̸= l′∑
j

cjkKji +
∑
j′

cj′kKij′ k = l = l′

∑
j′

cj′l′Kij′ k = l, k ̸= l′

∑
j

cjkKji +
∑
j′

k ̸= l, k = l′

. (4.154)

Denoting D(l,l′) =
∫
φ(p(l,l′)), which covers both φ-divergences and Cramér-von Mises discrepancies by using

φk,l(x) = (x−Pθkl
)wθkl

(for sake of simplicity, we focus on the case where the φ does not depend on the blocks,
but it remains true in the more general case). This gives,

∂D(l,l′)

∂cik
= 1
nlnl′

−∂(nlnl′)
∂cik

∫
p(l,l′)φ̇

(
p(l,l′)

)
+
∫  ∂

∂cik

∑
jj′

cjlcj′l′Kjj′

 φ̇
(
p(l,l′)

) . (4.155)

Now we can give the complete derivative of Q :

∂Qn
∂cik

= 2 ∂nk
∂cik

Dkk +

−∂(n2
k)

∂cik

∫
p(k,k)φ̇

(
p(k,k)

)
+
∫  ∂

∂cik

∑
jj′

cjkcj′kKjj′

 φ̇
(
p(k,k)

)
+
∑
l ̸=k

nlDlk +
∑
l ̸=k

−∂nlnk
∂cik

∫
p(l,k)φ̇

(
p(l,k)

)
+
∫  ∂

∂cik

∑
jj′

cjlcj′kKjj′

 φ̇
(
p(l,k)

)
+
∑
l′ ̸=k

nl′Dkl′ +
∑
l′ ̸=k

−∂nknl′
∂cik

∫
p(k,l′)φ̇

(
p(k,l′)

)
+
∫  ∂

∂cik

∑
jj′

cjkcj′l′Kjj′

 φ̇
(
p(k,l′)

)
=
∑
l

nlDlk +
∑
l′

nl′Dkl′ −

(∑
l

nl

∫
p(l,k)φ̇

(
p(l,k)

)
+
∑
l′

nl′

∫
p(k,l′)φ̇

(
p(k,l′)

))

+

∑
l

∫ ∑
j

cjlKji

 φ̇
(
p(l,k)

)
+
∑
l′

∫ ∑
j′

cj′l′Kij′

 φ̇
(
p(k,l′)

) .

(4.156)

In case where there is a symmetry between k and l, we have

∂Qn
∂cik

= 2

∑
l

nlDlk +
∑
l

∫ ∑
j

cjlKjiφ̇
(
p(l,k)

)−∑
l

nl

∫
p(l,k)φ̇

(
p(l,k)

) . (4.157)

This gives directly the result for the estimator using kernel density estimation. For each of the n×K, cik it
requires an integral of a sum of nK terms. Furthermore, it requires the calculation of the criteria Dlk thus the
computation is in n2K2 but requires computing several integrals.

In case of the Cramér-von Mises, we can go further to remove the integrals.
This is a bit more complex as a natural φ choice would be (x−1)2wθll′pθll′ . However, this time the function

depends on the block (l, l′). Taking this as function, however, does not change the previous calculation, except in
adding a terms wθll′pθll′ in each sums of equation (4.157). As, Kij(x) = I(Xij ≤ x) and φ(x) = (x−Pθkl

)2pθkl
,

this leads to,

∂Qn
∂cik

= 2

∑
l

nlDlk + 2
∑
l

∫ ∑
j

cjlKji

(P (l,k) − Pθlk

)
wθlk

− 2
∑
l

nl

∫
P (l,k)

(
P (l,k) − Pθlk

)
wθlk

 .

(4.158)
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To remove the integral, we replace the Kij by their expressions, we consider a block k, l.

Dk,l =
∫ ∑

ij

cikcjl
nknl

I(Xij ≤ x)− Pθkl
(x)

2

pθkl
(x)dx

=
∫ ∑

ij

(
cikcjl
nknl

I(Xij ≤ x)
)2

pθkl
(x)dx− 2

∫ ∑
ij

cikcjl
nknl

I(Xij ≤ x)Pθkl
(x)pθkl

(x)dx+
∫

(Pθkl
(x))2

pθkl
(x)dx

=
∑
ij

∑
i′j′

cikcjlci′kcj′l

(nknl)2 (1− Pθkl
(max{Xij , Xi′j′}))−

∑
ij

cikcjl
nknl

(
1− Pθkl

(Xij)2)+ 1
3

= 1
3 +

∑
ij

cikcjl
nknl

Pθkl
(Xij)2 −

∑
ij

∑
i′j′

cikcjlci′kcj′l

(nknl)2 Pθkl
(max{Xij , Xi′j′}) .

(4.159)
The same can be done with the equation of the gradient. From equation 4.157, using the particularity of the
Cramér-von Mises distance, where wθ = pθ,

∂Qn
∂cik

= 2

∑
l

nlDlk + 2
∑
l

∫ ∑
j

cjlI(Xji ≤ ·)

(P (l,k) − Pθlk

)
pθlk
− 2

∑
l

nl

∫
P (l,k)

(
P (l,k) − Pθlk

)
pθlk


= 2

∑
l

nlDlk + 2
∑
l

∫ ∑
j

cjlI(Xji ≤ ·)P (l,k) −
∑
j

cjlI(Xji ≤ ·)Pθlk

 pθlk
− 2

∑
l

nl

∫ (
P (l,k)2

−

P (l,k)Pθlk

)
pθlk

]
= 2

∑
l

nlDlk + 4
∑
l

∑
j

cjl

∫
I(Xji ≤ x)

∑
i′j′

ci′kcj′l

nknl
I(Xi′j′)pθkl

−

4
∑
l

∑
j

cjl ∈ I(Xij ≤ ·)Pθkl
pθkl
− 4

∑
l

nl

∫
(P (l,k)pθlk

+ 4
∑
l

nl

∫ ∑
i′j′

I(Xji ≤ ·)Pθlk
pθlk

= 2
∑

nlDlk + 4
∑
l,j

∑
i′,j′

cjl
ci′kcj′l

nknl
[1− Pθlk

(max{Xij , Xi′j′})]− 4
∑
l,j

cjl[1− Pθlk
(Xij)2]

− 4
∑
l

nl
∑

i′,j′ ,̃i,j

cikcjlci′kcj′l

(nknl)2 [1− Pθlk
(max{Xĩj , Xi′j′})] + 4

∑
l

nl
∑
i′j′

ci′kcjl
nknl

[1− Pθlk
(Xi′j′)2]

= 2
∑

nlDlk − 4
∑
l,j

∑
i′,j′

cjl
ci′kcj′l

nknl
Pθlk

(max{Xij , Xi′j′}) + 4
∑
l,j

cjlPθlk
(Xij)2

+ 4
∑
l

nl
∑

i′,j′ ,̃i,j

cĩkcjlci′kcj′l

(nknl)2 Pθlk
(max{Xĩj , Xi′j′})− 4

∑
l

nl
∑
i′j′

ci′kcj′l

nknl
Pθlk

(Xi′j′)2 .

(4.160)
Thus, the cost of removing the integrals in the formulation leads to a cost in K2n4. However, as we may

expect the cik to be sparse, in the sense that for a node i the number of values k such that cik ̸= 0 may be small.
Thus, it is probable that we can still improve the computation of the gradient, reducing then its algorithmic
complexity.

Note also that for both the kernel density-based divergence estimator and the Cramér-von Mises cases, the
complexity of the estimation of the model parameters at each step has the same complexity of optimizing K2

functions requiring n2 operations and defined by an integral.
Last, we now look at the criterion based on BHHJ divergence

nknl
n2

∫
p1+a
θkl
−
(

1 + 1
a

)∑
kl

nknl
n2

∑
ij

cikcjlpθkl
(Wij)a . (4.161)

It is easy to see that the gradient regarding cik requires only nK operations, thus in total corresponds to n2K2

simple operations. In addition, computing the criterion requires n2K2 iterations. □
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Proof of Model Selection Section

Proof of theorem 4.6.

Wθ̂ = Wθ∗ + (θ̂n − θ∗)Tψ(θ∗) + 1
2(θ̂n − θ∗)TB(θ∗)(θ̂n − θ∗) + o(∥θ̂n − θ∗∥2)

= Qθ∗ − (Qθ∗ −Wθ∗) + (θ̂n − θ∗)Tψ(θ∗) + 1
2(θ̂n − θ∗)TB(θ∗)(θ̂n − θ∗) + o(∥θ̂n − θ∗∥2)

P= Wθ∗ − (Qθ∗ −Wθ∗) + (θ̂n − θ∗)Tψn(θ∗) + 1
2(θ̂n − θ∗)T∇ψn(θ∗)(θ̂n − θ∗) + o(∥θ̂n − θ∗∥2)

= Qθ̂n
− (Qθ∗ −Wθ∗) + (θ̂n − θ∗)T∇ψn(θ̂n − θ∗) + o(∥θ̂n − θ0∥2)

= Qθ̂n
− (Qθ∗ −Wθ∗) + (θ̂n − θ∗)T∇ψ(θ̂n − θ∗) + o(∥θ̂n − θ∗∥2) .

(4.162)

The first line is the application of Taylor development, the third by hypothesis 2 and the penultimate line again
by Taylor development. Now taking the expectation and using hypothesis 3, gives

E[Wθ̂] = E[Qθ̂n
]−Bias(θ∗) + 1

n
E[NTB(θ∗)−1N ] . (4.163)

□

Proof of theorem 4.7. First, note that ∥θ̂n − θ∗∥2 → 0. Moreover since B(θ∗) = V (θ∗),

NTB(θ∗)N = N(0, B(θ∗))B(θ∗)−1N(0, B(θ∗)) = N(0, I)N(0, I) = χ2(p) . (4.164)

Moreover, by definition of the divergence Wθ∗ = 0. □

Proof of theorem 4.8.1. Under the model, f = pθ∗ so V (θ∗) −→
n→∞

I(θ∗) and B(θ∗) = I(θ0). So NTB−1N ∼
C ′′(0)χ2(p), which is uniformly integrable and E[χ2(p)] = p. Moreover, Wθ0 = 0. □

Proof of proposition 4.11. Under the model, we can rewrite Qθ∗ as
∫
φ( fn

f )f since pθ∗ = f . Moreover, the
estimator fn is independent of the model (pθ)θ∈Θ, so Qθ∗ is independent of the model and so is constant for
fixed n.

Moreover,

Bias(θ∗) = E[D(Fn, Pθ∗)]−D(F, Pθ∗) = E[D(Fn, Pθ∗)]−D(E[Fn], Pθ∗)+D(E[Fn], Pθ∗)−D(F, Pθ∗) . (4.165)

Using Jensen inequality and the fact that under the model D(F, Pθ∗) = 0, we have Bias(θ∗) ≥ 0.
For the difference on the right hand side, as φ is Hölder, a second order Taylor expansion gives

D(E[Fn], Pθ∗)−D(F, Pθ∗) ≤ L
∫
|E[fn(x)]− f(x)|γf(x)1−γdx

= L

∫
σ2γ
K h2γ

∫
|∇2f(x)|γf(x)1−γdx

= O(h2γ)

(4.166)

where σ2
K = 1

2
∫
x2K(x)dx.

For the difference on the left hand side, using that φ is Hölder and a normal approximation of the kernel
estimator leads to

E[D(Fn, Pθ∗)]−D(E[Fn], Pθ∗) ≤ L
∫
E[|fn(x)− E[fn(x)]|γ ]f1−γ(x)dx

= Lγ

∫ (
f(x)
nh

)γ
f1−γ(x)dx

= O((nh)−γ) .

(4.167)

Therefore, Bias(θ∗) ≤ O(h2γ) +O((nh)−γ). This upper bound is optimal when h = O(n1/3).
For the second part of the proposition, assuming that X has density 1

σp(
·−µ
σ ) implies that X d∼ µ+ σY , Y
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having for density p. We have

fn(µ+ σx) = f
(X)
h (µ+ σx) = 1

nh

n∑
i=1

K

(
µ+ σx−Xi

h

)

= 1
nh̃σ

n∑
i=1

K

(
x

h̃
+ µ−Xi

σh̃

)

= 1
nh̃σ

n∑
i=1

K

(
x− Yi
h̃

)
= 1
σ
f

(Y )
h̃

(x) .

And so

D(f (X)
h , fθ∗) =

∫
φ

(
f

(X)
h (x)σ
q(x−µ

σ )

)
1
σ
q

(
x− µ
σ

)
dx

=
∫
φ

(
f

(X)
h (xσ + µ)σ

q(x)

)
q(x)dx

=
∫
φ

(
f

(Y )
h̃

(x)
q(x)

)
q(x)dx

= D(f (Y )
h̃

, q) .

So clearly E[D(f (X)
h , fθ∗)] is a function of p, q and h̃ which is independent of µ and independent of σ if h̃ does

not depend on it. □

Proof of proposition 4.12.

Bias(θ) = E

[∫
(Fn(x)− Pθ(x))2wθ(x)dx

]
−
∫

(F (x)− Pθ(x))2wθ(x)dx

=
∫
E
[
(Fn(x)− Pθ(x))2]wθ(x)dx−

∫
(E[Fn(x)]− Pθ(x))2wθ(x)dx

=
∫
wθ(x)V ar(Fn(x))dx

= 1
n

∫
wθ(x)F (x)(1− F (x))dx .

(4.168)

Under the model, we have wθ = pθ = f . The bias can then be integrated and reduces to 1
6n , independently

of the value of θ. □

Proof of proposition 4.13. Recall that in this case, we consider the divergence between the target ditribution
(pk)k and the empirial distribution (π̂k)k, i.e. Dφ(p, π̂) =

∑
k π̂kφ

(
π̂k

pk

)
, with the convention 0× φ

( ·
0
)

= 0.
The bias term as the form E[Dφ(p, π̂)]− λ, where λ ≥ 0, and λ = 0 if and only if we are under the model.
Our model selction penalty thus has, under the model, the form

p
K2

n2 − E[Dφ(p, π̂)] . (4.169)

We start by giving an approximation of the bias term in case of discrete divergence under the model.
By the Taylor Lagrange theorem,

φ

(
π̂k
pk

)
= φ(1) + φ̇(1)

(
π̂k
pk
− 1
)

+ φ̈(ck)
(
π̂k
pk
− 1
)2

(4.170)

where ck is between 1 and pk

π̂k
. By definition of φ, φ(1) = 0 = φ̇(1) and φ̈(c) ≥ 0. Thus there exists some value

ak ≥ 0 such that φ
(
π̂k

pk

)
= ak

(
π̂k

pk
− 1
)2

.
Note that as π̂k

pk
converges in probability to 1, thus ak converges in probability to φ̈(1) as φ̈ is continuous.
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Therefore, with probability going to 1,

0 ≤ Bias = φ̈(1)E
[∑

k

pk

(
π̂k
pk
− 1
)2
]

= φ̈(1)
∑
k

pkV

(
π̂k
pk

)
= φ̈(1)

∑
k

pk
pk(1− pk)

p2
kn

= φ̈(1)(T − 1)
n

.

(4.171)

So finally, the penalty for a model with K blocks has the form

p
K2

n2 −
K2(T − 1)φ̈(1)

n2 . (4.172)

□

Proof of proposition 4.15. From the Jensen inequality, we have that

KL(P,Q) ≥ P (E)log
(
P (E)
Q(E)

)
+ (1− P (E))log

(
1− P (E)
1−Q(E)

)
. (4.173)

To show the equation 4.70, we will study the variations of the function

y ∈ (0, 1) 7→ f(y) = xlog
(
x

y

)
+ (1− x)log

(
1− x
1− y

)
− y4

12(1− log(x)) (4.174)

where x ∈ [0, 0.5]. This simply correspond to equation (4.173) where x = P (E) and y = Q(E). Proceeding this
way, we expect to find an easier form for the lower bound.

We have
f ′(y) = x

y
+ 1− x

1− y + y3

3 (1− log(x)) (4.175)

and
f ′′(y) = x

y2 + 1− x
(1− y)2 − y

2(1− log(x)) . (4.176)

Using the software Mapple, we see that f ′′(y) ≥ 0 for any tuple (x, y). Thus, the function f ′ is increasing.
Taking y ≥

√
x, this leads to

f ′(y) ≥ f ′(
√
x) = −

√
x+ 1− x

1−
√
x
− x3/2

3 (1− log(x)) = 1− x3/2

3 (1− log(x)) ≥ 1−
√
x

3 ≥ 0 . (4.177)

The second equality comes from 1−x = (1−
√
x)(1+

√
x) and the inequality from the fact that log(x)−1 ≥ − 1

x .
Then we also have that f is increasing if y ≥

√
x. And from the software Mapple, the function

f(
√
x) = xlog(

√
x) + (1− x)log(1 +

√
x)− x2

12(1− log(x)) (4.178)

is greater or equal to 0 as long as x ≤ 0.5.
Thus, f(y) ≥ 0 for any y ≥

√
x when x ≤ 0.5. Combining this with equation (4.173), it leads that P (E) ≤ 0.5

implies either Q(E) <
√
P (E) or KL(P,Q) ≥ Q(E)4

12 (1− log(P (E)). Rearranging the terms leads to the wanted
results. □

Proof of proposition 4.16. Let (Ei)i be a disjoint partition of the space. Since φ is convex, we get by Jensen
inequality :

Dφ(Q,P ) =
∑
i

∫
σ∈Ei

φ

(
dQ

dP

)
dP =

∑
i

P (Ei)
∫
σ∈Ei

dP

P (Ei)
φ

(
dQ

dP

)
≥
∑
i

P (Ei)φ
(
Q(Ei)
P (Ei)

)
. (4.179)
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Applying this to Ω = E ∪ Ec, it gives

Dφ(Q,P ) ≥ P (E)φ
(
Q(E)
P (E)

)
+ (1− P (E))φ

(
1−Q(E)
1− P (E)

)
. (4.180)

Now, we look for to replace the right term by a simple function which relates P (E) and Q(E). As we restrict
to Cressie-Read divergences, the function φ as simple form φ(x) = xγ −γx+γ−1

γ(γ−1) . A particularity of this class of
divergences is that for a parameter γ the divergence is the same as the one with φ(x) = xγ −1

γ(γ−1) . Thus in the
remainder of the proof, we consider this simpler expression for the function φ.

Now, replacing φ by its expression in 4.180 leads to

Dφ(Q,P ) ≥ P (E)φ
(
Q(E)
P (E)

)
+ (1− P (E))φ

(
1−Q(E)
1− P (E)

)
= P (E)
γ(γ − 1)

((
Q(E)
P (E)

)γ
− 1
)

+ 1− P (E)
γ(γ − 1)

((
1−Q(E)
1− P (E)

)γ
− 1
)

= 1
γ(γ − 1)

(
Q(E)γP (E)1−γ + (1−Q(E))γ(1− P (E))1−γ − 1

)
(4.181)

Now we consider the case where γ > 1. This implies that γ(γ − 1) > 0 and 21−γ < 1 so

γ(γ − 1)Dφ(Q,P ) ≥ 21−γQ(E)γP (E)1−γ + (1−Q(E))γ(1− P (E))1−γ − 1 (4.182)

We are interested in simplifying the right part of the equation. To do so, replacing P (E) by x and Q(E) by y,
we study the variations of the function

g(x, y) = 21−γx1−γyγ + (1− x)1−γ(1− y)γ − 1 .

Taking the derivative with respect to y, it gives

∂g(x, y)
∂y

= γ(21−γ)
(y
x

)γ−1
− γ

(
1− y
1− x

)γ−1
= γ

[( y
2x

)γ−1
− γ

(
1− y
1− x

)γ−1
]

. (4.183)

Assuming y > 2x > x > 0, it gives y
2x > 1 and 1−y

1−x < 1. Thus, the function y 7→ g(x, y) is increasing under
those conditions as its derivative is positive.

In particular,
g(x, y) ≥ g(x, 2x)

= 21−γx1−γ(2x)γ + (1− x)1−γ(1− 2x)γ − 1
≥ 21−γx1−γ(2x)γ + (1− 2x)1−γ(1− 2x)γ − 1
= 2x+ (1− 2x)− 1 = 0 .

(4.184)

Thus, g(x, y) ≥ 0 if y > 2x implies that

x1−γyγ + (1− x)1−γ(1− y)γ − 1 ≥ (1− 21−γ)x1−γyγ (4.185)

for y > 2x.
Thus applying this to equation 4.180, Q(E) > 2P (E) gives γ(γ − 1)Dγ(Q,P ) ≥ (1 − 21−γ)P (E)1−γQ(E)γ

from which,

P (E)
γ−1

γ

(
γ(γ − 1)
1− 21−γDγ(Q,P )

)1/γ
≥ Q(E) . (4.186)

Now we consider the case 0 < γ < 1. In this case we have γ(γ − 1) < 0 and −1 ≥ −2
1

1−γ so

γ(1− γ)Dφ(Q,P ) ≥ 1− 2
1

1−γ Q(E)γP (E)1−γ + (1−Q(E))γ(1− P (E))1−γ (4.187)

We keep the same notations as for γ > 1, but this time, we consider the function

g(x, y) = 1− x1−γyγ
(

2
1

1−γ

)
− (1− x)1−γ(1− y)γ .
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Taking the derivative with respect to x, it gives

∂g(x, y)
∂x

= −(1− γ)2
1

1−γ

(y
x

)γ
+ (1− γ)

(
1− x
1− y

)γ
≤ (1− γ)

[(
1− x
1− y

)γ
−
(y
x

)γ]
. (4.188)

Assuming y > x > 0, it gives y
x > 1 and 1−y

1−x < 1. Thus, the function y 7→ g(x, y) is decreasing under those
conditions. Moreover,

g(x, y) ≥ g(2y, y)

= 1− (2
1

1−γ )(21−γy)− (1− 2y)1−γ(1− y)γ

= 1− y − (1− 2y)1−γ(1− y)γ

≥ 1− y − (1− y) = 0 .

(4.189)

Thus assuming Q(E) > 2P (E) (it implies Q(E) > P (E)), it gives γ(1−γ)Dγ(Q,P ) ≥ (2
1

1−γ −1)P (E)1−γQ(E)γ .
Thus

P (E)
γ−1

γ

(
γ(1− γ)
2

1
1−γ − 1

Dγ(Q,P )
) 1

γ

≥ Q(E) . (4.190)

This concludes the proof. □

Proof of theorem 4.11. Let ck be the Gaussian copula associated with the block k, k and W(k,k) the associated
part in the adjacency matrix, i.e. W(k,k) = (Wij)ci=k,cj=k.

To prove the theorem, we have to study the Kullback-Leibler divergence between the models with and
without dependency in the diagonal blocks.

KL(Q,P ) =
∫ ∏

ij

qij(W )
∏
k

ck(Wk,k)

 log
(∏

ij qij(W )
∏
k ck(Wk,k)∏

ij qij(W )

)
dW

=
∫ (∏

k

ck(Wk,k)
)

log
(∏

k ck(Wk,k)
1

)
dW

=
∑
k

∫
ck(Wk,k)log

(
ck(Wk,k)

1

)
dWk,k

=
∑
k

∫ ∏
i:ci=k,j:cj=k

ϕ(Wij)ck(Wk,k)log
(∏

i:ci=k,j:cj=k ϕ(Wij)ck(Wk,k)∏
i:ci=k,j:cj=k ϕ(Wij)

)
dWk,k

=
∑
k

KL (Normal(0,Σk), Normal(0, Ik)) .

(4.191)

Thus, we now have to compute the KL divergence between two normal distributions, with the same means.
This is a well-known result of the literature that

KL (Normal(0,Σk), Normal(0, Ik)) = 1
2

[
log |Ik|
|Σk|

− d+ Tr(I−1
k Σk)

]
= − log|Σk|

2 (4.192)

as Σk is a correlation matrix.
To compute the determinant of Σk = (1 − ρk)Ik + (

√
ρk

nk
1)(
√

ρk

nk
1)T , we can use the matrix determinant

lemma, which gives

|Σk| = |(1− ρk)Ik|
(

1 +
(√

ρk
nk

1

)T
I−1
k

(√
ρk
nk

1

))
= (1− ρ)d

(
1 + ρk

nk

)
. (4.193)

Using this, we have that

KL (Normal(0,Σk), Normal(0, Ik)) = − log|Σk|
2 ≤ −nklog(1− ρk) . (4.194)

Thus, from hypothesis, denoting η = −log(1− ρ),

KL(Q,P ) = KL (Normal(0,Σk), Normal(0, Ik)) ≤ η
∑
k∈C

nk = ηtnn (4.195)
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Then, as from the proof of theorem 4.3 we have P (E) ≤ exp(−L n
log(K) ), proposition 5.25 implies that Q(E)

goes to 0 as long as
tnlog(n)→ 0 . (4.196)

□
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Chapter5
Fast and Efficient Block Model Classification

5.1 Modularity Clustering

5.1.1 Introduction
Networks are ubiquitous across various disciplines including biology, sociology, finance, marketing, and

communication, often exhibiting large-scale complexity that poses challenges for analysis (Conde-Céspedes et
al., 2017). Addressing this complexity involves identifying groups of nodes within networks that display denser
connections than the surrounding network or exhibit similar behaviors (Seshadhri et al., 2012). This pursuit,
commonly referred to as community detection (Girvan and Newman, 2002), graph clustering (Hollocou et al.,
2019), or modularization (Conde-Céspedes et al., 2017), has led to the development of diverse methods.

Some methods, such as K-means (Hartigan and M. A. Wong, 1979), focus on minimizing similarity within
groups, while others aim to maximize a criterion between the observed network and a reference model lacking
community structure, exemplified by the modularity approach (Newman and Girvan, 2004). Furthermore,
certain methods assume network generation from specific model families and seek the best-fit model within
these families. Notably, the Stochastic Block Model (SBM) and its extension, the Degree Corrected SBM
(DCSBM), stand out in this regard. SBM posits a block structure in the network’s adjacency matrix, with
links drawn from the same distribution within each block (Holland et al., 1983). However, DCSBM corrects
for heterogeneity within blocks by introducing node-specific parameters, addressing limitations of the original
SBM (Karrer and Newman, 2011).

Despite its simplicity, modularity has been extensively utilized due to its computational efficiency, particu-
larly on sparse graphs (Decelle et al., 2011). However, it is plagued by the resolution limit problem (Fortunato
and Barthélemy, 2007), wherein certain communities may be overlooked based on the ratio of edges to com-
munity size. To mitigate this, approaches such as modularity with resolution parameter (Berry et al., 2011) or
resolution parameter integration (Traag et al., 2011) have been proposed, necessitating additional parameter
tuning.

Recently, (Newman, 2016) established a link between modularity and the likelihood of DCSBM, facilitating
automatic parameter estimation. This approach assumes a planted model scenario where distributions within
and outside blocks follow Poisson distributions with parameters adjusted for node degrees, a scenario observed
in real networks (Rohe, Qin, et al., 2014). Evaluating this approach, we adopt the framework of (Laarhoven and
Marchiori, 2014), which outlines seven properties a criterion should satisfy. Additionally, we extend conditions
from (Zhao et al., 2012) to ensure consistency under DCSBM.

However, the Poisson assumption may not always hold, especially for graphs with continuous or even negative
weights (Rubinov and Sporns, 2010; Tse et al., 2010). Moreover, overlapping node memberships in social net-
works (Santamaría and Therón, 2008) deviates from standard models. Thus, we propose examining alternative
null models and distribution assumptions within the block model framework.

Another challenge lies in parameter estimation for modularity and SBM likelihood, both of which involve NP-
hard optimization over partition spaces. Numerous algorithms have been developed to address this, including
heuristic methods (Blondel et al., 2008) and convex relaxation approaches (X. Li et al., 2021). Expanding on
the modularity-based convex relaxation method proposed by (Hollocou et al., 2019), we analyze the estimation
properties and demonstrate convergence to global maxima. Additionally, for cases requiring discrete solutions,
we present a method to shrink the estimators accordingly.
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5.1.2 Modularity and SBM
First, we start by defining the SBM and DCSBM, then we recall the link between those models and the

modularity with resolution parameter.

Block models

A Stochastic Block Model (SBM) (Holland et al., 1983) with K blocks, is defined through K ×K proba-
bility distributions (Pkl)1≤k,l≤K , often belonging to a parametric family, and a probability distribution Π on
{1, . . . ,K}.

Then we say that a random graph is generated according to an SBM if its distribution is the same as the
following process

Definition 5.1. Let (Pψ), ψ ∈ Ψ be a parametric family of distributions on R, from which the weights of the
graph edges will de drawn.

• Let π be a probability on {1, . . . ,K}. There is a latent partition c ∈ {1, . . . ,K}n generated as

ci
i.i.d.∼ π . (5.1)

This is interpretated as : ci = k means that the node i belongs to the class k.
• Let θ = (θk,l)1≤k,l≤K be a K ×K matrix of elements of Ψ.
• Conditionally on c, the weighted matrix of the graph is drawn from

Wij | ci, cj
⊥⊥∼ Pθci,cj

, for i ≥ j (5.2)
Wij = Wji . (5.3)

We then denote
c,W ∼ SBM(n, π, (Pψ),θ) .

We also denote πk = Π({k}).

To have an identifiable model, we assume that the product distributions
⊗

1≤l,≤K Pθk,l
, 1 ≤ k ≤ K are

distinct. Note that some definitions consider that for all i, Wii has some constant value (such as 0 or 1).
To allow heterogeneity in the blocks, a generalization of this model has been proposed by (Karrer and

Newman, 2011). It is called Degree Corrected SBM (DCSBM). The idea is to introduce additional coefficients,
called degree correction, that are assigned to each node such that in a block the distributions of the edge weights
may not have the same distribution anymore.

Definition 5.2. • Let Pψ, ψ ∈ Ψ be a parametric family of distributions on R, from which the weights of
the graph edges will be drawn.

• Let X ⊂ R be a finite subset of cardinal M and Π a probability on {1, . . . ,K} × X . There is a latent
partition c ∈ {1, . . . ,K}n and a vector x ∈ Xn generated as

(ci, xi)
iid∼ Π (5.4)

This is interpreted as : ci = k means that the node i belongs to the class k and xi is the degree correction
of the node i.

• Let Θ ⊆ R such that ∀θ ∈ Θ,∀x, x′ ∈ X , xx′θ ∈ Ψ and let θ = (θk,l) be a K ×K matrix of parameters,
θk,l ∈ Θ.

• Conditionally on c and x, the weighted matrix of the graph is drawn from

Wij | ci, cj , xi, xj
⊥⊥∼ Pxi,xjθci,cj

, for i ≥ j ; (5.5)
Wij = Wji . (5.6)

We then denote
c,x,W ∼ DCSBM(n,Π, (Pψ),θ) .

We also denote πk = Π({k} × X ) the probability, for each node, to be in class k and denoting y1, . . . , yM the
elements of X , Πau = Π({a} × {yu}).

Note that for the identifiability of the model, an assumption on the distribution of degree correction is
needed. (Karrer and Newman, 2011) propose to use

∑
i I(ci = k)xi = 1, while (Zhao et al., 2012) consider
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E[xi] = 1. In the remainder, when considering a DCSBM, with general degree corrections factor x, we assume
that it satisfies E[xi] = 1.

The case of the SBM can be recovered from the DCSBM by assuming x is a vector of 1 or equivalently
M = 1.

In the case where θkl = θin + (θout − θin)δkl the model is said to be planted. To express that a graph is
generated from a planted DCSBM, we write

c,x,W ∼ pDCSBM(n,Π, Pθin
, Pθout

) . (5.7)

If, in addition, we have θin > θout, the model is said to be assortive. We denote π̃a =
∑
u Πauxu. In

particular,
∑
a π̃a = 1. Moreover, if M = 1 (SBM case) or if the latent partition is independent of the degree,

then π̃ = π.
Another particular case of interest is when the probability πk = K

n , which means that all classes have the
same expected size. It is called equal size case.

We say that a block model is with sparsity pattern ρn ∈ (0, 1], if it is such that the weighted matrix of the
graph is given by Wij

⊥⊥∼ Pxixjθci,cj
with probability ρn and 0 otherwise for all pairs of nodes i, j. In particular,

in the case of Bernoulli distribution, this can be simply written as Wij
⊥⊥∼ Bernoulli(ρnxixjθci,cj

).
Since the latent partition, which is unknown, is often the motivation for looking at this kind of model, one

approach to estimating it from the observation of a realization W ∈ Rn×n of a random graph model with K
blocks is to maximize a criterion Q(c) = Q(c; W ). To measure the difference between the estimated partition
ĉ = argmaxcQ(c) and c∗ the true latent partition, a classical measure is

∥ĉ− c∗∥Pn
= minσ

∑
i

I(ĉi = σ(c∗
i )) (5.8)

where the minimum is taken over all the permutation σ of {1, . . . ,K}. Indeed, often criteria to recover the
latent partition based on a SBM assumption are functions of the values of the edges weights in each blocks.
However, the block structure is the same up to a permutation of the block labels.

We said that a criterion Q is consistent if
1. |c∗ − c̃| = 0, where

c̃ = argmaxcQ(c;E[W | c∗]) (5.9)

and
2. for any ϵ > 0, as n→∞,

P
(

1
n
∥ĉ− c̃∥Pn

> ϵ

)
→ 0 . (5.10)

The first condition implies that maximizing the criterion Q on the expectation of the graph allows to recover
the graph latent partition.

Remark 5.1. The condition defined in (5.9) is similar to the condition (*) of (Zhao et al., 2012).

Link between modularity and SBM

We consider a graph with n nodes and its (possibly weighted) adjacency matrix W . We denote by 2m the
total weight of the graph

∑
ijWij and di the empirical degree of the node i given by

∑
jWij .

In the following, except if mentioned, we consider that the weighted adjacency matrix has positive weights.
The modularity (Newman and Girvan, 2004) is a widely used method for classifying large graphs. It consists

in comparing, for nodes in the same class, the observed graph and a null model that may be dependent upon
the observed graph. When combined with the Louvain algorithm (Blondel et al., 2008), it allows discovering
block structure quickly in graph.

The modularity was originally defined as

Q(c) = 1
2m

∑
ij

(
Wij −W ij

)
δci,cj , (5.11)

where W ij represents some null model of random graph called the configuration model (Frieze and Karoński,
2015). The configuration model is defined as W ij = didj

2m . This corresponds approximately to the expectation
of the graph, where the weights of the graph are randomly permuted while keeping the same empirical degrees
sequence.
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Moreover, sometimes, the modularity is defined with a coefficient γ ∈ R+
∗ (Reichardt and Bornholdt, 2006)

called resolution parameter:
Qγ(c) = 1

2m
∑
ij

(
Wij − γW ij

)
δci,cj

. (5.12)

In the remainder of this paper, we refer to modularity as the modularity with a resolution parameter.

Remark 5.2. In the expression of the modularity, the usual null model is the configuration model (Newman
and Girvan, 2004). Nevertheless, there are other possibilities, for example the indetermination (Bertrand et al.,
2022) or the uniformity (Conde-Céspedes et al., 2017) (also known in case of resolution parameter as CPM
(Traag et al., 2011)).

For now, we consider the configuration model as the null model. We discuss in section 5.1.4 some of the
impact of changing the null model.

Remark 5.3. In fact, the modularity can be rewritten directly as a sum by blocks. This corresponds to

Qγ(c) = 1
2m

∑
k

[
cWk,k −

(cWk

2m

)2
]

, (5.13)

where for any 1 ≤ k, l ≤ K,
cWk,l =

∑
i,j

I(ci = k, cj = l)Wi,j , (5.14)

and
cWk =

K∑
l=1

cWk,l . (5.15)

Even if it was not the aim at the introduction, the modularity with resolution parameter is closely related
to the likelihood of some particular DCSBM. As this relation is the start of our paper, we recall this result.
Let us consider the model pDCSBM(n,Π,Poisson(θin),Poisson(θout)). Assume that we have an undirected
graph W with no loop and that we use di√

2m to estimate of the degree correction factor of the node i. Then,
the product of the log-likelihood of each Wij , also called profile log-likelihood, according to the model is given
by (Newman, 2016),

llk(c, θin, θout) = 2m

 B

2m
∑
i,j

[
Wij − γ

didj
2m

]
δci,cj

+D

 (5.16)

with
γ = θin − θout

log( θin

θout
)

B = log( θin
θout

)

D = log(θout)− θout .

(5.17)

Note that it always implies that γ ∈ R+
∗ .

If θin and θout are fixed, then the quantities B, D and γ become constant. In addition, the model is assortive,
i.e. if θin > θout, then B > 0 and the optimization problem in c can be rewritten as maximizing

Qγ(c) = 1
2m

∑
ij

[
Wij − γ

didj
2m

]
δci,cj (5.18)

which is precisely the formula for the modularity with resolution parameter.
This approach has several interests. The first one is that it gives a natural procedure to automatically select

the resolution parameter of the modularity. The second one is that by changing the Poisson distribution, it
may give better results in terms of classification than the classical modularity.

If we do not assume that there is a degree correction in the data, it is easy to provide an equivalent result.

Proposition 5.1. Let us consider an assortive pDCSBM(n,Π,Poisson(θin),Poisson(θout)), where |X | = 1.
Assume that we have an undirected graph W with no loop and that we use 1√

2m for the estimate of the degree
correction factor x1. Then, maximizing the profile log-likelihood, according to the model with fixed parameters
is equivalent to maximizing

Qγ(c) = 1
2m

∑
ij

[
Wij −

γ

2m

]
δci,cj (5.19)
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which is a well-known criterion in the literature (see for example (Conde-Céspedes et al., 2017)).

5.1.3 Modularity with Automatic Resolution Parameter
AutoResMod

Figure 5.1 – Ring of cliques graph with 8 cliques of 6 nodes.

One limitation of modularity is known as the resolution limit (Fortunato and Barthélemy, 2007). It manifests
when maximizing modularity tends to amalgamate small communities while fragmenting larger ones (Lanci-
chinetti and Fortunato, 2011). An illustrative example of this phenomenon is the ring of cliques. This is a
graph comprising interconnected cliques, each connected to precisely two others by a single link (c.f. Figure
5.1 for an example). In such cases, depending on the size of the cliques, the optimal partition may erroneously
merge two cliques, contrary to expectations. A remedy for this scenario involves employing modularity with a
carefully chosen resolution parameter. Consequently, our focus shifts to exploring the implications of automat-
ically selecting the resolution parameter to address this issue. Using the notations α, β in place of θin and θout,
equation (5.16) invites us to consider the criterion

Q̃(c) = sup
α,β∈R+

 log(αβ )
2m

∑
1≤i,j≤n

(
Wij −

α− β
log(α/β)pij

)
δci,cj

+ log(β)− β

 . (5.20)

We call this criterion AutoResMod.
We denote, for any matrix W ∈ Rn×n and partition c ∈ {1, . . . ,K}n, s(W , c) = 1

2m
∑
ijWijδcicj

, the
intra-class relative weight.

Thus
Qγ(c) = s(W , c)− γs(W , c) (5.21)

and also
Q̃(α, β, c) = log

(
α

β

)
∗ s(W , c)− (α− β) ∗ s(W , c) + log(β)− β . (5.22)

Before analyzing the properties of Q̃(c), we start by getting rid of the supremum in its expression.

Proposition 5.2. For any partition c, the function α, β 7→ Q̃(α, β, c) is concave and is maximal for

α = s(W , c)
s(W , c)

, β = 1− s(W , c)
1− s(W , c)

. (5.23)
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The criterion can then be written as

Q̃(c) = log
(
s(W , c)
s(W , c)

1− s(W , c)
1− s(W , c)

)
s(W , c) + log

(
1− s(W , c)
1− s(W , c)

)
− 1 . (5.24)

Remark 5.4. We can also rewrite the criterion as

Q̃(c) = s(W , c)log
(
s(W , c)
s(W , c)

)
+ (1− s(W , c))log

(
1− s(W , c)
1− s(W , c)

)
− 1

= KLB(s(W , c)|s(W , c))− 1
(5.25)

where KLB is the Kullback-Leibler divergence between two Bernoulli distributions.

Remark 5.5. This result is not limited to the use of the configuration model W . It remains true for if we
replace W by any matrix M such that s(M , c) ∈ (0, 1) and

∑
ijMij =

∑
ijWij. For example, one can take

Mij = 1
2m , which corresponds to a uniform model.

A similar finding was demonstrated by (Karrer and Newman, 2011) concerning the DCSBM, who demon-
strated that the likelihood of a DCSBM can be rewritten as the Kullback-Leibler divergence between two
particular distributions. It is noteworthy that we can extend this concept to a diverse range of criteria by
substituting the Kullback-Leibler divergence with any other pseudo-distance, thus creating novel criteria.

Now, let us delve into some properties of AutoResMod. Specifically, we will begin by examining whether
there exists a scenario where this criterion outperforms modularity.

The Resolution Limit Problem on the Ring of Cliques

On the ring of cliques’ graph, (Fortunato and Barthélemy, 2007) demonstrate that maximizing the modu-
larity cannot recover the cliques if

K < 2 + n

K

( n
K
− 1
)

(5.26)

for a graph with n nodes and K cliques.
To address this issue, the resolution parameter can be fine-tuned to enable the method to successfully recover

the cliques (Kumpula et al., 2007). It is important to note that while we illustrate the problem with the ring of
cliques for simplicity, the issue is more general, as explained by (Fortunato and Barthélemy, 2007; Berry et al.,
2011).

Furthermore, using this straightforward example allows for a direct comparison between our method and
modularity (without a resolution parameter), as they involve no additional parameters. The comparison results
are presented in figure 5.2. The equations utilized to construct the graph are provided in proposition 5.19 of
the appendix. From this example, it becomes evident that our method significantly outperforms modularity.
This outcome is not unexpected. Since the AutoResMod criterion assesses quantities by blocks rather than
individual links, and the emphasis lies on the number of edges within and between blocks rather than their
specific positions, the graph can be viewed as a Bernoulli planted SBM with θin = 1 and θout = K2

n2 . Thus,
aside from potential misspecifications between the Poisson and Bernoulli distributions, the graph falls within
the set where we anticipate AutoResMod to exhibit consistency. This may explain the superior performance of
AutoResMod.

This example demonstrates that there is at least one type of graph where AutoResMod is more interesting
than modularity. We will now compare these two criteria in a more general framework.

Consistency of AutoResMod

An approach to assess the performance of a classification criterion is to examine its estimation properties,
particularly how the model parameters should behave to enable successful parameter estimation. In the case
of planted DCSBM with equal-size groups and very sparse assumptions (ρn = O( 1

n )), (Gulikers et al., 2018)
demonstrate that recovery becomes impossible for certain values of θin and θout.

Another relevant study is conducted by (Zhao et al., 2012), where they established conditions for general
criteria to be consistent. Their notations and main theorem are recalled at the beginning of section 5.1.7 In
particular, it requires that the maximal value of the criteria applied to an expected version of the observed graph
is maximized by the latent partition (c.f. Condition (*) of theorem 5.2). Among the studied criteria, we find the
modularity (without resolution parameter), which is shown to be a consistent under a DCSBM if some assump-
tions on the model are met. Assume that there is a sequence c∗

n,x∗
n,Wn ∼ DCSBM(n,Π, (Bernoulli(ψ)), ρnθ∗),

where the number M of degree factors corrections and the number of blocks K are independent of n. Then, for
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Figure 5.2 – Comparison of the modularity (orange line) and AutoMod resolution limit on the ring of cliques
example (Yellow means that the true partition is preferred over a partition with merges cliques by AutoMod).

sufficiently large n and not overly sparse graphs (i.e., nρn

log(n) →∞), recovery is feasible if (Zhao et al., 2012)

θ̃
(Π)
kl − M̃

(Π)
kl > 0 if k = l and θ̃

(Π)
kl − M̃

(Π)
kl < 0 if k ̸= l (H1)

where θ̃0 =
∑
kl π̃kπ̃lθkl, θ̃

(Π)
kl = π̃kπ̃lθkl

θ̃0
, and M̃

(Π)
kl = (θ̃(Π)

1)(θ̃(Π)
1)T .

This implies that the model is assortive, in the sense that the matrix ϵ̃ must be larger on the diagonal than
on the off-diagonal. In particular, in the light of the formulation of the modularity given in equation (5.13),
it is a sum of the values on the diagonal of the difference between the empirical mean of the diagonal blocks
and the empirical mean of diagonal blocks of the null model, and ϵ̃ correspond in some sense to the expected
modularity for the latent partition. Thus, assuming that values on the diagonal of ϵ̃ are positive, i.e. increase
the criterion, while those on the off-diagonal are negative and should not be considered, seems logical.

For the case where K = 2, condition (H1) simplifies to

θ11θ22 > θ2
12 . (M)

Notably, in the planted model, this condition reduces to θin > θout. However, the analysis of this criterion is
generally more complex and cannot be easily simplified.

Before analyzing properties of AutoResMod, we further investigate the modularity consistency under a
planted DCSBM as well as the impact of the resolution parameter.

Proposition 5.3. Let us consider a graph with equal size groups generated according to a
pDCSBM(n,Π,Bernoulli(θin),Bernoulli(θout)). Assuming that the degrees are independent of the latent par-
tition, and that the model is assortive, i.e. θin > θout, then the modularity (without resolution parameter) is
consistent.

When considering the modularity with resolution parameter γ, it is natural to expect that the condition
(H1) for the consistency must be modified to include γ. In particular, as this condition is nothing more than
a condition on an expectation of the criterion, we may expect that the same arises with γ. Thus, a natural
condition is given by

θ̃
(Π)
kl − γM̃

(Π)
kl > 0 if k = l and θ̃

(Π)
kl − γM̃

(Π)
kl < 0 if k ̸= l (H1g)

where θ̃0 =
∑
kl π̃kπ̃lθkl, θ̃

(Π)
kl = π̃kπ̃lθkl

θ̃0
, and M̃

(Π)
kl = (θ̃(Π)

1)(θ̃(Π)
1)T . Therefore, the theorem 3.1 of (Zhao

et al., 2012) can be generalized into
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Proposition 5.4. Under a pDCSBM(n,Π,Bernoulli(ρnθin),Bernoulli(ρnθout)), condition (H1g) implies con-
dition (*).

Corollary 5.0.1. Under a pDCSBM(n,Π,Bernoulli(ψ), ρnθ∗), which is planted with degrees independent of
the latent partition and equal size groups, the condition given in equation (H1g) simplifies into

θin > max
{
γ(K − 1)
K − γ

, 1 + K(1− γ)
γ

}
θout . (5.27)

In addition, we have that max
{
γ(K−1)
K−γ , 1 + K(1−γ)

γ

}
≥ 1 for any γ > 0 with equality if and only if γ = 1.

From this corollary, we can see that the choice of a resolution parameter γ ̸= 1 may not be the best idea to
recover the partition of an assortative planted SBM. This may look strange because the ring of cliques’ example
shares similarities with this class of models. However, the difference may be due to the sparsity of the model.
Indeed, viewing the ring of cliques graph as an SBM, the probability of having an edge between two blocks is
2
n2

k

, where nk is the size of a block. Assuming that all the blocks have the same size and there are K blocks,

this leads to 2K2

n2 . Depending on the growth of K regarding n, the sparsity hypothesis in (Zhao et al., 2012)
may not be met. On the contrary, the AutoResMod criterion is close to the estimator considered by (Rohe,
Qin, et al., 2014), which allows sparser between blocks models.

An essential aspect is to examine the scenarios where AutoResMod demonstrates consistency, particularly
in comparison to modularity. This consideration gives rise to the following proposition.

Corollary 5.0.2. Assuming the condition of proposition 5.4 hold, then if in addition nρn →∞, the modularity
is consistent.

Based on the modularity, we can provide some results for AutoResMod.

Proposition 5.5. Consider a DCSBM(n,Π,Bernoulli(ψ), ρnθ∗). Defining

γ∗ = α∗ − β∗

log(α∗/β∗) (5.28)

with α∗, β∗ the maximal values of

B(α, β)
∑
k

[
Hkk

P̃0
− γ(α, β)

(
Hk

P̃0

)2
]

+D(α, β) (5.29)

where equations of B,D and γ are given in equation (5.17) and Hkk = Hkk(D), Hk = Hk(D).
Denoting θ̃0 =

∑
kl π̃kπ̃lθkl, θ̃

(Π)
kl = π̃kπ̃lθkl

θ̃0
, and M̃

(Π)
kl = (θ̃(Π)

1)(θ̃(Π)
1)T , sufficient conditions for the

criterion AutoResMod to satisfy condition (*) are given by

θ̃
(Π)
kl − γM̃

(Π)
kl > 0 if k = l and θ̃

(Π)
kl − γM̃

(Π)
kl < 0 if k ̸= l, when α∗ > β∗ (5.30)

and
θ̃

(Π)
kl − γM̃

(Π)
kl < 0 if k = l and θ̃

(Π)
kl − γM̃

(Π)
kl > 0 if k ̸= l, when α∗ < β∗ . (5.31)

Remark 5.6. From this, we can clearly see that for dissortative models, the AutoResMod criterion may recover
the latent partition. Indeed, under such models, the condition of the modularity is reversed.

Corollary 5.0.3. Assuming the conditions of proposition 5.5 hold, then if in addition nρn →∞, the AutoRes-
Mod criterion is consistent.

A reasonable question is whether there exists at least one model that satisfies the requirements of proposition
5.5. This is the aim of the following proposition.

Proposition 5.6. Consider a pSBM(n,Π,Bernoulli(1),Bernoulli(0)). Then condition 5.5 is verified.

While the modularity may fail to recover the true partition in dissortative cases, likelihood-based methods
can do so. Hence, a natural question arises regarding whether AutoResMod inherits this property. Proving this
directly using the same principle as previously is not straightforward. Therefore, to illustrate this point, we
examine a particular example.

Proposition 5.7. There exists at least one model pDCSBM(n,Π,Bernoulli(θin),Bernoulli(θout)) with θin <
θout on which the modularity with resolution parameter γ ∈ (0, 1.5) is not consistent while AutoResMod is.
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General Properties of AutoResMod

Among the literature, several authors point out some limits of the modularity (see for examples (Traag et al.,
2011) or (Laarhoven and Marchiori, 2014)).

To compare criteria, (Laarhoven and Marchiori, 2014) provide several properties that a good clustering
criterion should have. We keep this framework to analyze the modularity with automatic model selection. Note
that they provide a criterion that satisfies all the properties that we recall here.

Definition 5.3 (Permutation invariance). A criterion Q is permutation invariant if for all graphs G = (V,E),
all partitions c of V , then applying the same permutation to σ to c and G, leads to Q(G, c) = Q(σ(G), σ(c)).

Definition 5.4 (Scale invariance). A criterion is scale invariant if for all graphs G, and all clustering c1, c2,
and any α > 0, Q(G, c1) ≤ Q(G, c2) ⇐⇒ Q(αG, c1) ≤ Q(αG, c2), where αG is the weighted graph with
weights corresponding to the weights of G times α.

Definition 5.5 (Richness). A criterion is said to be rich if for all V , all non-trivial partition c∗ of V , there
exists a graph G = (V,E) so that c∗ is the optimal partition regarding the graph quality clustering.

Definition 5.6 (Monotonicity). A graph Ǵ is said to be a consistent improvement of a graph G for the partition
c if the weights of edge (i, j) in Ǵ is greater than in G if ci = cj and is lower than the one in G if ci ̸= cj .
Then, a graph clustering quality is said to be monotonic if for any graph Ǵ a c-improvement of a graph G,
Q(Ǵ, c) ≥ Q(G, c).

Definition 5.7 (Locality). A criterion Q is local if for all graphs G1 = (V1, E1) and G2 = (V2, E2) so that for
some set Va ⊂ V1 ∩ V2, G1 and G2 agree on a set Va and its neighborhood, and if for all clustering Ca, Da of
Va, C1 of V1 \ Va, C2 of V2 \ Va,

Q(G1, Ca ∪ C1) ≥ Q(G1, Da ∪ C1)⇒ Q(G2, Ca ∪ C2) ≥ Q(G2, Da ∪ C2) . (5.32)

The idea behind this property is that a local change to the graph should only impact the clustering locally.

Definition 5.8 (Continuity). A quality function Q is continuous if for every ϵ > 0 and any graph G = (V,E),
there exists a δ > 0 such that for all graphs G′ = (V,E′),

Wij − δ < W ′
ij < Wij + δ ∀i, j ⇒ Q(G′, C)− ϵ < Q(G,C) < Q(G′, C) (5.33)

for all clustering C of G.

This means that a small change in the graph will imply only a small change in the quality.

Proposition 5.8 (Laarhoven and Marchiori, 2014). The modularity is permutation invariant, scale invariant,
rich and continuous, but it is not monotonic nor local.

Proposition 5.9. The AutoResMod is permutation invariant, scale invariant, rich and continuous.

Proposition 5.10. AutoResMod is not monotonic. AutoResMod is not local.

Thus, from the point of view of (Laarhoven and Marchiori, 2014), compared to the modularity, the AutoRes-
Mod, does not provide improvement.

5.1.4 Natural alternatives to modularity
Modification of the null model

As we have observed, the modularity is defined as the sum of differences between the weights and the null
model within blocks. Several other criteria follow a similar principle but utilize different null models. Among
these, one such criterion is the deviation to uniformity (Conde-Céspedes et al., 2017). This criterion is also
known as the CPM (Constant Potts Model) (Traag et al., 2011) and is equivalent to the Owsiński-Zadrożny
criterion (Owsinski and Zadrożny, 1986). It is defined by

QUγ (c) = 1
2m

∑
ij

(
Wij − γ

1
2m

)
δcicj

. (5.34)

Another criterion, called the deviation to indetermination (Bertrand et al., 2022), is given by:

QIγ(c) = 1
2m

∑
ij

(
Wij − γ

(
di
n

+ dj
n
− 2m
n2

))
δci,cj . (5.35)
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Depending on the null model used, it is expected that these criteria may behave differently. For instance,
(Laarhoven and Marchiori, 2014) demonstrates that, unlike modularity, the deviation to uniformity is monotonic
and local, indicating that changing the null model can significantly affect criterion properties.

To analyze the impact of a change in the null model, we consider the modularity without resolution param-
eter, i.e. γ = 1. In this setting, (Conde-Céspedes, 2013) demonstrates that as well as the modularity, both the
deviation to uniformity and the deviation to indetermination have a resolution limit. However, for modularity,
introducing a resolution parameter can mitigate this issue (at least for examples like the ring of cliques). (Traag
et al., 2011) demonstrate that for the deviation to uniformity, resolution parameters γ > 0 can also address the
resolution limit problem. Thus, similar improvements can be expected for other deviation criteria, including
the deviation to indetermination.

To compare these criteria, we adopt the same approach as in the previous section, based on asymptotic
conditions for recovering the true partition. We have already examined conditions for modularity. In the
case of the deviation to uniformity (without resolution limit), (Zhao et al., 2012) demonstrate that under a
SBM(n,Π, Bernoulli, ρnθ), recovery is feasible (assuming ρnn

log(n) →∞) under the condition:

θkk > θ̃0, θkl < θ̃0, ∀ k ̸= l . (5.36)

In the case where K = 2, this condition reduces to,

min{θ11, θ22} > θ12 . (U)

However, they do not provide conditions for the case of the Degree Corrected Stochastic Block Model (DCSBM).
Here, we conduct a similar analysis for the deviation to indetermination.

Proposition 5.11. Under a SBM(n,Π,Bernoulli, ρnθ) with fixed number of blocks K, assuming ρnn
log(n) → ∞

and the condition
θkk > 2

∑
v

πvθkv − θ̃0, θkl <
∑
v

πv(θlv + θkv)− θ̃0, ∀ k ̸= l (5.37)

the deviation to indetermination (with γ = 1) is asymptotically consistent.

This condition is more complicated than the case of the deviation to the uniformity. Nevertheless, in the
case where K = 2, it can be simplified.

Proposition 5.12. In the case where K = 2, the condition (5.37) for the consistency of the deviation to
indetermination reduces to

θaa + θbb > 2θab . (I)

This last proposition makes it possible to compare the criteria in a simple case.

Proposition 5.13. Under a SBM(n,Π,Bernoulli,θ) with K = 2, the conditions for the consistency of the
modularity, the deviation to uniformity and the deviation to indetermination follows the relationship

U ⇒M ⇒ I (5.38)

If we assume in addition that the model is planted, then U = M = I.

However, those conditions are sufficient but not necessary. Thus, they do not really imply that there is a
subset of SBM where the deviation to indetermination is always better than the modularity. Nevertheless, we
can still provide an interesting example, which illustrates this proposition.

To illustrate the proposition 5.13, we consider three SBM with Bernoulli distribution scenarii with K = 2:
1. θ11 = 0.8, θ12 = 0.4 and θ22 = 0.16,
2. θ11 = 0.8, θ12 = 0.4 and θ22 = 0.3,
3. θ11 = 0.8, θ12 = 0.4 and θ22 = 0.5.
These scenarios are such that in situation 1, only the condition (I) is fulfilled. In situation 2, only (M) and

(I) are fulfilled and in situation 3, all three. We then look through simulations, for different numbers of nodes
in the graph, at the behavior of the different criteria for the three situations. The results are summarized in
tables 5.1, 5.2 and 5.3. We observe clearly that the deviation from indeterminacy is the only method to work
in the three situations, which is consistent with our result.

On this example, we can observe that the deviation to indetermination criterion performs as expected,
demonstrating better theoretical properties compared to modularity or deviation to uniformity. Additionally,
the size of the graphs does not appear to impact the results.

Another limitation of modularity compared to other methods is its requirement for the weights of the graphs
to be positive.
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Table 5.1 – Percentage (minimum and maximum) of misclassified nodes for different criteria over 100 Monte
Carlo replications of SBM with different numbers n of nodes for situation 1.

n=100 n=300 n=500 n=750 n=1000
Modulariy 40-50% 43-50% 45-50% 47-50 % 48-50%
Uniformity 13 − 34% 14-30% 16-27 % 17-27% 17-25%
Indetermination 23-50% 6 − 28% 1 − 6% 0 − 2% 0 − 1%

Table 5.2 – Percentage (minimum and maximum) of misclassified nodes for different criteria over 100 Monte
Carlo replications of SBM with different numbers n of nodes for situation 2.

n=100 n=300 n=500 n=750 n=1000
Modulariy 23-50% 5-35% 1-7% 0-2 % 0-1%
Uniformity 9-31% 10-24% 11-22% 13-21% 12-20%
Indetermination 1-33% 0-2% 0-1% 0% 0%

To address this issue, an approach proposed by (S. Gómez et al., 2009) involves modifying the null model
(assuming that the total weight of the graph is strictly positive). Specifically, they introduce the criterion QSγ (c),
defined as:

QSγ (c) = 1
2(m+ +m−)

∑
ij

(
Wij − γ

(
d+
i d

+
j

2m+ −
d−
i d

−
j

2m−

))
δcicj

(5.39)

where W+
ij = max{0,Wij}, W−

ij = max{0,−Wij}, d+
i =

∑
jW

+
ij , d−

i =
∑
jW

−
ij , 2m+ =

∑
i d

+
i , and 2m− =∑

i d
−
i . If 2m > 0, this criterion reflects the deviation (between groups) of the graph from a null model where

positive and negative links are distinct. However, in this scenario, the link between the likelihood equation of a
Poisson DSCBM and the modularity may be broken due to the potential negativity of some weights, rendering
the likelihood undefined. Nonetheless, we can still establish a connection with likelihood. Following (S. Gómez
et al., 2009), an alternative formulation of the criterion is:

QSγ (c) = 1
2(m+ +m−)

∑
ij

W+
ij −

d+
i d

+
j

2m+

 δcicj
−

∑
ij

W−
ij −

d−
i d

−
j

2m−

 δcicj

 . (5.40)

This formulation is justified by considering positive weights as representing the true underlying community
structure, while negative weights aim to disrupt them. Thus, the objective is to make the structure most likely
for positive weights and less likely for negative weights. Consequently, computing the likelihood ratio under the
planted Poisson assumption with the same parameters applied to W+ with d+

i
d+

j

2m+ as the null model and W−

with d−
i
d−

j

2m− gives a likelihood ratio of the form:

BQSγ (c) +D (5.41)

where B and D are functions of θin and θout.

Changing the graph model

As we have seen, the choice of the null model can influence the properties of the criterion. However, in certain
cases, particularly when the weights are not positive, criteria derived from the modularity may encounter issues.
In this section, we explore alternatives to AutoResMod, which are motivated by the definition of AutoResMod
as the likelihood of a block model. We consider changing the edges distribution model from Poisson to any
other with same support as the graph weights. We consider any null model such that the likelihood remains
well-defined. This approach allows us to adapt the criterion to better suit the characteristics of the graph data,
ensuring more accurate analysis and interpretation.

For any one parameter probability distribution (Pψ), considering some null model M = (mij)1≤i,j≤n, we
can define :

gQ(α, β, c; (Pψ)) = 1
2m

 n∑
i=1

n∑
j=1

[
log(Pmijα(Wij))− log(Pβmij

(Wij))
]
δcicj

+
n∑
i=1

n∑
j=1

log(Pmijβ(Wij))


(5.42)
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Table 5.3 – Percentage (minimum and maximum) of misclassified nodes for different criteria over 100 Monte
Carlo replications of SBM with different numbers n of nodes for situation 3.

n=100 n=300 n=500 n=750 n=1000
Modulariy 0-5% 0-1% 0% 0 % 0%
Uniformity 1-14% 1-5% 0-2% 0-1% 0%
Indetermination 0-2% 0% 0% 0% 0%

Algorithm 6 Optimization of the modularity with resolution parameter proposed by (Newman, 2016)
Input: The observation of a graph W and an initial value for resolution parameter, for example γ = 1.

1: while not convergence do
2: apply the Louvain algorithm to the modularity to W with resolution limit γ to get a partition c,
3: find the best parameters θin and θout associated to the partition c and update γ.
4: end while

Output: c the optimized partition and θin and θout the optimized parameters.

and
gQ(c; (Pψ)ψ) = sup

α,β
gQ(α, β, c; (Pψ)ψ) . (5.43)

This definition is motivated by the fact that if the coefficients of the null model mij are equal to the product
of two quantity ki and kj depending of nodes i and j respectively, then equation (5.42) corresponds to the
likelihood of a particular model of pDCSBM(n,Π, P,θ).

For example, if we take for P the Poisson distribution and mij the configuration model, i.e. mij = di√
2m

dj√
2m ,

for the graph W , gQ is equal to the AutoResMod criterion

gQ(c; (Poisson(ψ))) = KLB(s(W , c)|s(M , c))− 1 . (5.44)

If we consider the indetermination as null model, i.e. mij = di

n + dj

n −
2m
n2 , gQ does not correspond to the

likelihood of a DCSBM.
Although this family of criteria may seem complex to handle, we can approach it in a manner similar to

the method proposed by (Newman, 2016) for optimizing modularity with automatic selection of the resolution
parameter. This method involves alternating between applications of the Louvain algorithm and a step of
parameter optimization using likelihood with the partition found by the Louvain algorithm. This procedure is
recalled in algorithm 6.

Remark 5.7. For gQ(α, β, c), if α and β are fixed, the optimization problem in c can be rewritten as maximizing∑
ij W̃ijδci,cj

, where W̃ij is a real matrix independent of c. This can be achieved using the Louvain algorithm.
Therefore, the procedure given in algorithm 6 can also be applied to optimize gQ(α, β, c) by replacing step 2 by
the maximization in c of

∑
ij W̃ijδci,cj and step 3 by the maximization of gQ(α, β, c) in α and β.

Remark 5.8. If the graph weights are continuous, one may opt for a continuous distribution instead of the
Poisson distribution. While classical distributions such as Gammas or Chi-squares will yield different criteria,
employing a continuous version of the Poisson distribution (Ilienko, 2013) results in similar criteria as modu-
larity, except for terms depending on the parameters of the model, which arise from the different normalizing
constant of the continuous distribution.

Proposition 5.14. Let P be the normal distribution with fixed standard deviation σ > 0. Then, we have

gQ(α, β, c; (Normal(µ, σ))µ) = B
∑
ij

[
mijWij − γm2

ij

]
δcicj

+D (5.45)

where B and γ depend on the parameters α and β and D depends on the parameters α, β and W . In addition,
replacing α and β by their estimates, leads to

gQ(c; (Normal(µ, σ))µ) = α̂2

σ

∑
ij

(1−
m2
ij

2 )δcicj

+ β̂2

σ

∑
ij

(1−
m2
ij

2 )(1− δcicj
)

+ cst(W ) (5.46)

with cst(W ) a constant that depends only on W , α̂ =
∑

ij
mijWijδcicj∑
ij
m2

ij
δcicj

and β̂ =
∑

ij
mijWij(1−δcicj

)∑
ij
m2

ij
(1−δcicj

)
.
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Comparing equation (5.48) with the one derived in with Poisson distribution given in equation 5.16, an
analogous criterion to the modularity can be defined as

QG(c; (Poisson(ψ))) = 1
2m

∑
ij

(
mijWij − γm2

ij

)
δci,cj . (5.47)

when α > β.
Another particular case is the Pareto distribution.

Proposition 5.15. Let P be a Pareto distribution with fixed scale parameter xm > 0. Then, we have

gQ(α, β, c; (Pareto(ψ, xm))ψ) = B
∑
ij

[
mij log

(
Wij

β

)
− γ
]
δcicj

+D (5.48)

where B, depends on the parameters α and β and γ,D depends on the parameters α, β and W . In addition,
replacing α and β by their estimates, leads to

gQ(c; (Pareto(ψ, xm))ψ) = −

∑
ij

(1− δcicj
)

 log(s̃2)−

∑
ij

δcicj

 log(s̃1)− n2 +
∑
ij

log
(
xm
Wij

)
(5.49)

where s̃1 = 1
2m
∑
ijmij ∗ log

(
Wij

β

)
)δcicj

and s̃2 =
∑

ij
mij∗log

(Wij
β

)
(1−δcicj∑

ij
(1−δcicj

)
.

As for the case of Gaussian distribution, in case where β > α, which implies that E[Pα] > E[Pβ ], leads to
consider, instead of the modularity, the criterion

QP (c) = 1
2m

∑
ij

[
mij log

(
Wij

β

)
− γ
]
δcicj

. (5.50)

It is interesting to notice that maximizing this criterion is equivalent to maximizing the deviation to uniformity
for the graph defined by mij log

(
Wij

β

)
.

5.1.5 Optimization of the new criteria
Convex relaxation of the problem

(Newman, 2016) suggests that, in case where the graph W is generated from a planted Poisson DCSBM,
the algorithm 6 recovers the true latent partition. However, there is limited insight into its behavior outside
this model. Therefore, we aim to gain a more in-depth understanding of this algorithm’s properties. To do so,
we will rely on a convex relaxation of modularity proposed by (Hollocou et al., 2019), which we will adapt to
our more general case. We choose this convex relaxation over others (such as (Y. Chen et al., 2018)) because
(Hollocou et al., 2019) establish a link between their convex relaxation and the Louvain algorithm under certain
conditions. Additionally, we will discover that it shares similarities with the Evidence Lower Bound (ELBO)
of the planted model log-likelihood. We briefly recall how they formulate the relaxation, and we encourage
interested readers to consult their article for details on their convergence theorem (which can be adapted to our
setting) and the connection between the relaxation and the Louvain algorithm.

The core idea is to introduce a matrix c with dimensions n ×K (where, practically, K can be taken as n)
such that cik = 1 if the class of node i is k and 0 otherwise. With these notations, the classical modularity
maximization problem can be expressed as:

max
c∈{0,1}n×K

1
2m

∑
i,j

n∑
k=1

(
Wij −

didj
2m

)
cikcjl = max

c∈{0,1}n×K

1
2m

∑
ij

(
Wij −

didj
2m

)
cTi.cj. . (5.51)

Under the constraints that for any node i, 1T ci. = 1, ci. ≥ 0, cik ∈ {0, 1} for any i, j.
(Hollocou et al., 2019) relaxed the problem by changing the conditions cik ∈ {0, 1} to cik ∈ [0, 1]. Applied

to the criterion gQ, its relaxed version is defined by

gQ(α, β, c; (Pψ)) = 1
2m

 n∑
i=1

n∑
j=1

[
log(Pαmij

(Wij))− log(Pmijβ(Wij))
]

cTi.cj. +
n∑
i=1

n∑
j=1

log(Pmijα(Wij))


(5.52)
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Algorithm 7 Optimization of the generalized modularity
Input: c0, an initial partition, I the maximal number of iterations, a parametric model (Pψ) and a step size

rules η > 0, ηp > 0. Let Θ the space of the parameters. If the step 4b is considered, initial parameters
α0, β0 ∈ Θ are needed.

1: for t = 0, . . . , I − 1 do
2: Do one of the following steps,
3: a)

(αt+1, βt+1)← argmax
a,b

gQ(a,b, ct; (Pψ)) (5.53)

4: b)
αt+1 ← πΘ

(
αt − ηp∇α gQ(αt, βt, ct; (Pψ))

)
,

βt+1 ← πΘ
(
βt − ηp∇β gQ(αt, βt, ct; (Pψ))

) (5.54)

5: Set c̃0 ← ct

6: for i = 1, . . . , n do
7: Set c̃i ← c̃i−1 and

c̃i.i ← π∆
(
c̃i.i−1 − η∇ci.

gQ(αt+1, βt+1, c̃i−1)
)

(5.55)

8: end for
9: Set ct+1 = c̃n.

10: end for
Output: cI the optimized partition and αI , βI the optimized parameters of the model.

Since the relaxed problem is, in general, non-concave in c, (Hollocou et al., 2019) consider an alternate
projected gradient descent in ci.. Here we keep the same idea, but we replace the alternate projected gradient
descent by a projected gradient descent, and we add a step to handle the parameters α and β. Our optimization
algorithm for gQ is given in algorithm 7.

It gives the following theorem.
Theorem 5.1. Let us consider the following hypothesis:

• the function ψ 7→ Pψ(x) is log-concave and two times differentiable for any x and its hessian is L-Lipschitz,
• hii ≥ 0, where −hii = log(Pmiiα(Wii))− log(Pmiiβ(Wii)) for all nodes i,
• η ≤ 1/maxihii
• ηp ≤ 1/L.
• log(Pmijα(Wij)) is bounded.
• mij > 0 .

Under those hypotheses, the sequence (ct, αt, βt)t using algorithm 7 converges sub-linearly to a global maximum
of gQ. In other terms, there exists a constant τ dependent on the model parameters such that

gQ(αI , βI , cI ; (Pψ)) ≥ gQ∗ − τ

I
. (5.56)

where gQ∗ = maxα,β,c gQ(α, β, c; (Pψ)).
Remark 5.9. The order of the updates for the different parameters can be modified or taken as random.
Remark 5.10. In the case of a Poisson distribution, the second hypothesis of the theorem is verified if Aii = 0
for all nodes i and α > β.
Remark 5.11. Instead of taking fixed gradient step sizes η, ηp, they can vary in function of t and i.

Convex relaxation and fuzzy clustering

The above convex relaxation may seem arbitrary and purely analytic. However, the relaxed problem can
be interpreted as a fuzzy clustering problem. Fuzzy clustering problem (Bezdek, 1981) consider classification
when an object (here for us a node) can belong to several groups and not only one. Such models can appear,
for example in communication networks, where researchers can work on different fields, or in biology.

To tackle fuzzy clustering using modifications of modularity, several methods have been proposed (see, for
example, (M. Chen et al., 2014; D. Gómez et al., 2016)). In particular, (Nepusz et al., 2008) proposed a
generalization of the modularity by replacing the coefficient δci,cj

with a coefficient sij ∈ [0, 1], leading to:

QN (s) = 1
2m

∑
ij

(Wij −mij)sij . (5.57)
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In essence, they assign a coefficient aik for each pair (node, block), representing the probability that node i
belongs to class k. This means that there is the relationship sij =

∑
k aikajk, where aik ≥ 0 and

∑
k aik = 1.

Interestingly, this criterion aligns precisely with the one studied by (Hollocou et al., 2019). The relaxed version
of the criterion gQ given in equation (5.52) can then be considered a generalization of this approach.

Because the modularity can be related to the likelihood of a particular model, it may also be the case of
its relaxed version. In the realm of SBM, various generalizations have been introduced to suit scenarios where
nodes may belong to multiple classes. Two notable models are the Mixed Membership Stochastic Blockmodel
(MMSBM) (Airoldi et al., 2008) and the Overlapping Block Model (P. Latouche et al., 2011).

In the MMSBM:
• for each node i, a vector πi ∼ Dirichlet(α) is drawn independently.
• Subsequently, vectors representing connections between nodes are drawn independently: Zi→j ∼Mult(πi)

and Zj→i ∼Mult(πj).
• Weights are then determined such that Wij |Zi→j ,Zj→i ∼ B(ZTi→jΘZj→i), where Θ ∈ [0, 1]K×K is a

parameter matrix.
On the other hand, the Overlapping Block Model follows a similar process:

• Zik ∼ Bernoulli(αk), where vectors Zi· and Zj· are independent if j ̸= i, and the Zik for 1 ≤ k ≤ K are
independent.

• Wij |Zi·,Zj· ∼ Bernoulli(g(Zi·,Zj·)), where g is some function with value in (0, 1).
One noteworthy aspect of the Overlapping Block Model is that a node may not belong to any of the model’s
classes. This feature can be advantageous when dealing with noise or outliers, for example. However, the direct
connection between these models and the specific criterion proposed by (Nepusz et al., 2008) warrants further
investigation.

(Daudin, Pierre, et al., 2010) provide quite the same model as (P. Latouche et al., 2011). However, the
vectors Zi. are drawn such that Zik ≥ 0 and

∑K
k=1 Zik = 1.

Several other models exist, see for example the references in (Daudin, Pierre, et al., 2010). In most
cases, these models differ in how the vectors Zi. are simulated to represent node i’s membership to dif-
ferent classes. Subsequently, the weights are drawn conditioned on these vectors, such that Wij |Zi.,Zj. ∼
Bernoulli(g(Zi.,Zj.)).

Like the SBM scenario, it’s possible to calculate the likelihood of the weights given the matrix Z. For those
models, assuming in particular that g(Zi.,Zj.) = ZTi.θZj., in case of a planted model, i.e. θii = θin, θij = θout,
i ̸= j, the parameter is given by

ZTi.θZj. = θout +
(∑

k

ZikZjk

)
(θin − θout) . (5.58)

In particular, if Zik = δci,k, the same formula as for the planted model is recovered. However, in the case
of fuzzy clustering, this equivalence does not hold. Specifically, when considering the profile likelihood of a
Poisson distribution instead of a Bernoulli, there arises a term Wij log (θout + (θin − θout)

∑
k ZikZjk), instead

of Wij log(θout) +Wij(log(θin)− log(θout))
∑
k ZikZjk, where the hypothesis θin > 0 and θout > 0 is required to

ensure that the model is well-defined. Nevertheless, in the case of the Poisson distribution, the relaxed version
of gQ is a lower bound of the likelihood of a particular Overlapping Block Model.
Proposition 5.16. Consider the planted Overlapping Block Model defined as follows,

• Zik ∼ B(αk), where vectors Zi· and Zj· are independent if j ̸= i, and the Zik for 1 ≤ k ≤ K are
independent.

• Wij |Zi·,Zj· ∼ Poisson(g(Zi·,Zj·)), where

g(Zi.,Zj.) = θout +
(∑

k

ZikZjk

)
(θin − θout) (5.59)

θin, θout > 0.
Then the relaxed version of gQ with Poisson distribution is a lower bound of the likelihood of the planted
Overlapping Block Model.

This is particularly advantageous, as maximizing a lower bound ensures that the target criterion remains
above the threshold. This approach is akin to variational inference methods used for SBM estimation (Daudin,
Picard, et al., 2008; P. Bickel et al., 2013).

In fact, we have that this convex relaxation can almost be rewritten as the log-likelihood of the planted
model minus a positive term, mimicking the variational inference but this time for the SBM and not a fuzzy
version.
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Proposition 5.17. Let c∗,W ∼ pSBM(n,Π, (Pψ), θ∗
in, θ

∗
out) and let π∗

k = P(c1 = k), 1 ≤ k ≤ K. Then the
convex relaxation of the criterion gQ based on this model for a weighted graph W verifies

gQ(θin, θout, c) = VB +KL(c |π) (5.60)

where
VB = log (g(W ; θ, π))−KL(c | fc | W ,θ,π) (5.61)

is the classical variational bound, g(W ; θ, π) is the true likelihood of the planted SBM, at parameters θin, θout, π,
fc | W ,θ,π is the conditional distribution of the latent partition for the model given W , θ, π = π⊗n, and c is a
product distribution on the space {1, . . . ,K}n.

Thus, up to the term KL(q |π), the maximization of the lower bound goes back to the maximization of the
generalized modularity with the relaxation.

Selection of the number of blocks and almost discrete optimization

The optimization framework allows the case where no assumption is made on the number of blocks, as in
classical algorithms such as the Louvain one. However, to do model selection based on likelihood, it is well
known that information criteria are needed to select the true model. In case where the partition matrix c is in
{0, 1}n×n, we have that the number of clusters is

K =
n∑
k=1

(∑n
i=1 c

2
ik∑n

i=1 cik

)
(5.62)

with the convention
∑n

i=1
c2

ik∑n

i=1
cik

= 0 when
∑
i cik = 0.

Thus, the classical information criteria such as BIC can be added to the criterion by replacing K by the
expression above. Other formulations can be used to recover K from c. In addition, note that in SBM literature,
more adapted information criteria are often used (Daudin, Picard, et al., 2008). Here, we adopt this one for the
sake of simplicity.

Except for the fuzzy clustering problem, we do not want a result where cik /∈ {0, 1}. However, it may be the
case with algorithms given in section 5.1.5.

Thus, we consider adding a penalty term of the form

λ

n∑
i=1
∥ci.∥2 (5.63)

where λ > 0 called Barrier (see for example (Wu et al., 2019)). To see why this penalty tends to push the
matrix c ∈ [0, 1] to a matrix whose elements are close to {0, 1}, we consider first adding a penalty consisting of
the difference between L1 and L2 norms.

Let p ∈ Rn. Then, clearly, we have that the L1 minus L2 penalty B(p) = ∥p∥1 − ∥p∥2 equal zero if and
only if p as at most 1 non-zero element.

As B(p) ≥ 0, if we want to maximize some function Q, we can penalize the problem leading to

Q(p)− λB(p) (5.64)

λ > 0. If λ is large enough, the solution of this problem will lie in {0, 1}.

Proposition 5.18. There exists a value λ0 > 0 such that for any λ > λ0, the optimum of the penalized criterion
belongs to {0, 1}.

Now, it is easy to see that the ℓ1 minus ℓ2 penalty terms becomes simply ℓ2 penalty terms.

maxp∈∆n Q(p)− λ
n∑
i=1

B(pi.) ⇐⇒ maxp∈∆n Q(p)− λ
n∑
i=1
∥pi.∥1 + λ

n∑
i=1
∥pi.∥2

⇐⇒ −λn+ maxp∈∆n Q(p) + λ

n∑
i=1
∥pi.∥2

⇐⇒ −λn−minp∈∆n −Q(p)− λ
n∑
i=1
∥pi.∥2 .

(5.65)

where the barrier term simplifies because the norm L1 disappears.
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Moreover, from an optimization perspective, the L2 norm is a convex differentiable (as ∥p∥1 = 1), so it is
simple to adapt the gradient step to take it into account.

This problem where we seek the minimum of the difference between a smooth function (not necessarily
convex) and a convex function under a convex constraint has been studied by (Khamaru and Wainwright,
2018). They showed that the proximal gradient descent, with step size small enough, converges to a stationary
point.

This result can be used to demonstrate that Algorithm 7 adapted to add the barrier terms converges to a
local minimum.

5.1.6 Conclusion
In this paper, we started from the link demonstrated by (Newman, 2016) between the modularity and the

likelihood of a particular stochastic block model having Poisson laws. This relationship introduces an automatic
method for selecting the resolution parameter. We then studied this method on the one hand according to the
criteria introduced by (Laarhoven and Marchiori, 2014) and on the other hand using the result of (Zhao et al.,
2012) which gives conditions for the asymptotic consistency of modularity.

Faced with the limits of modularity with or without resolution parameters, we proposed and studied dif-
ferent alternatives. First, looking at modularity as a deviation from a null model, the configuration model, we
compared the effect of different classical null models. We highlighted the fact that there exist graphs such that
another choice of null model, namely the indeterminacy model (Bertrand et al., 2022) gives better results than
modularity.

Still in the generalization of modularity, by resuming its link with likelihood, we proposed replacing Poisson’s
law with other laws such as the Gaussian or Pareto law. We then obtain new alternative criteria to modularity.
In addition, the parameters of these criteria can also be chosen automatically using the link of the criteria with
the likelihood. We then proposed an algorithm based on convex relaxation to optimize the developed criteria.
We showed its convergence toward a global maximum and justified this choice of relaxation using its links with
the variational bounds used for likelihood estimation.

Many perspectives of this work are possible from a theoretical point of view. On the one hand, for the
influence of the choice of the null model, the theoretical analysis was limited to a very simple case. An extension
would be to investigate the differences between the criteria in more detail. Likewise, the criteria derived from
Gaussian and Pareto models have not been analyzed from a theoretical point of view. It would be interesting to
see if and more probably under what constraints its criteria make it possible to consistently estimate the latent
partition. On the other hand, although relaxation is related to certain models, an interesting question would
be to study its properties in more detail for fuzzy-classification problems.

5.1.7 Proofs
Notations and proof of proposition 5.1

Several proofs are linked with the work of (Zhao et al., 2012). Thus, we recall some notations of the paper.
Let c∗,x∗,W ∼ DCSBM(n,Π, Bernoulli(ψ),P ), where X = {y1, . . . , yM} ∈ RM .

Let S be an array of dimension K ×K ×M so that
∑
k Skau = Πau. We consider

Hkl(S) =
∑
abuv

yuyvPabSkauSlbv

Hk(S) =
∑
l

Hkl(S)

hkl(S) =
∑
au

Skau .

(5.66)

The idea behind S is that the coefficient Skau count the mean number of nodes such that
• ci = k,
• c∗

i = a,
• x∗

i = yu.
And in particular, for c = c∗ up to a permutation of its rows, Skau = Πau.

We also recall their main theorem.

Theorem 5.2 (theorem 4.1 of (Zhao et al., 2012)). Consider a criterion of the form

Q(c) = F (cW , (nk(c))k) (5.67)
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where nk(c) =
∑n
i=1 I(ci = k) and cW = (cWk,l)1≤k,l≤K with cWk,l =

∑
ijWijI(ci = k, cj = l). Suppose that

(*) F (H(S),h(s)) is uniquely maximized over {S|S ≥ 0,
∑
k Skau = Πau} by an array D such that Dkau =

ΠauEka where E is a row permutation of the identity matrix of size K,
• F is Lipschitz in its arguments,
• nρn →∞.

Then the criterion is weakly consistent.

Proof of proposition 5.1. As we consider a planted DCSBM, with only one possible degree value equal to 1/
√

2m,
we can write, θij = (θin−θout)δcicj

+θout

2m . Thus,

llk(c) =
∑
ij

log Pθij
(Wij)

=
∑
ij

[Wij log(θij)− θij ]

=
∑
ij

[
Wij log((θin − θout)δcicj

+ θout)−Wij log(2m)−
(θin − θout)δcicj + θout

2m

]

=
∑
ij

[
Wij log

(
θin

θout

)
− (θin − θout)

2m

]
δcicj

+ 2mlog(θout) + θout
n2

2m

= B

 1
2m

∑
ij

[
Wij −

γ

2m

]
δcicj

+D

(5.68)

with D and B are independent of c. □

Proofs of section 5.1.3

In the following, we use the notations
s1 = s(W , c)
s2 = s(W , c) .

(5.69)

Proof of proposition 5.2. The partial derivatives of the criterion are given by

∂Q(α, β, c)
∂α

= s1

α
− s2,

∂2Q

∂α2 = − s1

α2 , (5.70)

∂Q(α, β, c)
∂β

= 1− s1

β
− (1− s2), ∂2Q

∂β2 = −1− s1

β2 ,
∂2Q

∂β∂α
= 0 . (5.71)

The Hessian is a diagonal matrix with negative coefficients, so the function is concave.
Moreover, its derivatives become zero in α = s1

s2
et β = 1−s1

1−s2
, which are maximum by concavity.

Now replacing α and β by the values that maximize the criterion, it gives

Q̃(c) = sup
α,β

[
log(α

β
) ∗ s1 − (α− β) ∗ s2 + log(β)− β

]
= log(s1

s2

1− s2

1− s1
) ∗ s1 − (s1

s2
− 1− s1

1− s2
) ∗ s2 + log(1− s1

1− s2
)− 1− s1

1− s2

= log(s1

s2

1− s2

1− s1
) ∗ s1 − (s1 ∗ (1− s2)

1− s2
− s2 ∗ (1− s1)

1− s2
) + log(1− s1

1− s2
)− 1− s1

1− s2

= log(s1

s2

1− s2

1− s1
) ∗ s1 + log(1− s1

1− s2
)− s1 − s2

1− s2
− 1− s1

1− s2

= log(s1

s2

1− s2

1− s1
) ∗ s1 + log(1− s1

1− s2
)− 1 .

□

Before continuing, we need to establish an additional proposition.

Proposition 5.19. For the ring of cliques with K cliques and n nodes, we have for c the partition induced by
the cliques,

1. 2m = K
(
n
K

(
n
K − 1

)
+ 2
)
,
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2. s1 = 1− 2K
2m ,

3. s2 = 1
K .

Moreover, on the same graph, if we consider a partition that merges cliques, so that the number of blocks K̃ in
the new partition is equal to K̃ = K/δ blocks, δ ∈ N \ {0}, it gives

1. s̃1 = s1 + 2K
2m

δ−1
δ ,

2. s̃2 = s2 + δ−1
K .

Proof of proposition 5.19. For the graph, each clique is composed of n/K nodes. Moreover, there is no loop
and each clique is linked to exactly two others, so 2m = K

(
n
K

(
n
K − 1

)
+ 2
)
. For the partition induced by the

cliques, we have

s1 =
K∑
k=1

(
n
K

(
n
K − 1

)
2m

)
=

K∑
k=1

2m
K − 2
2m = 1− 2K

2m (5.72)

and

s2 =
K∑
k=1

(
n
K

(
n
K − 1

)
+ 2

K
(
n
K

(
n
K − 1

)
+ 2
))2

=
K∑
k=1

(
1
K

)2
= 1
K

. (5.73)

Now let us consider a partition with K̃ = K/δ blocks,

s̃1 =
K̃∑
k=1

δ nK
(
n
K − 1

)
+ 2 ∗ (δ − 1)

2m =
K̃∑
k=1

δ

K

2m− 2K
δ

2m = 1− 2K
δ2m = s1 + 2K

2m
δ − 1
δ

(5.74)

and

s̃2 =
K̃∑
k=1

(
δ nK

(
n
K − 1

)
+ 2 ∗ δ

2m

)2

=
K̃∑
k=1

(
δ

K

)2
= δ

K
= s2 + δ − 1

K
. (5.75)

□

Proof of proposition 5.4. Using the notation of (Zhao et al., 2012), we can write the modularity as

Q̃(c) = Fγ(cW ) =
∑
k

[
cWk,k

2m − γ
(cWk

2m

)2
]

. (5.76)

Thus in order to prove the proposition, it is sufficient to show that the function Fγ(H(S)), S ≥ 0,
∑
k Skau =

Πau is uniquely maximized in S = D.
We have that ∑

k

[
Hkk

P̃0
− γ

(
Hk

P̃0

)2
]

+
∑
k ̸=l

[
Hkl

P̃0
− γHkHl

P̃ 2
0

]
= 1− γ , (5.77)

Thus

2Fγ(H) = 2
∑
k

[
Hkk

P̃0
− γ

(
Hk

P̃0

)2
]
− (1− γ) + (1− γ)

=
∑
k

[
Hkk

P̃0
− γ

(
Hk

P̃0

)2
]
−
∑
k ̸=l

[
Hkl

P̃0
− γHkHl

P̃ 2
0

]

=
∑
kl

∆kl

[
Hkl

P̃0
− γHkHl

P̃ 2
0

]
(5.78)

where ∆kl =
{

1 if k = l

0 if k ̸= l.
This implies that

2Fγ(H(S)) =
∑
kl

∆kl

[
Hkl

P̃0
− γHkHl

P̃0

]
+ 1− γ

=
∑
kl

∑
ab

∆klSkaSlb

[
Pab

P̃0
− γ

(
∑
s πsPas) (

∑
t πtPbt)

P̃ 2
0

]
+ 1− γ .

(5.79)
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Assuming that Pab

P̃0
− γ (

∑
s
πsPas)(

∑
t
πtPbt)

P̃ 2
0

> 0 when a = b and Pab

P̃0
− γ (

∑
s
πsPas)(

∑
t
πtPbt)

P̃ 2
0

< 0 when a ̸= b,

2Fγ(H(S)) ≤
∑
ab

∆abπaπbSkaSlb

[
Pab

P̃0
− γ

(
∑
s πsPas) (

∑
t πtPbt)

P̃ 2
0

]
+ 1− γ

= 2Fγ(H(D))
(5.80)

The unicity of the optimum comes from Lemma 3.2 of (P. J. Bickel and A. Chen, 2009b). □

Proof of corollary 5.5. Thus following the proof of proposition 5.3, the condition (H1g) simplifies into

Kθin
θin + (K − 1)θout

> γ,
Kθout

θin + (K − 1)θout
< γ . (5.81)

This becomes
(K − γ)θin > γ(K − 1)θout, θout(K + γ − γK) < γθin (5.82)

and so
θin > max

{
γ(K − 1)
K − γ

, 1 + K(1− γ)
γ

}
θout . (5.83)

This concludes the proof of the first part.
It is easy to see that 1 + K(1−γ)

γ > 1 as soon as 0 < γ < 1. Also, as the function x 7→ x(K−1)
K−x is increasing,

we have that for any γ ≥ 1, γ(K−1)
K−γ ≥ 1. Thus, for any γ > 0,

max
{
γ(K − 1)
K − γ

, 1 + K(1− γ)
γ

}
≥ 1 . (5.84)

It is easy to see that there is equality if and only if γ = 1 which concludes the proof. □

Proof of corollary 5.0.2. The modularity can be defined as Qγ(c) = Fγ(cW ). As the function Fγ is lipschitz,
and proposition 5.5, the theorem 4.1 of (Zhao et al., 2012) implies the consistency of the Modularity. □

Proof of proposition 5.5. The AutoResMod criterion can be written as

F̃ (cW ) = supα,βF̃ (cW , α, β) , (5.85)

where
F̃ (cW , α, β) = B(α, β)Fγ(cW ) +D(β) , (5.86)

with γ depending on α and β. B, D and γ are defined as in equation (5.17). Note that optimal parameters α
and β exists as long as the graph is not empty.

Let S, α, β ∈ argmaxS,α,β F̃ (H(S), α, β). Let α∗, β∗ be the maximum parameters of F̃ (H(D), α, β).
Assume that α > β. It implies that B(α, β) > 0. Then we have from proposition 5.4, under the condition

(H1g) with γ, we have for any array S,

F̃ (H(S)) ≤ F̃ (H(S))
= F̃ (H(S), α, β)
= B(α, β)Fγ(H(S)) +D(β)
≤ B(α, β)Fγ(H(D)) +D(β)
≤ B(α∗, β∗)Fγ(H(D)) +D(β∗)

(5.87)

This means that F̃ (H(S)) is uniquely maximized in D. In addition, as γ = γ∗, it is sufficient to check the
condition 5.30 with γ∗.

If α > β, it is easy to see that the result stays true if we reverse the inequalities in condition 5.30. □

Proof of proposition 5.6. The condition 5.5 reduces to the condition (5.27) as we look at a planted model. In
addition, as θout = 0 and θin > 0 this condition is verified for any value of γ and thus in particular for γ∗. □

Proof of proposition 5.7. To prove this proposition, it is enough to provide a graph where the proposition is
true.

Consider a graph consisting of two blocks, each containing 10 nodes, where all nodes within the same
block are connected with weight 0.25, and all nodes are connected to nodes in other blocks with weight 0.75,
representing a dissortive case. Let c∗ denote the partition associated with these two blocks,
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Figure 5.3 – Example of situation that highlights that the AutoResMod (and modularity) is not monotonic

Now, assume we consider a partition c on the graph. We denote p1 as the number of nodes in block one of
c that belong to block one of c∗, and p2 as the number of nodes in block one of c that belong to block two of
c∗. Looking at all the possible partitions, it gives that c∗ is the optimal partition for Q̃.

We now have to verify that modularity fails on this example. Taking c as the block with all nodes, we find
Qγ(c) = 1 − γ. However, Qγ(c∗) = 1−2γ

4 . Thus, Qγ(c) < Qγ(c∗) if and only if γ > 1.5. However, this does
not necessarily imply that there exists γ ≥ 1.5 such that modularity can recover the partition c∗. For instance,
if γ = 2, then the best partition among those with 2 blocks is the one that mixes the two blocks with equal
proportion. □

Proof of proposition 5.9. Except the richness properties, the others are clear.
To prove the richness, we show that for any partition c, then for G the associated clique graph, i.e. Wij =

I(ci = cj), the AutoResMod criterion is maximal in c. Denoting πk the proportion of nodes in the block k of
c, we have that G is the expect graph from the model defined as pSBM(n, π,Bernoulli(1),Bernoulli(0)).

We have seen in proposition 5.6 that for this kind of graphs, the consistency is ensured, i.e. applying the
criterion to the expected graph allows to recover the latent partition. Thus AutoResMod applied to G recovers
the partition c and AutoResMod is rich. □

Proof of proposition 5.10. To prove that the function is not monotonic, it can be seen using the same graph
proposed by (Laarhoven and Marchiori, 2014) (see Figure 5.3). The proof is similar for the one of the modularity
given by (Laarhoven and Marchiori, 2014).

Moreover, the criterion is not local, as it considers links between blocks and not only those in the same block
(Laarhoven and Marchiori, 2014). □

Proof of proposition 5.11. With the given notations, if we can show that

F (H(S),h(S)) =
∑
k

(
Hkk − hkHk −Hkhk + h2

kθ̃0
)

. (5.88)

Noticing that

0 =
∑
kl

Hkl −
∑
kl

hkHl −
∑
kl

Hkhl +
∑
k

(hk)2θ̃0

=
∑
k

(
Hkk − hkHk −Hkhk + h2

kθ̃0
)

+
∑
k ̸=l

(
Hkl − hkHl −Hkhl + hkhlθ̃0

)
,

(5.89)

it gives

2F (H(S),h(S)) =
∑
kl

∆kl

(
Hkk − 2hkHk + h2

kθ̃0
)

=
∑
kl

∆kl

(∑
ab

SkaSlbθab −
∑
abv

SkaSlb(πvθbv + πvθav) +
∑
ab

SkaSlbθ̃0

)

=
∑
kl

∑
ab

∆klSkaSlb

(
θab −

∑
v

πv(θbv + θav) + θ̃0

)

≤
∑
kl

∑
ab

∆abSkaSlb

(
θab −

∑
v

πv(θbv + θav) + θ̃0

)

=
∑
ab

∆ab

(
θab −

∑
v

πv(θbv + θav) + θ̃0

)
= 2F (H(D),h(D)) .

(5.90)

The unicity is obtained by Lemma 3.2 of (P. J. Bickel and A. Chen, 2009b). □
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Proofs of section 5.1.4

Proof of proposition 5.12. The first part becomes

θaa > 2πaθaa + 2(1− πa)θab − π2
a − 2πa(1− πa)θab + (1− πa)2θbb ⇐⇒

θaa(1− 2πa + π2
a) + (1− πa)2θbb > 2(1− πa)θab − 2πa(1− πa)θab ⇐⇒

θaa(1− πa)2 + (1− πa)2θbb > 2(1− πa)(1− πa)θab ⇐⇒
θaa + θbb > 2θab .

(5.91)

The second part gives

θab < πa(θaa + θab) + (1− pia)(θabθbb)− θ̃0 ⇐⇒
θ̃0 < πaθaa + (1− πa)θbb ⇐⇒
π2
aθaa + 2πa(1− πa)θab + (1− πa)2θaa < πaθaa + (1− πa)θbb ⇐⇒

2πa(1− πa)θab < πa(1− πa)θaa + (1− πa)πaθbb ⇐⇒

θab <
θaa + θbb

2 .

(5.92)

□

Proof of proposition 5.13. To compare this condition to the one obtained for the modularity with γ = 1,

θ2
ab < θaaθbb ⇐⇒

4θ2
ab < 4θaaθbb ⇐⇒

4θ2
ab < 2θaaθbb + 2θaaθbb ⇐⇒

4θ2
ab < 2θaaθbb + θ2

aa + θ2
bb (using (x− y)2 ≥ 0) ⇐⇒

4θ2
ab < (θaa + θbb)2 ⇐⇒

2θab < θaa + θbb (θab ≥ 0) .

(5.93)

Thus, if the modularity is consistent, then the deviation to the indetermination is also consistent.
To compare with the deviation to uniformity,

2θab < θaa + θbb ⇐⇒
2(πa − π2

a)θab < (πa − π2
a)θaa + (πa − π2

a)θbb ⇐⇒
θ̃0 < πaθaa + (1− πa)θbb .

(5.94)

As θ̃0 < θaa for all a, implies θ̃0 < πaminkθkk + (1− πa)minkθkk ≤ πaθaa + (1− πa)θbb. Thus, the consistency
condition of the deviation to uniformity implies the condition of the deviations to the indetermination. □

Proof of proposition 5.14. We have

llk(c, µin, µout) = −
∑
ij

log(σ
√

2π)− 1
2σ
∑
ij

(Wij −mijµij)2

= −
∑
ij

(
log(σ

√
2π) +

W 2
ij

2σ

)
+ 1

2σ
∑
ij

(
2Wijmijµij −m2

ijµ
2
ij

)
= −

∑
ij

(
log(σ

√
2π) +

W 2
ij

2σ

)
+ 1

2σ
∑
ij

(
2Wijmij(µin − µout)−m2

ij(µ2
in − µ2

out)
)
δcicj +

1
2σ
∑
ij

(
2Wijmijµout −m2

ijµ
2
out

)
= µin − µout

σ

∑
ij

(
mijWij −

µin + µout
2 m2

ij

)
δcicj

+ 1
2σ
∑
ij

(
2Wijmijµout −m2

ijµ
2
out

)
−

∑
ij

(
log(σ

√
2π) +

W 2
ij

2σ

)
.

(5.95)
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The optimal parameters are given by

µ̂in =
∑
ijmijWijδcicj∑
ijm

2
ijδcicj

, µ̂out =
∑
ijmijWij(1− δcicj

)∑
ijm

2
ij(1− δcicj

) . (5.96)

Replacing then in the equation of the likelihood gives the desired result. □

Proof of proposition 5.15. First, we derive the equation of the log likelihood. Then we compute the optimal
parameters and deduce the equation of the criterion.

llk(c, αin, αout) =
∑
ij

log(αij) + αijmij log( β

Wij
) + log(mij

Wij
)

=
∑
ij

[
log
(
αin
αout

)
δcicj

+ log(αout) + (αin − αout)mij log
(

β

Wij

)
δcicj

+ αoutmij log
(

β

Wij

)
+ log

(
mij

Wij

)]

= (αin − αout)
∑
ij

[
mij log

(
β

Wij

)
+ log(αin/αout)

αin − αout

]
δcicj

+

αout
∑
ij

mij log
(

β

Wij

)
+ n2log(αout) +

∑
ij

log
(
mij

Wij

)

= (αout − αin)
∑
ij

[
mij log

(
Wij

β

)
− log(αout/αin)

αout − αin

]
δcicj

+

αout
∑
ij

mij log
(

β

Wij

)
+ n2log(αout) +

∑
ij

log
(
mij

Wij

)

= B
∑
ij

[
mij log

(
Wij

β

)
− γ 2m

n2

]
δcicj +D .

(5.97)
where B = (αout−αin), γ = log(αout/αin)

αout−αin

n2

2m ≥ 0 and D = αout
∑
ijmij log

(
β
Wij

)
+n2log(αout)+

∑
ij log

(
mij

Wij

)
.

In the assortive case (in the sense of the proposition), αout > αin thus B > 0.
From the third equation, we have

llk(c, αin, αout) = (αin − αout) ∗ s1 + n2
inlog(αin/αout) + αouts3 + n2log(αout) + s4 . (5.98)

The derivatives are

∂llk(c, αin, αout)
∂αin

= s1 + n2
in

αin
, (5.99)

∂llk(c, αin, αout)
∂αout

= −s1 + s3 + n2 − n2
in

αout
, (5.100)

thus α̂in = n2
in

−s1
and α̂out = n2−n2

in

s1−s3
, and it is easy to verify that are global maxima. Replacing them in the

equation of the likelihood gives the result. □

Proofs of section 5.1.5

Proof of theorem 5.1. To prove the result, we decomposed the function −gQ as sum of convex functions and
then applied adapted results of convex analysis.

Denote J(α, β, c) = −gQ(α, β, c; (Pψ)). If α and β are fixed, then we denote it simply J(c). Let a and b be
two partitions and x be a vector. We define the matrix C(i) such that for all j,

C
(i)
j. (a,x, b) =

 aj. if j < i
x if j = i
bj. if j > i

. (5.101)
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Then we have that for any matrix c∗, α∗, β∗,

J(α, β, c)− J(α∗, β∗, c∗) = J(α, β, c)− J(α, β, c∗) + J(α, β, c∗)− J(α∗, β∗, c∗)

=
(

n∑
i=1

J(α, β,C(i)(c, ci., c∗))− J(α, β,C(i)(c, c∗
i., c

∗))
)

+ J(α, β, c∗)− J(α∗, β∗, c∗) .

(5.102)

It is clear that α, β 7→ gQ(α, β, C; (Pψ)) is concave as soon as θ 7→ log(P(Wij |mijθ)) is concave ∀ i, j as sum
of concave functions. Thus, the right-hand term in equation (5.102) is a difference between a convex function
evaluated in two points.

Moreover, if we differentiate gQ with respect to cik, it gives

∂gQ(α, β, c)
∂cik

= 2
2m

n∑
j=1

[log(P(Wij |mijα))− log(P(Wij |mijβ))] cjk (5.103)

and it leads to
∂2gQ(α, β, c)
∂cik∂cjk′

= 2
2m [log(P(Wij |mijα))− log(P(Wij |mijβ))] δ(k, k′) . (5.104)

In particular, if log(P(Aii |miiα))− log(P(Aii |miiβ)) ≤ 0 for all nodes i, the function
ci. 7→ gQ(α, β, (c1., . . . , ci., . . . , cn.)) is concave. Thus, the function x 7→ J(α, β,C(i)(c,x, c∗)) is convex. So, the
equation (5.102) is a sum of difference between convex functions evaluated at different points. In fact, we have
the stronger results that x 7→ J(α, β,C(i)(c,x, c∗)) is quadratic in x, i.e.

J(α, β,C(i)(c,y, c∗)) = J(α, β,C(i)(c,x, c∗)) + ⟨∇iJ(α, β,C(i)(c,x, c∗)),y− x⟩+ hii
2 ∥y− x∥2

2 . (5.105)

To lighten the notation, we use + instead of t+ 1, e.g. c+ = ct+1 and omit the t subscript.
First let i ∈ {1, . . . n}, we apply the same analysis as in (Bubeck, 2015) for projected gradient descent. This

leads to

J(C(i)(c+, c+
i. , c

∗))− J(C(i)(c+, c∗
i., c

∗)) = J(C(i)(c+, c+
i. , c

∗))− J(C(i)(c+, ci., c∗))+
J(C(i)(c+, ci., c∗))− J(C(i)(c+, c∗

i., c
∗))

= ⟨∇iJ(C(i)(c, ci., c∗)), c+
i. − ci.⟩+ hii

2 ∥c
+
i. − ci.∥2

2+

J(C(i)(c+, ci., c∗))− J(C(i)(c+, c∗
i., c

∗))

≤ ⟨∇iJ(C(i)(c, ci., c∗)), c+
i. − ci.⟩+ hii

2 ∥c
+
i. − ci.∥2

2+

⟨∇iJ(C(i)(c, ci., c∗)), ci. − c∗
i.⟩

= ⟨∇iJ(C(i)(c, ci., c∗)), c+
i. − yi.⟩+ hii

2 ∥c
+
i. − ci.∥2

2

≤ ⟨hii(ci. − c+
i. ), c

+
i. − yi.⟩+ hii

2 ∥c
+
i. − ci.∥2

2

= hii⟨ci. − c+
i. , ci. − yi.⟩ −

hii
2 ∥c

+
i. − ci.∥2

2

≤ hmax⟨ci. − c+
i. , ci. − yi.⟩ −

hmax
2 ∥c+

i. − ci.∥2
2 ,

(5.106)

where the equality in line 3 comes from the quadratic property of J (c.f. Equation (5.105)), the inequality in
line 5 of the convexity, the line 6 of equation 3.7 of (Bubeck, 2015) and where hmax = max{maxi hii, L}.

Note that the quadratic properties can be replaced by a smoothness inequality see e.g. lemma 3.4 of (Bubeck,
2015), for such inequality.

Also, we have that the function gQ after step a) is larger than after step b). Thus, we consider the case of
step b, which can be done as in equations (5.106).

Now, we see a matrix y as the vector (y1.,y2., . . . ,yn.). Denoting by p = p(c, α, β) the vector (c, α, β) and
summing the inequalities yield to

J(α, β, c)− J(α∗, β∗, c∗) ≤ hmax⟨p− p+,p− p∗⟩ − hmax
2 ∥p− p+∥2

2 . (5.107)
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Then, using the theorem 3.7 of (Bubeck, 2015) implies

J(αt, βt, ct)− J(α∗, β∗, c∗) ≤ 3hmax∥p(c0, α1, β1)∥2
2 + J(α1, β1, c1)− J(α∗, β∗, c∗)

t
. (5.108)

So there exists a constant τ dependent on the model parameters such that

gQ(αI , βI , cI ; (Pψ)) ≥ gQ(α∗, β∗, c∗; (Pψ))− τ

I
. (5.109)

□

Proof of proposition 5.16. The profile likelihood of the Overlapping Model is the product of terms

Wij log
(
θout + (θin − θout)

∑
k

ZikZjk

)
(5.110)

while the convex relaxation involves terms in

Wij

(
log(θout) + (log(θin)− log(θout))

∑
k

ZikZjk

)
. (5.111)

As the Wij are positive, it is sufficient to compare the remaining terms.
Assuming that sij =

∑
k ZikZjk ∈ [0, 1], we can invoke Jensen’s inequality to demonstrate this:

log(θout + (θin − θout)sij) = log((1− sij)θout + θinsij)
≥ sij log(θin) + (1− sij)log(θout)
= log(θout) + (log(θin)− log(θout))sij .

(5.112)

This concludes the proof. □

Proof of proposition 5.17. It is easy to see that the log-likelihood of the model is given by

log

∑
c

n∏
i=1

πci

∏
i,j

Pθin
(Wij)δci,cj Pθout

(Wij)1−δci,cj

 . (5.113)

Let q be a distribution on the set of the partition of n elements in K classes. Using the notations

g(W ; θ, π) =
∑

c

n∏
i=1

πci

∏
i,j

Pθin(Wij)δci,cj Pθout(Wij)1−δci,cj =
∑

c
f(c,W ; θ, π) , (5.114)

we have

log (g(W ; θ, π)) ≥ log (g(W ; θ, π))−KL(q | fc|W ;θ,π)

= log (g(W ; θ, π))−
∑

c
q(c)log(q(c)) +

∑
c
q(c)log

(
f(c,W ; θ)
g(W ; θ)

)
=
∑

c
log(f(c,W , θ))−

∑
c
q(c)log(q(c))

=
∑
ik

qiklog
(
πk
qik

)
+∑

ij

∑
k

qikqjk (log(Pθin
(Wij))− log(Pθout

(Wij))) +

∑
ij

log(Pθout
(Wij))

= −KL(q |π) +
∑
ij

∑
k

qikqjk (log(Pθin(Wij))− log(Pθout(Wij))) +

∑
ij

log(Pθout(Wij)) .

(5.115)

□
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Proof of proposition 5.18. Assume that Q∗ is realized at some point p∗. If p∗ ∈ {0, 1}, then taking λ ≥ 0 it
will not change the solution as Q(p∗) = Q(p∗) − λB(p∗) ≥ Q(p) − λB(p∗) ≥ Q(p) − λB(p). No we proceed
by contradiction. Let c∗ be the maximum of Q on {c ∈ {0, 1}n×K |

∑K
k=1 cik = 1,∀1 ≤ i ≤ n} . Taking

λ > Q(p∗)−Q(c∗)
B(p∗) implies that

Q(p∗)− λB(p∗) < Q(c∗) = Q(c∗)− λB(c∗) (5.116)

which leads to a contradiction. Thus, for λ large enough, the coefficients of the solution take values in {0, 1} .
In addition, if p ∈ ∆, then ∥p∥1 = 1 so B(p) = 1− ∥p∥2. And B(p) = 0 is equivalent to p has exactly one

non-zero element, and it is equal to 1. □

5.2 Profile Likelihood on Dependent Graphs

5.2.1 Introduction
The task of large graph classification has gained significant importance recently, particularly in domains such

as biology and social networks (Lin et al., 2016; Rastelli et al., 2016). In this context, it is common to model
graphs using block models like Stochastic Block Model (SBM) or its variant with degree corrections (DCSBM).

One widely used method to partition random graphs is maximizing modularity, especially for huge graphs
with millions of nodes. However, modularity has limitations (Fortunato and Barthélemy, 2007), possibly because
it’s linked to the likelihood of a specific Poisson DCSBM (Newman, 2016).

Likelihood-based methods, such as profile likelihood (Choi et al., 2012; Zhao et al., 2012), have also received
attention due to their consistency results. However, optimizing these criteria in practice can be challenging
(Amini et al., 2013), leading to alternative proposals (Amini et al., 2013; Lei and Rinaldo, 2015; Y. Chen et al.,
2018).

Another approach is the use of K-means (Hartigan and M. A. Wong, 1979), which is related to the likelihood
of homogeneous Gaussian mixtures. While K-means is commonly used in various data settings, there are only
few consistency results for K-means on SBM. Recently, a relaxed version showed asymptotic exact recovery
(Giraud and Verzelen, 2019). Their algorithm has complexity in O(n7) which makes it impossible to use on
large graphs. Therefore, to optimize the K-means criterion, which is a NP-hard problem (Kovalyov and Pesch,
2010), heuristics are typically employed, making consistency analysis challenging.

From a theoretical perspective, a limitation of the DCSBM is that it assumes edge weights to be conditionally
independent given the block structure, which may not always hold true. For instance, studies on networks like
the Amazon product recommendation network suggest that models allowing for dependencies within blocks,
known as local dependency graphs, provide better fits (Babkin et al., 2020; Schweinberger and Handcock, 2015).
Real random graphs can also exhibit dependencies between blocks, as seen in correlation matrices. For instance,
in finance, particular block models have been applied to correlation matrices of daily closing values of stocks
in the NASDAQ100 index (Perreault et al., 2019). However, estimating such models can be challenging. To
address this, researchers have proposed various estimation methods. (Schweinberger, 2020) uses approximate
Bayesian methods to estimate the partition and parameters of local dependency graphs, while (Babkin et al.,
2020) utilize likelihood-based methods tailored for classical SBMs.

Based on the limitations of block models, such as potential misspecifications in edge distributions or depen-
dencies between them, this present section aims to explore the properties of classical profile likelihood methods
(assuming Poisson or Gaussian edge distributions) and the K-means algorithm in the context of random graphs
with a block structure. Despite these limitations, these methods offer efficient algorithms, even if approximate,
capable of handling high-dimensional data (Daudin, Picard, et al., 2008). Additionally, in subsection 5.2.2 we
propose simple generalizations of the likelihood for Gaussian SBMs and K-means, which enable asymptotic
consistency of the estimated partition under a DCSBM.

First we look at the asymptotic properties of those criteria under a block model, with potentially different
distribution in blocks, but with same means, under some regular assumptions, the asymptotic consistency
is preserved. Then we provide some evidence, why estimation methods for SBM should behave quite the
same under some local dependency graphs and illustrate it with simulations. Finally, we consider the case of
correlation matrices. After justifying how block structure can naturally arrive based on possible latent variables
of the models, we demonstrate that methods such as K-means and the profile likelihood of a Gaussian SBM
can asymptotically recover the true block structure of the correlation matrix.

5.2.2 Notations, Definitions, and Criteria
First, we start by giving some definitions.
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Block Models

Among the vast literature of block random graph models, the model called Degree Corrected Stochastic
Block Model (DCSBM) is particularly used. This model proposed by (Karrer and Newman, 2011) allows
both to have a structure of blocks defined through a so-called latent partition but also allows heterogeneity
within these blocks thanks to coefficients called degree correction factors. More formally, a random graph,
which we identify with its (potentially weighted) adjacency matrix W , with n nodes comes from a DCSBM if
the distribution of the graph is the same as the process following

Definition 5.9. • Let Pψ, ψ ∈ Ψ be a parametric family of distributions on R, from which the weights of
the graph edges will be drawn.

• Let X ⊂ R be a finite subset of cardinal M and Π a probability on {1, . . . ,K} × X . There is a latent
partition c ∈ {1, . . . ,K}n and a vector x ∈ Xn generated as

(ci, xi)
i.i.d∼ Π (5.117)

This is interpreted as : ci = k means that node i belongs to the class k and xi is the degree correction
of node i.

• Let Θ ⊆ R such that ∀θ ∈ Θ,∀x, x′ ∈ X , xx′θ ∈ Ψ and let θ = (θk,l) be a K ×K matrix of parameters,
θk,l ∈ Θ.

• Conditionally on c and x, the (weighted) adjacency matrix of the graph is drawn from

Wij | ci, cj , xi, xj
⊥⊥∼ Pxixjθci,cj

, for i ≥ j ; (5.118)
Wij = Wji . (5.119)

We then denote
c,x,W ∼ DCSBM(n,Π, (Pψ),θ) .

We also denote πk = Π({k} × X ) the probability, for each node, to be in class k.

Note that for the identifiability of the model, an assumption on the distribution of x is needed. For example,
(Karrer and Newman, 2011) propose to use

∑
i I(ci = k)xi = 1. Here under such models, similarly to (Zhao

et al., 2012), we assume that E[xi] = 1.
As real graphs are often sparse, it is often convenient to assume that a proportion (1− ρ) of the edges is set

to 0, ρ ∈ (0, 1]. We then said the model to have a ρ sparsity pattern. This leads to consider that the weighted
matrix of the graph W is generated as

Wij | ci, cj , xi, xj
⊥⊥∼ ρPxixjθci,cj

+ (1− ρ)δ{0} , for i ≥ j. (5.120)

In such a case, we write
c,x,W ∼ sDCSBM(n,Π, (Pψ),θ, ρ) . (5.121)

The classical setting corresponds to ρ = 1.
A particularity of the DCSBM with Bernoulli distribution is that the mixture induced by the sparsity belongs

to the Bernoulli model, which leads to

sDCSBM(n,Π, , (Bernoulli(ψ)),θ, ρ) ∼ DCSBM(n,Π, (Bernoulli(ψ)), ρθ) . (5.122)

The DCSBM encompasses one of the most famous block models, called Stochastic Block Model (SBM).
This model introduced by (Holland et al., 1983) corresponds to the case where there is no degree correction,
i.e. M = 1 or x is a constant vector. In such case, we simply denote

c,W ∼ sSBM(n, π, (Pψ),θ, ρ) . (5.123)

and we consider π to be a probability on {1, . . . ,K}.
A particularity of the SBM compared to the DCSBM is that there is no need to consider a parametric

model as in each block, the distributions are the same for all nodes. In those situations, we replace the notation
sSBM(n,Π, (Pψ),θ, ρ), by

c,W ∼ sSBM(n, π, (Pk,l)1≤k,l≤K , ρ) , (5.124)

where the Pk,l = Pθk,l
are a set of K2 distributions, and if there is no particular sparsity pattern, we denote

simply
c,W ∼ SBM(n, π, (Pk,l)) . (5.125)
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In fact, this definition does not depend on a particular parametric model. And thus, we sometimes use it
without requiring a parametric model.

We also introduce a new version, which generalizes the DCSBM, where the degree correction factors have
influence at least on the mean of the distributions. This new class of models clearly includes nonparametric
SBM.

Definition 5.10. If
• X , Π, c, x and θ are the same as in Definition 5.9 ;
• conditionally on c and x, the weights Wij are drawn independently and verify

E[Wij | ci, cj , xi, xj ] = xixjθci,cj
;Wij = Wji ; (5.126)

then we write
c,x,W ∼ gBM(n,Π,θ) .

Remark 5.12. In particular, if a proportion 1− ρ of the edges weights are set to 0, it corresponds simply to a
model gBM(n,Π, ρθ).

Given the observation of a graph W , where c∗,W is drawn from a random graph model, there are two
main problems: firstly estimating the latent partition and secondly estimating the model parameters (P. Bickel
et al., 2013). In this work we focus on the first task. That is, we aim at estimating the latent partition c∗, by
maximizing in c some criterion Q(c,W ).

When estimating the latent partition of a graph with a block structure, several metrics can be considered.
One of the most classic is simply the number of classification errors defined for two partitions e, c of V a set
with n nodes, i.e.

∥e− c∥Pn
= minσ∈ΣK

n∑
i=1

I(ei ̸= σ(ci)) (5.127)

where ΣK is the set of permutations of {1, . . . ,K}.
We also consider the following notations.
We define the matrix norms ∥W ∥max = maxij |Wij | and ∥W ∥ℓ1 =

∑
ij |Wij |.

Definition 5.11 (weak consistency). Let Kn be a sequence of strictly positive integers, Qn : {1, . . . ,Kn}n ×
Rn×n → R a sequence of functions (criteria) and BMn a sequence of random graph models, i.e. of distributions
on {1, . . . ,Kn}n × Rn×n.

We say that (Qn) is weakly consistent (for (BMn)) if ∀ϵ > 0,

∀ n, c∗
n,Wn ∼ BMn, ∀ ĉn ∈ argmaxQn(·,Wn) =⇒ P

(
1
n
∥ĉn − c∗

n∥Pn
> ϵ

)
−→ 0
n→∞

.

The above definition will be made clear in the following section, dealing with explicit criteria.

Profile Likelihood Criteria

For the estimation of the partition under the hypothesis of an SBM or a DCSBM and their variants, a
criterion which has been used many times is the profile likelihood. This differs from the model likelihood in
two ways. On the one hand, the latent partition is treated as a parameter, that is to say, we look at the
(log-)likelihood of the graph weights, also called partial (log-)likelihood:

llk(c,x,θ; W , (Pψ)) =
∑
ij

log Pxixjθci,cj
(Wij) =

∑
kl

∑
ij

I(ci = k, cj = l)log Pxixjθk,l
(Wij) . (5.128)

On the other hand, the objective of the profile likelihood being to find the latent partition, the maximum is
taken on the other parameters. That is to say that the profile (log-)likelihood of the partition c is written as

pllk(c; W , (Pψ)) = sup
θ,x

llk(c,x,θ; W , (Pψ)) . (5.129)

In the case of binary randomness, (Zhao et al., 2012) gives a general theorem (c.f. Theorem 4.1 of their
paper) for the convergence of the latent partition estimator. We recall this theorem in the following section 5.3.

We will use the following

Definition 5.12. Given an adjacency matrix W of size n × n and a partition c ∈ {1, . . . ,K}n, the graph
induced by c on W is the graph of K nodes (each representing a class), the adjacent matrix of which is cW
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defined by:
cWk,l =

∑
i,j

I(ci = k, cj = l)Wi,j . (5.130)

We also define
cWk =

K∑
l=1

cWk,l , (5.131)

which is the total weight of edges outside of the class k, and

nk(c) =
n∑
i=1

I(ci = k) , (5.132)

which is the number of nodes in the class k. Lastly, we denote by di the empirical degree of node i

di =
∑
j

Wij . (5.133)

(Zhao et al., 2012) show that the profile likelihood of a Poisson SBM model is asymptotically consistent
under an SBM and likewise for the DCSBM case, both with Bernoulli distributed weights.

While the choice of the Poisson model for binary weights may look surprising, (Zhao et al., 2012) justify
it by the fact that asymptotically, for parsimonious models, Poisson’s law and Bernoulli’s law are close. In
addition, the profile likelihood of Poisson models is easier to handle than the one of Bernoulli.

These two criteria are can be written (up to constant terms) as
• Poisson SBM :

pllk(c; W ,Poisson) =
∑
kl

cWk,llog
cWk,l

nk(c)nl(c) , (5.134)

• Poisson DCSBM :
pllk(c; W ,Poisson) =

∑
kl

cWk,llog
cWk,l

cWk
cWl

, (5.135)

Equation (5.135) is derived under the hypothesis that
∑
i I(ci = k)xi = 1, for all blocks k (c.f. (Karrer

and Newman, 2011)). Such constraints are needed to ensure identifiability of the model. The equation
(5.135) remains the same for any constraints of the form∑

i

I(ci = k)xi = rk, k ∈ {1, . . . ,K}

where rk > 0 (c.f. Proposition 5.20 below).

Proposition 5.20. Let c,x,W ∼ DCSBM(n,Π, (Poisson(ψ))). Consider the constraints∑
i

I(ci = k)xi = rk, k ∈ {1, . . . ,K} (5.136)

where rk > 0. The maximization under constraints of the profile likelihood of the model is equivalent to maxi-
mizing under constraints

c 7→
∑
kl

cWk,llog
cWk,l

cWk
cWl

.

Remark 5.13. The difference between the profile likelihoods of Poisson SBM and DCSBM given in (5.134)
and (5.135) is that terms nk are replaced by cWk. Under an SBM, E[di | c] = E[dj | c], if ci = cj. Thus, using
cWk =

∑
i:ci=k di, it leads to E[cWk | c] = nkE[di | c]. This implies that, up to a constant term, the likelihood of

the DCSBM is almost identical to the one of the SBM if there is no degree correction.

Considered as a function of c and W , a particularity of these two criteria is that they depend uniquely on
averages of the weights W in the blocks and potentially on the size of the latter. It is therefore natural to
ask whether applying these criteria to non-binary block random graph models would also allow an asymptotic
estimation of the latent partition.

Moreover, recently, (Giraud and Verzelen, 2019) showed that the K-means method also allows finding the
latent partition of a binary SBM model. As the K-means criterion can be used in practice with any real data, we
expect their results to remain true in more general cases. With our notations, the usual K-means criterion,
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see e.g. Equation 1 of (Giraud and Verzelen, 2019), applied to the rows of W can be written as

K-means(c; W ) =
∑
k

∑
j

∑
i

I(ci = k)W 2
ij −

1
nk(c)

(∑
i

I(ci = k)Wij

)2
 . (5.137)

The details of the computations to rewrite the K-means criterion as (5.137) are given in equation (5.179) of the
Appendix.

Remark 5.14. Unlike the pllk criteria, which are maximized, the K-means criterion is built for being minimized.

The profile likelihood in the case of a Poisson model (c.f. Equations (5.134) or (5.135)) may not be defined
if the weights are negative. Thus, we can also look at the (log-)likelihood of a Gaussian SBM model. We then
obtain

pllk(c; W ; Gaussian) =
∑
kl

[
cW 2

k,l

nk(c)nl(c) −
cW

(2)
k,l

]
(5.138)

where cW
(2)
k,l =

∑
ij I(ci = k, cj = l)W 2

ij .
Remark that

∑
kl

cW
(2)
k,l does not depend on c. Thus maximizing the pllk criterion is equivalent to maxi-

mizing the reduced pllk criterion given by

reduced-gaussian-pllk(c; W ) =
∑
kl

cW 2
k,l

nk(c)nl(c) , (5.139)

because the terms
∑
k,l

cW
(2)
k,l do not depend on c.

As noted by (Karrer and Newman, 2011), the DCSBM model may however be more adapted to real graphs.
Furthermore, the profile likelihood of a Gaussian DCSBM is difficult to write, just like the K-means method.
To propose criteria for this type of model, we simply propose replacing the block sizes (nk(c))k by (cWk)k in
the criteria (5.137) and (5.139), similar to what happens for the profile likelihood of the Poisson distribution.
We then obtain the two new criteria

mK-means(c; W ) =
∑
k

∑
j

∑
i

I(ci = k)W 2
ij −

1
cWk

(∑
i

I(ci = k)Wij

)2
 (5.140)

and

mpllk(c; W ; Gaussian(ψ)) =
∑
kl

[
cW 2

k,l

cWk
cWl

]
. (5.141)

We refer to them in the remainder as K-means criterion modified for DCSBM and the Gaussian profile likelihood
modified for DCSBM.

Remark 5.15. Assuming nk ≤ cWk, Equation (5.140) can be rewritten in an analogous formulation to the
usual K-means formulation. Indeed, simple computations lead to

mK-means(c; W ) =
∑
k

∑
j

I(cj = k)

∥∥∥∥∥∥W.j −
1 +

√
1− nk/cWk

nk

∑
j′

I(cj′ = k)W.j′

∥∥∥∥∥∥
2

2

.

Our modification thus simply modifies the K-means criterion to consider a deviation to the SBM using the term√
1− nk/cWk.

5.2.3 Conditions for the Consistency of the Criteria
Except for the K-means and modified K-means criteria, all the criteria presented in this section can be

written in the general form
Q(c; W ) = F (cW , (nk(c))) , (5.142)

where F = FK is a function whose arguments size depends on K, while the function Q = Qn has arguments
whose size depends on n.

Other criteria, such as the modularity (Newman and Girvan, 2004), can also be written under the form
(5.142).

In their paper, (Zhao et al., 2012) provided a result for such generic criteria (Theorem 4.1), which is recalled
here in Theorem 5.3. One of the conditions of this theorem is that the expected criterion (in a literal sense) is
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maximal at the latent partition c∗. While verifying this condition seems complex, (Zhao et al., 2012) demonstrate
that a sufficient condition for a criterion F to verify this condition is that for any array S ∈ RK×K×M such
that Skau ≥ 0 and

∑
k Skau = Πau,

F (H(S),h(S)) ≤ F (H(D),h(D)) , (*)

with equality holding if and only if S = D. We have used the following notations,

H(S)kl =
∑
abuv

SkauSlbvyuyvθab

h(S)k =
∑
au

Skau
(5.143)

and Dkau = δkaΠau.

Remark 5.16. In case S = D, we have

H(D)kl =
∑
uv

yuyvθklΠkuΠlv

h(D)k =
∑
u

Πku .
(5.144)

The function H and h can be related to cW and (nk) in the sense that if W ,x, c∗ ∼ gBM(n,Π,θ),

H(R(c))kl = E[cWk,l | c∗]
h(R(c))k = nk(c)

(5.145)

where

Rkau(c) = 1
n

n∑
i=1

I(ci = k, c∗
i = a, xi = yu) .

The idea behind this equation is that as Rkau(c∗) −→
n→∞

Πauδka = Dkau, the condition (*) means that if the
function S 7→ F (H(S),h(S)) is maximal in D, in some sense, this is equivalent to saying that the expected
version of the criterion considered is maximized in c∗.

In the case of an SBM, there is no degree correction, i.e. M = 1. Without loss of generality, we can assume
that X = {1}. Thus, denoting Ska = Ska1, H and h simplify into

H(S)kl =
∑
ab

SkaSlbθab

h(S)k =
∑
a

Ska .
(5.146)

Condition (*) becomes
F (H(S),h(S)) ≤ F (H(D), h(D)) (**)

where Dka1 = Dka = δkaπa.

Remark 5.17. In case S = D, we have
H(D)kl = θklπkπl

h(D)k = πk .
(5.147)

Remark 5.18. The equations (5.144) and (5.147) have in some sense the same form. Indeed, (Zhao et al.,
2012) have noticed that denoting π̃k =

∑
u yuΠku, we have that (5.144) writes as

H(D)kl = π̃kπ̃lθkl

h(D)k = π̃k ,
(5.148)

thus being the same equations as in (5.147) with π̃ instead of π.

Remark 5.19. Even though conditions (*) and (**) do not require any assumption on the graph generating
process, assumptions on the model such as gBM are required to interpret these two conditions in terms of
maximality in c∗.

(Zhao et al., 2012) studies those condition for different criteria. In particular, they show the following
proposition. Note that (*) implies (**).
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Proposition 5.21 (Theorems 3.3 and 3.4 of Zhao et al., 2012). The profile likelihood of a Poisson DCSBM
given in Equation (5.135) is of the form (5.142) for some F which satisfies (*).

The profile likelihood of a Poisson SBM given in Equation (5.134) is of the form (5.142) for some F which
satisfies (**).

It is easy to generalize this result to a gBM(n,Π,θ) with θk,l ∈ Θ = R+
∗ . Now we give the corresponding

results for the criteria that we have introduced. Remember that the condition (*) can be replaced by (**) when
|X | = 1.

Proposition 5.22. The reduced Gaussian SBM profile likelihood given in Equation (5.139) is of the form
(5.142) for some F which satisfies (**).

Proposition 5.23. The Gaussian profile likelihood modified for DCSBM given in Equation (5.141) is of the
form (5.142) for some F which satisfies (*).

Proposition 5.24. Let c∗,W ∼ gBM(n,Π,θ).
1. If X = 1, the K-means criterion given in Equation (5.137) satisfies

argminc K-means(c, E[W | c∗]) = {c | ∃σ ∈ ΣK , ∀i, σ(ci) = c∗
i } .

2. The criterion K-means is related to the profile likelihood of a Gaussian SBM (c.f. Equation (5.139)) in
the sense that

1
n2K-means(c∗, E[W | c∗]) a.s.−→ F (H(D),h(D))

where F is based on the profile likelihood of Gaussian SBM.
3. The modified K-means criterion defined in Equation (5.140) satisfies

argminc mK-means(c, E[W | c∗]) = {c | ∃σ ∈ ΣK , ∀i, σ(ci) = c∗
i } .

Remark 5.20. Point 2 of the proposition 5.24 suggests that, asymptotically, minimizing the K-means criterion
is equivalent to maximizing the profile log-likelihood of a Gaussian SBM.

So, for now, those criteria look interesting at least theoretically as they can asymptotically distinguish any
partition from the true latent one.

5.2.4 Theoretical Properties of the Criteria under Block Models
Before looking at the influence of some misspecifications in the graph model, we first recall Theorem 4.1 of

(Zhao et al., 2012).

Theorem 5.3 (Zhao et al., 2012). Consider a sequence

cn,xn,Wn ∼ DCSBM(n,Π, (Bernoulli(ψ)), ρnθ) (5.149)

Let 0 < ρn ≤ 1 be a decreasing sequence such that nρn →∞ as n→∞, and let Qn be a sequence of criteria
satisfying (5.142) for some function F which is Lipschitz 1 and verifies (*).

Then Qn is asymptotically weakly consistent.

Remark 5.21. Here, Π and θ do not depend on n; in particular, the number K of classes and M of correction
factors do not depend on n.

With the properties 5.21 to 5.24 in the previous section, we clearly have that all the criteria presented satisfy
the hypothesis of this theorem and so are asymptotically consistent under sparse Bernoulli DCSBM with a fixed
number of blocks.

Nevertheless, this theorem has two main limitations. First, the number of blocks K in the model does not
depend on the number of nodes n. However, according to (Rohe, Qin, et al., 2014), in real graphs it may be
more suited to allow K to grow as the number of nodes increases. So, we seek to authorize that K increases with
n. Furthermore, the hypothesis that the edge weights are drawn according to Bernoulli’s law is very restrictive.
Indeed, many graphs have finite, or even continuous, support weights (Airoldi et al., 2008). This is therefore
the second point that we seek to generalize. Other limitations of the model can be pointed out. We could also
cite as a possible improvement the fact of authorizing the corrective factors of the degrees to take an infinite
number of values, as in (Gulikers et al., 2018). However, this differs greatly from the model considered and is
left as a future work.

In our generalization, we consider the following model that we call ΓgBM.

1. F is Lipschitz in the sense that
∣∣F (A, b) − F (Ã, b̃)

∣∣ ≤ L1∥A − Ã∥max + L2∥b − b̃∥2.
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Definition 5.13. We saiy that a gBM(n,Π, ρθ) is a ΓgBM(n,Π, ρθ), if for any

c,x,W ∼ gBM(n,Π, ρθ) , (5.150)

we have that
• the weights (W )i,j are sub-Gamma 2 with variance factor ρnv2, v ̸= 0;

• the sequence
(

max
y,y′∈X , 1≤k,l≤K

|yy′θk,l|
)
n∈N

is bounded.

By adapting the concentration inequalities in the proof of Theorem 5.3, we derive the following result.

Theorem 5.4. Let (ρn)n ∈ (0, 1]. Consider a sequence

cn,xn,Wn ∼ ΓgBM(n,Πn, ρnθn) . (5.151)

Let Qn be a sequence of criteria such that

Qn(cn,Wn) = FKn

( cWn

n2ρn
,

(
nk(cn)
n

))
. (5.152)

Suppose that
(i) the functions FK are LK-Lipschitz 3 and satisfy (*) ;

(ii) n2ρn
max(n log(n),K2

n)L2
K

→∞ and n

KnMnL2
K

→∞ as n→∞.

Then Qn is asymptotically weakly consistent.

Remark 5.22. Contrary to Theorem 5.3, Πn, θn, Kn and Mn can depend on n.

Remark 5.23. Clearly, if the data come from an ΓgBM with no degree correction, condition (**) is sufficient
for the theorem to be valid.

Corollary 5.4.1. Let (ρn)n ∈ (0, 1]. Consider a sequence

cn,xn,Wn ∼ ΓgBM(n,Πn, ρnθn) (5.153)

with the same model as in Theorem 5.4.
Assume that

n2ρn
max(n log(n),K2

n) →∞ and n

KnMn
→∞ as n→∞.

Then we have that the following criteria are weakly consistent under the associated model
• the Poisson profile likelihood given in Equation (5.134) under the ΓgBM with no degree correction,
• the Poisson profile likelihood given in Equation (5.135) under the ΓgBM.

Remark 5.24. An interesting thing about that result is that it implies that the profile likelihood for a Poisson
DCSBM can be used under any DSCBM where the true distributions are positive, have the same mean in each
block and relatively light tails. This is very helpful in practice, since it does not require particular knowledge on
the data outside the presence of a block structure.

Remark 5.25. Compared to the work of (Zhao et al., 2012), our approach of the proof allows K growing with
n. Comparing to the classical result of (Choi et al., 2012) under Bernoulli distributions for the weights, which
imposes that nρn

log(n)3 → ∞ with K = O(n1/2) for the consistency of the classification, our result implies that
there is consistency when nρn

log(n) →∞ when using the Poisson profile likelihood. So, our result recovers the same
rates as those results and, in addition, is true for arbitrary distributions.

The corollary 5.4.1 on Poisson profile likelihood requires that the mean of the distribution in each block is
positive. This may be restricted in some cases. So, to overcome this, we show that using the profile likelihood
in the Gaussian case (or a criterion close to the same idea) can solve this.

2. A short remainder on concentration inequalities is given in appendix 5.2.7, where proposition 5.29 provides a simple condition
for the weights of a sparse graph to be sub-Gamma.

3. FK is Lipschitz in the sens that |F (A, b) − F (Ã, b̃)| ≤ LK

(
∥A − Ã∥ℓ1 + ∥b − b̃∥1

)
.
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Corollary 5.4.2. Let (ρn)n ∈ (0, 1]. Consider a sequence

cn,xn,Wn ∼ ΓgBM(n,Πn, ρnθn) (5.154)

with the same model as in Theorem 5.4.
Assume that

n2ρn
max(n log(n),K2

n) →∞ and n

KnMn
→∞ as n→∞.

Then we have that the following criteria are weakly consistent under the associated model
• the Gaussian profile likelihood given in Equation (5.139) under the ΓgBM with no degree correction,
• the Gaussian profile likelihood modified for DCSBM given in Equation (5.141) under the ΓgBM.

(Giraud and Verzelen, 2019) show that for the SBM with Bernoulli distributions, K-means criterion is
consistent for estimating the classes, they show that a convex relaxation that can be minimized in polynomial
time can recover the labels of the groups. Here, we prove that the K-means criterion can recover the labels for
our variant gBM.

Theorem 5.5 (K-means criterion). Let (ρn)n ∈ (0, 1]. Consider a sequence

cn,xn,Wn ∼ ΓgBM(n,Πn, ρnθn) (5.155)

be the same model as in Theorem 5.4. Assume in addition that there is no degree correction and that the edges
weights Wij are bounded 4.

Assume that
n2ρn

max(n log(n),K2
n) →∞ and n

Kn
→∞ as n→∞.

Then, the K-means criterion is asymptotically weakly consistent.

5.2.5 Block Models, Block Dependency and Covariance Matrices
In general, block methods like SBM are attractive because in many domains we find random graphs with a

block structure. This is for example the case of correlation or covariance, where in certain cases, they admit a
block structure, see for example (Laloux et al., 1999) in finance or (Fan et al., 2023) in biology. But also for
the graph of product recommendation from the Amazon Company (Babkin et al., 2020).

However, the assumption of conditional independence of SBM models may not be verified on these graphs.
Furthermore, even if certain algorithms, which relax this assumption of independence, have been developed,
they are generally slower compared to SBM inference methods.

Thus, in this section, we will look on the one hand at a generalization of the SBM model called local
dependent graph (Schweinberger and Handcock, 2015), and on the other hand at the correlation matrices, and
we will give arguments justifying the use of SBM methods for these models.

Local Dependency Graphs

Among random graph models, the particularity of the SBM is that the distribution p of its edges conditionally
on the latent partition can be written as a product of distributions (pk,l) that depend uniquely on the blocks,
i.e.

p(W ) ∝
K∏
k=1

k−1∏
l=1

∏
i:ci=k,j:cj=l

pk,l(Wij) .

A direct generalization of SBM has been proposed by (Schweinberger and Handcock, 2015) and is called
graph with local dependence.

Definition 5.14. A random graph is said to be with local dependence if there exists a distribution π on
{1, . . . ,K} and probability distributions (pk,l)1≤k,l≤K , (pk)1≤k≤K such that

• a latent partition c is drawn as
ci
i.i.d.∼ π ,

• conditionally to c, the density of the graph weights W is proportional to

K∏
k=1

k−1∏
l=1

∏
i:ci=k,j:cj=l

pk,l(Wij)
K∏
k=1

pk(W(k,k)) . (5.156)

4. There is a compact set in which the supports of the Wn distributions are included
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where W(k,l) = (Wi,j)i:ci=k,cj=l is the sub-matrix of the weights between the block k and l.
The term pk(W(k,k)) represents the potential dependence between the weights of the edges in the block k.

We then denote
c,W ∼ LBM(n, π, (pk,l), (pk))

Remark 5.26. In the case where the term
∏K
k=1 pk(W(k,k)) is constant, there is no additional dependence and

the SBM model with local dependence corresponds simply to an SBM.

In the case where the graph has binary weights, we can also give some more explicit families (Schweinberger,
2020) such as the canonical exponential family with local dependence. This family, which generalizes SBM with
Bernoulli distribution, is defined below.

Definition 5.15. A binary random graph is said to be drawn from the canonical exponential family with
local dependence if

• π and c are the same as in Definition 5.14.
• conditionally on c, the weights Wij are drawn such that their probability distribution p is given by

p(W ) ∝ exp

 ∑
1≤k≤l≤K

ηk,l
∑

i:ci=k,j:cj=l
Wij +

K∑
k=1

ηksk(W )

 (5.157)

where the (ηk,l)k,l and the (ηk)k are some parameters,

sk(W ) =
∑

i:ci=k,j:cj=k
Wij1ijk(W )

and

1ijk(W ) = I

 ∑
h:ch=k,h ̸=i,j

Wh,iWh,j > 0

 .

The terms sk count the number of triads in the block k.
We denote such graphs by

c,W ∼ CLBM(n, π, (ηk,l); (ηk)) .

Another one is the curved exponential family with local dependence (Schweinberger, 2020), which is
defined by

p(W ) ∝ exp

 ∑
1≤k≤l≤K

ηk,l
∑

i:ci=k,j:cj=l
Wij +

K∑
k=1

nk−2∑
t=1

γk,tsk,t(W )

 (5.158)

where

sk,t(W ) =
∑

i:ci=k,j:cj=k
Wij1ijk,t(W ) =

∑
i:ci=k,j:cj=k

WijI

 ∑
h:ch=k,h ̸=i,j

Wh,iWh,j = t

 , (5.159)

with for some parameters θ1,k,l, θ2,k and θ3,k >
1
2 ,

ηk,l(θ) = θ1,k,l

γk,t(θ) = θ2,k

{
θ3,k

[
1−

(
1− 1

θ3,k

)t]}
, .

(5.160)

(Schweinberger, 2020) notices that if θ3,k = 1, for all k, then this model goes back to the canonical exponential
family. And taking θ2,k = 0 reduces to the classical SBM.

In the following, we consider only parameterization that increases the numbers of triads within blocks. In
the case of LBM, this corresponds to models with ηk ≥ 0.

Maximizing equations such as (5.157) or more generally (5.156) with respect to c is complicated. However,
as the block structure is close to the one of an SBM, it may be interesting to look at the properties of the profile
likelihood of an SBM applied to graph models with local dependence. To this end, we consider Lemma 21 of
(Makarychev et al., 2016). This lemma is recalled in proposition 5.25.
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Proposition 5.25 (Makarychev et al., 2016). Let two distributions P and Q on an identical sample space Ω.
For any event E ⊂ Ω, we have

Q(E) ≤ max
{

2KL(Q,P )
1− log(P (E)) , e

√
2P (E)

}
(5.161)

with KL(Q,P ), the Kullback-Leibler divergence between the distributions Q and P and e = exp(1).

Remark 5.27. In general, this means that, for a distribution sequence (Pn) and a sequence (Qn) both on
the same sets of probabilities Ωn and a sequence of events (En) such that Pn(En) → 0, if KL(Qn, Pn) =
ω (−log(Pn(En))), then Qn(En)→ 0. And so this allows us to consider some misspecifications of the model.

Going back to our case of interest, this inequality implies that if Q corresponds to an LBM distribution,
from which the graph is drawn, studying properties of a distribution P can provide insight on the behavior of Q
as long as it is not too far in the sense of the Kullback-Leibler divergence from P . In particular, our Theorem
5.4, which gives rates for the probability of missclassification using likelihood-based method under gBM can
be used. Indeed, denoting P the gBM distribution and E = {∥c̃ − c∥Pn

}, we may have P (E) = exp(− nρn

log(n) )
(depending on the considered criterion we may have log(n)β , for some β > 1). Thus, with Proposition 5.25,
we have to select a particular gBM or simply an SBM distribution for P and to compute its Kullback-Leibler
divergence with Q. Therefore, as soon as, the Kullback-Leibler divergence is smaller than log(n)

nρn
, the equation

(5.161) rewrites as

Q(E) ≤ max
{

2KL(Q,P )
1 + nρn

log(n)
, o(1)

}
= o(1) . (5.162)

And it is sufficient to ensure that Q(E) goes to zero under a LBM.
Considering that Q corresponds to an LBM(n, π, (pk,l), (pk)), (Babkin et al., 2020) studied the Kullback-

Leibler divergence when choosing P as SBM(n, π, (pk,l)). They derive a bound forKL(Q,P ) inO
(
log(n)

∑
k n

2
k

)
.

While it is smaller than n2, which makes it, in general, small to other quantities of interest in the graph domain,
it is not small enough to be used with Proposition 5.25.

In fact, choosing such a model for P of the form
∏K
k=1

∏k−1
l=1

∏
i:ci=k,j:cj=l pk,l(Wij), does not consider the

additional number of edges induced by the terms pk(W(kk)) of the LBM definition (c.f. Equation (5.157)). In
particular, those terms should influence the expected number of nodes in diagonal blocks.

To illustrate this idea, one now restricts to the CLBM case instead of the LBM case, even if our idea is more
general. In those models, which correspond to generalizations of Bernoulli SBM, a key point is the expected
number of nodes in each block. Compared to the associated SBM (in the sense of (Babkin et al., 2020)),
the CLBM will have more edges on diagonal blocks due to the terms sk(W(kk)). Thus, we propose to use as
distribution P an SBM which has the same mean in each block as the CLBM defined in Equation (5.158).

Taking such an impact into account leads us to the following proposition.

Proposition 5.26. Let c1,W1 ∼ CLBM(n, π, (ηk,l); (ηk)). There exists a model c2,W2 ∼ SBM(n, π,Bernoulli,θ),
such that the distributions

• Q the conditional distribution of W1 | c1,
• P the conditional distribution of W2 | c2 = c1,

satisfy
KL(Q,P ) ≤ 2nmaxk ηk . (5.163)

Remark 5.28. (Babkin et al., 2020) in proof of proposition 2 in the appendix of their paper demonstrate that
KL(Q,P ) = O

(
log(n)

∑
k n

2
k

)
. Our proposition 5.26 improves it when ηk = O(log(n)), since

nmaxk ηk = nlog(n) ≤ log(n)
∑
k

n2
k . (5.164)

However, to demonstrate that maximizing the profile likelihood of an SBM allows consistent estimation under
canonical exponential family with local dependence, this is not sufficient. Indeed, combining the inequality (5.163)
with equation (5.162), gives

Q(E) ≤ O
(

log(n)2

ρn

)
→ +∞ . (5.165)

Remark 5.29. We only give an upper bound, and it is very likely that it is not optimal, especially on sparse
graphs. This will be illustrated by the following simulations.

To illustrate Proposition 5.26, we proceed by simulation. Indeed, computing the Kullback-Leibler divergence
between P and Q, is difficult and admits no simple closed form. We consider the three following processes
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1. ηkl = −0.882log(n), k ̸= l, ηkk = −434log(nk), ηk = 0.217log(nk),
2. ηkl = −0.882log(n), k ̸= l, ηkk = −434log(nk), ηk = 0.217,
3. ηkl = 0.5− log(n), k ̸= l, ηkk = −1.5, ηk = 0.5.

Scenarios 1 and 3 are the same as in (Babkin et al., 2020).
We consider different numbers of nodes between 30 and 1530, with either π =

( 1
6 ,

1
3 ,

1
2
)T , or equal probability

for each blocks with K ≈ n0.3. In the scenario 1, we obtain the figure 5.4. We can observe on the figure that
for a scenario with ηk ∝ log(nk) ∝ log(n), while we expect the ratio between the KL divergence in our upper
bound and the probability of missclassification to be of order log(n)2

ρn
→ ∞, the ratio goes to 0. Thus, on one

hand, our bound is not tight and on the other hand, we may expect to recover the blocks by using a method
initially designed for SBM.

Figure 5.4 – Evolution of the estimate of the quantity KL(Q,P ) log(n)
ρnn

, which corresponds to an upper bound
of the probability of weak recovery in equation (5.163), with in red π =

( 1
6 ,

1
3 ,

1
2
)

and in blue πk = 1/K, with
K ≈ n0.3.

Moreover, in the simulation, it appears that for some generation processes, the probability of having a triad
between nodes i and j in block k is almost equal to 1 so that sk ≈

∑
i:ci=k,j:cj=kWij = cWk,k, which implies∑

kl
cWk,lηkl +

∑
k sk(W )ηk ≈

∑
kl

cWk,l(ηkl + δklηk). In such cases, the canonical exponential family density
is thus almost equivalent to the one from the SBM with within block parameters ηk,k + ηk. This may explain
why such an approach works well in practice

The same conclusion does not apply to the two other scenarios. For them, the ratios converge to a constant
different from 0.

Covariance and SBM

DCSBM represents specific models of random graphs that are particularly appealing for object classification
tasks with graph structures. This is especially relevant when considering empirical correlation matrices, which
inherently exhibit a random graph structure. In this section, we present models that help elucidate the moti-
vation behind using such methods on covariance or correlation matrices. Specifically, we provide examples of
covariance matrices in which a block structure is expected.

To model real-world data, it is often reasonable to assume that their distributions can be expressed as:

Xi =
L∑
l=1

αilLl + ϵi . (5.166)

Here, Ll represents latent variables, αil are coefficients (which are also random) denoting the importance of
the latent variables, and ϵi represents noise. We assume that ϵi is independent of αil, Ll, and ϵl for l ̸= i.

From a practical standpoint, it is well-recognized that data may depend on numerous factors. However,
these factors may be difficult to measure or may not be readily available, so they are treated as latent variables.

The idea of applying clustering methods based on correlation matrices to models with latent variables is
not novel. Several authors, including (Vigneau and Qannari, 2003), have proposed methods based on principal
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component analysis (PCA). However, our approach takes a different perspective by linking covariance matrices
to (DC)SBM.

We analyze the covariance matrix of the model defined in equation (5.166) under various assumptions
regarding αil and Ll.

Under this model, it is straightforward to express the empirical or true covariance between two such distri-
butions as:

cov(Xi, Xj) =
L∑
l=1

L∑
l′=1

cov(αilLl, αjl′Ll′)+

L∑
l=1

cov(αilLl, ϵj) +
L∑
l′=1

cov(ϵi, αjl′Ll′) + cov(ϵi, ϵj) .

(5.167)

And by independence of the ϵi, it leads to

cov(Xi, Xj) =
L∑
l=1

L∑
l′=1

cov(αilLl, αjl′Ll′) . (5.168)

To draw parallels between SBM (and similarly for DCSBM) and covariance matrices, we can leverage the
understanding that generating an SBM can be viewed as a two-step procedure:

1. ci ∼ {1, . . . , L}
2. Wij ∼ P(·|Pcicj

), where EP(·|Pcicj
)[X] = Pcicj

.
where first the labels are drawn, and then the weights are drawn conditionally on the labels. Since here the
information of the labels is in some sense contained by the αil, it makes sense to look at the covariance (here
considered as weights) conditionally on the αil.

First, assume the αi. are independent identically distributed so that for any i, the αil are 0 except one which
is equal to 1. Clearly, it can be rewritten as ci

i.i.d.∼ π on {1, . . . , L} and αil = δci,l. Then conditionally on the
αij , the covariance can be written as

cov(Xi, Xj |α) =
L∑
l=1

L∑
l′=1

αilαjl′cov(Ll, Ll′)

=
L∑
l=1

L∑
l′=1

δcilδcj l′cov(Lj , Ll′)

= cov(Lci
, Lcj

) .

(5.169)

So up to a permutation, the true covariance matrix of X|α has a block diagonal structure.
So the true covariance matrix can be seen has the expectation of some realization of an SBM with L classes.
In plenty of situations, it may be reasonable to assume that the latent variables are independent. For the

rest of this section, we make this assumption.
We now look at a more general case, where αi. ∈ {0, 1}L. In that case,

cov(Xi, Xj |α) =
L∑
l=1

αilαjlvar(Ll) . (5.170)

Therefore, it is clear that the true covariance matrix is a block matrix with O(22L) blocks.
This assumption implies that there are many blocks, which may not be realistic or lead to impossible

estimation. So we can assume an intermediate model where the αi· can take K values in RL. Note that this
generalizes the two above assumptions.

Then, the covariance matrix verifies cov(Xi, Xj |α) = αT
i·cov(L)αj·. In addition, since the αi· can take

K values, the covariance can take K(K + 1)/2 values. Again, this corresponds to the expectation of an
SBM realization with K classes and block distributions with expectations that match the possible covariance
coefficients.

Remark 5.30. If we let the αil take values in R (or even just in [0, 1]) without any other restrictions, this can
lead to models that are not identifiable.

Moreover, since we have assumed that the latent variables are independent, the covariance represents the
amount of variance shared by two variables, which can be the same for different vectors αi·. Considering the
correlation instead can solve this problem, since it will weight the variance shared by the two variables by their
own standard deviation.
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Then, when considering the correlation, it can be considered a DCSBM where the degree of a node is one
over the standard deviations of the variables (since there are K possible values for αi·, there are only K possible
values for the variances).

Remark 5.31. In addition, again in the case where the coefficients αi. belong to R, the modeling of the
covariance as a random graph shares many similarities with mixed membership and overlapping stochastic block
models (Airoldi et al., 2008; P. Latouche et al., 2011).

In practice, it can be difficult to know which latent variables and which combinations of these variables
are influencing the data. Thus, we can be interested, at least initially, only in the block structure of the data.
So, a question is: When can we assume that a covariance matrix admits a block structure? The obvious, if
counter-intuitive, answer is all the time. Indeed, the covariance matrix can be considered the product between
correlation and standard deviation, i.e.

cov(Xi, Xj) = cor(Xi, Xj)std(Xi)std(Xj) . (5.171)

Therefore, if we consider the standard deviations std(Xi) as degree correction factors and the correlations
cor(Xi, Xj) as block parameters, we can rewrite the covariance matrix as the expectation (conditionally to the
degree sequence) of a particular DCSBM with K = d. Nevertheless, interesting situations are those where
K << d.

From a theoretical perspective, a way to think at block models is to assume only that some particularity of
the graph distribution depends mainly on the blocks assigned to the nodes and not the node itself, for example
having the same means in each block. This can be considered a generalization of gBM without the independence
condition on the weights conditionally to the partition. We call it dependent BM.

Definition 5.16. If
i. X , Π, c, x, θ are the same as in Definition 5.9,
ii. conditionally to c,x,

E[Wij | ci, cj , xi, xj ] = xixjθci,cj
. (5.172)

Then we write
c,x,W ∼ dBM(n,Π,θ) . (5.173)

Remark 5.32. The only difference with gBM is that here, the weights Wij are not supposed to be independent.

The figure 5.5, presents a hierarchy between the different block models considered in this work.

Figure 5.5 – Illustration of the links between the different block models considered in this work.

Based on this definition, we have the following natural proposition, which links empirical covariance (and
correlation) matrices to the dBM .

Proposition 5.27. Let X(1), . . . ,X(n) be n i.i.d. observations of a d-dimensional distribution with covariance
matrix Σ.
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There exist K ∈ {1, . . . , d}, c∗ ∈ {1, . . . ,K}d, X ⊆ R+, x∗ ∈ X d and a symmetric matrix θ ∈ [−1, 1]d×d

such that
Σij = x∗

i x
∗
jθc∗

i
,c∗

j
. (5.174)

Moreover, there exist Π and c,x,W ∼ dBM(d,Π,θ) such that

Σ̂ ∼W | c = c∗,x = x∗ (5.175)

where Σ̂ is the empirical covariance of the sample X(1), . . . ,X(d).

Remark 5.33. The decomposition in Equation (5.174) can be considered to be the decomposition correlation/standard-
deviation of the covariance matrix. Thus, in particular, the same result holds for correlation matrices by taking
x∗
i = 1 for all i.

Now that we have explained why it is reasonable to see empirical covariance matrices and so empirical
correlation matrices as random graphs with a block structure, we give some theoretical properties of the profile
likelihood and K-means criterion applied to them.

Theorem 5.6. Let X = (X(1), . . . ,X(n)) be an i.i.d. sample of size n of dn-dimensional random variables with
correlation matrix Σ, Qn a sequence of criteria and FKn

functions such that

Qn(c; Σ̂) = FKn

(
cΣ̂
d2 ,

(
nk(c)
d

)
k

)

where Σ̂ is an unbiased estimator of Σ so that there exists ℓ > 0, such that for any ϵ > 0,

P
(
∥Σ̂−Σ∥max > ϵ

)
≤ d2

ne
−ℓnϵ2

. (5.176)

Assume that
• there exist θ∗ ∈ RKn×Kn , c∗ ∈ {1, . . . ,Kn}dn such that Σij = θ∗

c∗
i
,c∗

j
, for 1 ≤ i, j ≤ dn,

• the functions FKn
are LKn

-Lipschitz 5 and satisfy (**),
• dn is increasing with n such that dn

Kn
→∞ and log(dn) = o(n).

Then, for any ϵ > 0, and any ĉ ∈ argmaxc Qn(c; Σ̂),

P
(

1
n
∥ĉ− c∗∥Pn

> ϵ

)
→ 0 .

Remark 5.34. In the literature of learning covariance and correlation matrix, it is classic to have that log(d) =
o(n) (see for example (Rothman et al., 2009)).

Remark 5.35. If we consider Σ̂ to be estimated based on empirical Kendall τ , the condition in equation (5.176)
is satisfied (c.f. (Han and H. Liu, 2014)).

Remark 5.36. We expect that the hypothesis dn increasing and dn

K → ∞ are not required, however it will
require a different proof which is left as further work.

Corollary 5.6.1. Assuming that
• there exist θ∗ ∈ RK×K , c∗ ∈ {1, . . . ,K}dn such that Σij = θ∗

c∗
i
,c∗

j
, for 1 ≤ i, j ≤ dn,

• there exists an unbiased estimator of Σ̂, such that for some ℓ > 0, for every ϵ > 0,

P
(
∥Σ̂−Σ∥max > ϵ

)
≤ d2

ne
−ℓnϵ2

, (5.177)

• dn is increasing with n such that dn

K →∞ and log(dn) = o(n),
Then for a criterion Q being one of

• the Gaussian SBM profile likelihood,
• the Poisson DCSBM (applied to the absolute value of the correlation)

satisfies for any ϵ > 0, and any ĉ ∈ argmaxc Qn(c; Σ̂),

P
(

1
n
∥ĉ− c∗∥Pn > ϵ

)
→ 0 .

5. F is Lipschitz in the sens that |F (A, b) − F (Ã, b̃)| ≤ LKn

(
∥A − Ã∥ℓ1 + ∥b − b̃∥1

)
.
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Remark 5.37. We expect that this result is also true for the K-means criterion, however the proof would be a
bit different and is left as a future work.

5.2.6 Conclusion
In this article, we explore the robustness to misspecifications of estimation methods such as the profile

likelihood of a Gaussian SBM, the K-means method and the profile likelihood of a Poisson DCSBM. Since it is
difficult to know the law of the data in block models and it is unlikely that all edges have the same law, it is
unreasonable to believe that there is a model perfectly adapted to the data. Thus, we studied the robustness
properties of these criteria to bad specifications of the edge laws as long as they have the same theoretical
mean. These results make it possible to choose a criterion according to the support of the weights of the edges
without worrying about the real law of the data, which greatly simplifies the practical analysis of the data.
Furthermore, our demonstration notably extends the consistency results of (Choi et al., 2012) and (Zhao et al.,
2012) to arbitrary laws.

We also look at the behavior of this type of criteria under deviations from the edge dependency structure.
First, we study both theoretically and empirically the Bernoulli SBM model with local dependence (Schwein-
berger and Handcock, 2015). Under this model, we explain why in certain cases, despite the presence of
dependence inside the blocks, this model is sufficiently close to an SBM model and therefore that the classical
estimator remains asymptotically consistent. Secondly, we justify why it may be logical to expect that some
covariance and correlation matrices have a block structure. We prove that for such matrices, under reasonable
assumptions, the block structure can be recovered using the same technics as for DCSBM.

This work leaves two large sections of the literature on block models without analysis. The first corresponds
to model selection methods. In fact, these methods are often based on modifications of the BIC criteria
(Biernacki et al., 2000; Yan, 2016) even though other exists (Pircalabelu and Claeskens, 2016). However, with
our analysis, the variables are no longer necessarily independent conditional on the partition and therefore
the approximations are no longer valid. Thus, new approximations must be developed, or it is necessary to
demonstrate that the selection criteria of classic models are also adapted to these poor specifications.

The same can be said for variational approaches used for SBM. Indeed, these methods have been studied
theoretically under models, see e.g. (Latouche et al., 2012) or (P. Bickel et al., 2013). But in the context of
misspecifications more complex computations are necessary. One avenue for this could be the work of (Chérief-
Abdellatif and Alquier, 2018).

5.2.7 Appendix
Before going into the proofs, we provide some notations, which are almost the same as those of (Zhao et al.,

2012).
We use the term 2m to denote the sum of weights in the graph and µn for the expected number of edges in

the graph where each weight has probability 1− ρ to be 0, i.e.

2m =
∑
ij

Wij µn = n2ρ .

We also denote for any partition c and c∗,x∗,W ∼ gBM(n,Π, ρθ),

T̂kl(c) = 1
µn
E[cWk,l | c∗,x∗]

Tkl(c) =
∑
abuv

yuyvθabVkau(c)ΠauVlbv(c)Πbv , where

Vkau(c) =
∑n
i=1 I(ci = k, c∗

i = a, x∗
i = yu)∑n

i=1 I(c∗
i = a, x∗

i = yu)

Π̂au = 1
n

n∑
i=1

I(c∗
i = a, x∗

i = yu)

n0
k(c) = n

∑
au

Vkau(c)Πau .

(5.178)

The first is simply a notation for the conditional mean. The second one is a kind of expectation of T̂kl, because

T̂kl =
∑
abuv

yuyvθabVkauΠ̂auVlbvΠ̂bv .
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The third one measures the relative error of classification, the last ones represent the probability of being in
class k.

Remark 5.38. The notation n0
k(c) comes from the fact that

nk(c) = n
∑
au

VkauΠ̂au .

Alternative formulation of K-means criterion

In this section, we provide the details of the formulation (5.137) of the K-means criterion.

K-means(c; W ) =
∑
k

∑
i

I(ci = k)

∥∥∥∥∥Wi. −
1
nk

∑
i′

I(ci′ = k)Wi′.

∥∥∥∥∥
2

2

=
∑
k

∑
i

I(ci = k)
∑
j

W 2
ij − 2Wij

nk

∑
i′

I(ci′ = k)Wi′j +
(

1
nk

∑
i′

I(ci′ = k)Wi′j

)2


=
∑
k

∑
i

I(ci = k)
∑
j

W 2
ij−

2
∑
k

∑
j

1
nk

(∑
i

I(ci = k)Wij

)(∑
i′

I(ci′ = k)Wi′j

)
+

∑
k

∑
j

(∑
i

I(ci = k)
)(

1
nk

∑
i′

I(ci′ = k)Wi′j

)2

=
∑
k

∑
i

I(ci = k)
∑
j

W 2
ij −

∑
k

∑
j

1
nk

(∑
i′

I(ci′ = k)Wi′j

)2

.

(5.179)

On Concentration Inequalities

We start by recalling some definitions and properties of random variable concentration (this section is based
on (H. Zhang and S. X. Chen, 2021)). We also provide some new concentration results.

Let X be a random variable.
• X is said to be sub-Gaussian with proxy-variance σ2 > 0, denoted X ∼ subG(σ2), if

E[es(X−E[X])] ≤ eσ2s2
2 , ∀s ∈ R . (5.180)

• X is said to be sub-exponential with parameter λ > 0, denoted X ∼ subE(λ), if

E[es(X−E[X])] ≤ e s2λ2
2 , ∀|s| < λ−1 . (5.181)

• X is said to be sub-Gamma with variance factor v > 0 and scale parameter c > 0 denoted X ∼ subΓ(v, c)
if

log(E[es(X−E[X])]) ≤ s2v

2(1− c|s|) , ∀0 < |s| < |c|−1 . (5.182)

Theorem 5.7 (Bernstein’s inequality). Let X1, . . . , Xn be n centered independent random variables such that
Xi ∼ subΓ(v2

i , κi). We have for any ϵ > 0,

P

(∣∣∣∣∣
n∑
i=1

Xi

∣∣∣∣∣ > ϵ

)
≤ 2exp

(
− ϵ2

2
∑n
i=1 v

2
i + 2κϵ

)
,

where κ = maxi κi.

This inequality allows us to prove the following result.

Lemma 5.7.1. Let (Wij)1≤i,j≤n be n2 independent random variables such that Wij ∼ subΓ(v2ρ, κ), ρ ∈ (0, 1].
Let µn = n2ρ.
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i. For any partition c of {1, . . . , n} in K classes, we have for any ϵ > 0,

P

(∥∥∥∥cW

µn
− E[cW ]

µn

∥∥∥∥
ℓ1

> ϵ

)
≤ 2exp

(
− ϵ2µn

32(v2 + κϵ/4)

)
+ 2exp

(
− ϵ2µn

2(v2 + κϵ)

)
.

ii. We have for any ϵ > 0,

P

(
maxc

∥∥∥∥cW

µn
− E[cW ]

µn

∥∥∥∥
ℓ1

> ϵ

)
≤ Kn2K

2+1exp
(
− ϵ2µn

32(v2 + κϵ/4)

)
+ 2exp

(
− ϵ2µn

2(v2 + κϵ)

)
.

As real graphs are often sparse, the distribution of Wij conditionally on the latent partition can be assumed
of the form (1 − ρ)δ0 + ρPij , where Pij is some distribution. A natural question is whether the concentration
properties of the Pij distribution are preserved for the mixture.

To study this, we consider the Bernstein’s moment condition.

Definition 5.17. We say that a centered random variable X satisfies the Bernstein’s moment condition, noted
BMC(σ, κ), if there exist κ > 0 and σ > 0 such that for any p ≥ 2,

E[|X|p] ≤ 1
2p!σ

2κp−2 . (5.183)

Proposition 5.28 (Corollary 5.2 of (H. Zhang and S. X. Chen, 2021)). If X verifies the Bernstein’s moment
condition, then X ∼ subΓ(σ2, κ).

Thus, the Bernstein’s moment condition can be an easy way to demonstrate the subΓ tails of random
variables and so that Bernstein’s inequality can be applied.

Going back to the case of our mixture distribution, we have the following result.

Proposition 5.29. Let X be a distribution with mean µ such that (X −µ) satisfies BMC(σ, κ). Let ρ ∈ (0, 1].
Then,

(i)
(1− ρ)δ0 + ρX ∼ BMC(ρ(2σ2 + 4µ2), 2max{κ, |µ|}) .

(ii)
(1− ρ)δ0 + ρX ∼ subΓ(ρ(2σ2 + 4µ2), 2max{κ, |µ|}) .

Proofs of Section 5.2.2

Proof of Proposition 5.20. The partial likelihood of the model is given by

∑
ij

log
(
e−θcicj

xixj
(θcicjxixj)Wij

Wij !

)
. (5.184)

Thus, we have

∑
ij

log
(
e−θcicj

xixj
(θcicj

xixj)Wij

Wij !

)
= −

∑
ij

θcicjxixj +
∑
ij

Wij log(θcicjxixj)−
∑
ij

log(Wij !) .

As
∑
ij log(Wij) is a constant it can be removed from the optimization problem. In addition, we have∑

ij

θcicj
xixj =

∑
ij

θcicj
xixj

∑
kl

I(ci = k)I(cj = l)

=
∑
kl

∑
ij

I(ci = k)I(cj = l)θklxixj

=
∑
kl

θkl

(∑
i

I(ci = k)xi

)∑
j

I(cj = l)xj


=
∑
kl

θklrkrl .
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where the last equality comes from the constraints (5.136). Also, we have∑
ij

Wij log(θcicj
xixj) =

∑
ij

Wij

(
log(θcicj

) + log(xi) + log(xj)
)

=
∑
kl

log(θkl)
∑
ij

I(ci = k)I(cj = l)Wij + 2
∑
ij

Wij log(xi)

=
∑
kl

cWk,llog(θkl) + 2
∑
i

∑
j

Wij

 log(xi)

=
∑
kl

cWk,llog(θkl) + 2
∑
i

dilog(xi) .

Thus maximizing the partial likelihood (5.184) is equivalent to maximize

2
∑
i

dilog(xi) +
∑
kl

cWk,llog(θkl)−
∑
kl

θklrkrl . (5.185)

Maximizing this equation in x and θ leads to

x̂i = di
cWk

rk, when ci = k,

θ̂kl =
cWk,l

rkrl
.

(5.186)

Using estimated values in equation (5.185), leads to

2
∑
i

dilog(xi) +
∑
kl

cWk,llog(θkl)−
∑
kl

θklrkrl

= 2
∑
k

∑
i

I(ci = k)dilog
(

di
cWk

rk

)
+
∑
kl

cWk,llog
(cWk,l

rkrl

)
−
∑
kl

cWk,l

(5.187)

Moreover, we have∑
k

∑
i

I(ci = k)dilog
(

di
cWk

rk

)
=
∑
k

∑
i

I(ci = k)dilog (di) +
∑
k

∑
i

I(ci = k)dilog
(

rk
cWk

)
=
∑
i

dilog (di) +
∑
k

∑
i

I(ci = k)dilog
(

rk
cWk

)
.

As
∑
i dilog (di) and

∑
kl

cWk,l are constant independent of c, the equation (5.187) can be rewritten as

2
∑
k

∑
i:ci=k

dilog
(

rk
cWk

)
+
∑
kl

cWk,llog
(cWk,l

rkrl

)
+ cst ,

where cst is a constant term, which depends on W but not on c. Then, the target form can be easily obtained
using

2
∑
k

∑
i:ci=k

dilog
(

rk
cWk

)
=
∑
kl

cWk,llog
(

rkrl
cWk

cWl

)
.

□

The remaining proofs in this section require a corollary of the Cauchy Schwartz inequality.

Lemma 5.7.2 (Sedrakyas’ inequality). Let (ui)1≤i≤n ∈ Rn and (vi)1≤i≤n ∈ Rn such that vi > 0, ∀i. Then

(
∑n
i=1 ui)

2∑n
i=1 vi

≤
n∑
i=1

u2
i

vi
. (5.188)

With this result, we can now prove the different results.
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Proof of proposition 5.22. Clearly, we have that

∑
kl

cW 2
k,l

nk(c)nl(c) = F (cW , (nk)k)

with F (A,b) =
∑
kl

A2
kl

bkbl
. Thus, in order to prove the proposition, it remains to show that S 7→ F (H(S),h(S))

is optimal in D.

F (H(S),h(S)) =
∑
kl

Hkl(S)2

hk(S)hl(S)

=
∑
kl

(
∑
ab θabSkaSlb)

2∑
ab SkaSlb

≤
∑
kl

∑
ab

θ2
abSkaSlb

=
∑
ab

θ2
abπaπb = F (H(D),h(D))

(5.189)

where the inequality comes from the Sedrakyas’ inequality (5.188). □

Proof of proposition 5.23. It is easy to see that the F function associated to this criterion is given by

F (A) =
∑
kl

A2
kl

(
∑
l′ Akl′) (

∑
k′ Ak′l)

.

To demonstrate the optimality in D, use the same trick as in (Zhao et al., 2012). So here we denote
S̃ka =

∑
u yuSkau and π̃a =

∑
k S̃ka. Then Hkl =

∑
ab θabS̃kaS̃lb and Hk =

∑
as θasS̃kaπ̃s. So

F (H(S)) =
∑
kl

H2
kl

HkHl

=
∑
kl

(∑
ab θabS̃kaS̃lb

)2(∑
as θasS̃kaπ̃s

) (∑
bt θlbS̃lbπ̃t

)
=
∑
kl

(∑
ab θabS̃kaS̃lb

)2∑
ab S̃kaS̃lb (

∑
s θasπ̃s) (

∑
t θbtπ̃t)

≤
∑
kl

∑
ab

S̃kaS̃lb
θ2
ab

(
∑
s θasπ̃s) (

∑
t θbtπ̃t)

=
∑
ab

π̃aπ̃b
θ2
ab

(
∑
s θasπ̃s) (

∑
t θbtπ̃t)

= F (H(D))

(5.190)

where the inequality comes from the Sedrakyas’ inequality (5.188). □

Proof of proposition 5.24. To prove this proposition, we use the fact that the equation of the K-means criterion
for graphs given in Equation (5.137) satisfies

argminc K-means(c; W ) = argminc

∑
ij

∑
k

I(ci = k)W 2
ij −

∑
k

∑
j

1
nk

(∑
i

I(ci = k)Wij

)2


= argminc

∑
ij

W 2
ij −

∑
k

∑
j

1
nk

(∑
i

I(ci = k)Wij

)2


= argminc

−∑
k

∑
j

1
nk

(∑
i

I(ci = k)Wij

)2


= argmaxc

∑
k

∑
j

1
nk

(∑
i

I(ci = k)Wij

)2
 .

(5.191)
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To demonstrate the first point of the proposition, it is thus sufficient to study the last term of equation
(5.191). We denote it Q, i.e.

Q(c; W ) =

∑
k

∑
j

1
nk

(∑
i

I(ci = k)Wij

)2
 .

Taken at E[W | c∗], this criterion verifies

Q(c, E[W | c∗]) =
∑
kj

1
hk

(∑
i

I(ci = k)E[Wij | c∗]
)2

=
∑
klb

∑
j

I(cj = l, c∗
j = b)

nk

(∑
i

I(ci = k)E[Wij | c∗]
)2

=
∑
klb

∑
j

I(cj = l, c∗
j = b)

nk

(∑
a

∑
i

I(ci = k, c∗
i = a)E[Wij | c∗]

)2

=
∑
klb

∑
j

I(cj = l, c∗
j = b)

nk

(∑
a

∑
i

I(ci = k, c∗
i = a)θab

)2

=
∑
klb

∑
j

I(cj = l, c∗
j = b)∑

a

∑
i I(ci = k, c∗

i = a)

(∑
a

∑
i

I(ci = k, c∗
i = a)θab

)2

=
∑
klb

∑
j

I(cj = l, c∗
j = b)∑

a nRka

(∑
a

nRkaθab

)2

≤
∑
klb

∑
j

I(cj = l, c∗
j = b)

∑
a

Rkaθ
2
ab

=
∑
klb

nRlb
∑
a

nRkaθ
2
ab

=
∑
ab

n∗
an

∗
bθ

2
ab = Q(c∗, E[W | c∗]) ,

(5.192)

where the inequality comes from the Sedrakyas’ inequality (5.188).
This demonstrates that the function c 7→ Q(c;E[W | c∗]) is maximized by c∗ (up to a permutation) and so

the K-means criterion applied to E[W | c∗] is minimized by c∗.
For the second point, using Strong Law of Large Number, denoting N∗

k = nk(c∗), we have that n∗
k

n → πk, a.s.
(random variables n∗

k

n ∈ [0, 1]). Thus, it is easy to see that

1
n2Q(c∗, E[W | c∗]) =

∑
ab

n∗
a

n

n∗
b

n
θ2
ab

a.s.−→
∑
ab

πaπbθ
2
ab .

This last term is equal to F (H(D),h(D)), where F is the function associated to the profile likelihood of a model
SBM(n, π, (Gaussian(ψ)),θ) (c.f. last equality of Equations (5.189)). This concludes the proof of the second
point.

The last point can be proved in the same way as the first one.
□

Proof of the Theorem 5.4

This proof follows the same principle as the proof of the theorem 4.1 of (Zhao et al., 2012).

Proof of theorem 5.4. To simplify the notations, we omit the dependency in n and in K. For example, instead
of Wn, we use W and of FK we use F . From the sub-Gamma assumption, there exist constants v, κ > 0 such
that Wij ∼ subΓ(ρv2, κ).

Using the Lipschitz property of F and that it satisfies (*), (Zhao et al., 2012) demonstrate in the step 2 of
the proof of their theorem 4.1 that if there exists a sequence ϵn → 0, such that

P
(

maxc

∣∣∣∣F (cW

µn
,

(
nk(c)
n

))
− F

(
T (c),

(
n0
k(c)
n

))∣∣∣∣ < ϵn

)
−→
n→∞

1 , (5.193)
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then there exists a sequence δn → 0 such that

P
(

1
n
∥ĉ− c∗∥Pn > δn

)
→ 0 ,

where ĉ = argmaxc Q(c; W ), where W is the adjacency matrix of a weighted graph with latent partition c∗.
Thus, if Equation (5.193) is verified by some criterion, then this criterion is weakly consistent.
So, to prove the theorem, we have to demonstrate (5.193).
Using the Lipschitz-properties of F , it gives∣∣∣∣F (cW

µn
,

(
nk(c)
n

))
− F

(
T (c),

(
n0
k(c)
n

))∣∣∣∣ ≤ ∣∣∣∣F (cW

µn
,

(
nk(c)
n

))
− F

(
T̂ (c),

(
nk(c)
n

))∣∣∣∣
+
∣∣∣∣F (T̂ (c),

(
nk(c)
n

))
− F

(
T (c),

(
n0
k(c)
n

))∣∣∣∣
≤ L

∥∥∥∥cW

µn
− T̂ (c)

∥∥∥∥
ℓ1

+ L
∥∥∥T̂ (c)− T (c)

∥∥∥
ℓ1

+ L

∥∥∥∥(nk(c)
n

)
−
(
n0
k(c)
n

)∥∥∥∥
1

= A(c) +B(c) + C(c) .

(5.194)

Therefore,

maxc

∣∣∣∣F (cW

µn
,

(
nk(c)
n

))
− F

(
T (c),

(
n0
k(c)
n

))∣∣∣∣ ≤ maxc (A(c) +B(c) + C(c))

≤ maxc A(c) + maxc (B(c) + C(c)) .

(5.195)

Let ϵ > 0.
Using Lemma 5.7.1 on page 160, for the term A, we have

P(maxc A(c) > ϵ) = P

(
Lmaxc

∥∥∥∥cW

µn
− T̂ (c)

∥∥∥∥
ℓ1

> ϵ

)

≤ Kn2K
2+1exp

(
− ϵ2µn

32L2(v2 + κϵ/(4L))

)
+ 2exp

(
− ϵ2µn

2L2(v2 + κϵ/L)

)
= exp

(
− ϵ2n2log(n)

32L2(v2 + κϵ/(4L)) + (K2 + 1)log(2) + nlog(K)
)

+ 2exp
(
− ϵ2µn

2L2(v2 + κϵ/L)

)
.

Therefore, assuming that nlog(n)
L2 max(n log(n),K2) →∞, we have that

− ϵ2µn
32L2(v2 + κϵ/(4L)) + (K2 + 1)log(2) + nlog(K) ∼ − ϵ2µn

32L2(v2 + κϵ/(4L)) → −∞ ,

and
P(maxc A(c) > ϵ)→ 0 .

Now we take a look at the two other terms B and C.
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Since
∑
k Vkau(c) = 1 for any a, u,

B(c)
L

=
∥∥∥T̂ (c)− T (c)

∥∥∥
ℓ1

=
∑
kl

∣∣∣T̂kl(c)− Tkl(c)
∣∣∣

≤
∑
kl

∑
abuv

|yuyvθab|Vkau(c)Vlbv(c)
∣∣∣Π̂auΠ̂bv −ΠauΠbv

∣∣∣
=
∑
abuv

|yuyvθab|

(∑
k

Vkau(c)
)(∑

l

Vlbv(c)
)∣∣∣Π̂auΠ̂bv −ΠauΠbv

∣∣∣
=
∑
abuv

|yuyvθab|
∣∣∣Π̂auΠ̂bv −ΠauΠbv

∣∣∣
≤ L̃

∑
abuv

∣∣∣Π̂auΠ̂bv −ΠauΠbv

∣∣∣
≤ L̃

∑
abuv

(
Πbv

∣∣∣Π̂au −Πau

∣∣∣+ Π̂au

∣∣∣Π̂bv −Πbv

∣∣∣)
= 2L̃∥Π̂−Π∥ℓ1

(5.196)

where L̃ = maxaubv |yuyvPab| <∞. Moreover

C(c)
L

=
∥∥∥∥(nk(c)

n

)
−
(
n0
k(c)
n

)∥∥∥∥
1

=
∑
k

|nk(c)− n0
k(c)|

=
∑
k

∣∣∣∣∣∑
au

VkauΠ̂au −Πau

∣∣∣∣∣ ≤
∑
k

∑
au

Vkau

∣∣∣Π̂au −Πau

∣∣∣
=
∑
au

∣∣∣Π̂au −Πau

∣∣∣
= ∥Π̂−Π∥ℓ1 .

(5.197)

Thus maxcB(c) ≤ 2LL̃∥Π̂−Π∥ℓ1 and maxcC(c) ≤ L∥Π̂−Π∥ℓ1 . By the theorem 2.1 of (Weissman et al., 2003),

P(maxc(B(c) + C(c)) > ϵ) = P
(
L(2L̃+ 1)∥Π̂−Π∥ℓ1 > ϵ

)
≤ 2KMe−n ϵ2

2L2(2L̃+1)2 . (5.198)

By hypothesis n
KML2 →∞, so we have

2KMe−n ϵ2
2L2(2L̃+1)2 = exp

(
− n

L2

(
ϵ2

(2L̃+ 1)2
− L2KM

n
log(2)

))
and

P(maxc(B(c) + C(c)) > ϵ)→ 0 .

Therefore, for any ϵ > 0,

P
(

maxc

∣∣∣∣F (cW

µn
,

(
nk(c)
n

))
− F

(
T (c),

(
n0
k(c)
n

))∣∣∣∣ > ϵ

)
−→
n→∞

0 ,

i.e. condition given in Equation (5.193) is satisfied which implies form step 2 of the proof of the theorem 4.1 in
(Zhao et al., 2012) that the criterion is weakly consistent.

□

Remaining Proofs of section 5.2.4

This sections contains the proofs of Corollaries 5.4.1 and 5.4.2 as well as the proof of Theorem 5.5.
To demonstrate the corollary, it is sufficient to demonstrate that the two criteria are LK Lipschitz. Indeed,

the assumption (*) is satisfied from Proposition 5.21. However, global Lipschitz condition can be too restrictive.
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Therefore, we demonstrate that the Lipschitz property in theorem 5.4 can be weaken. Then we demonstrate
the corollaries.

Lemma 5.7.3. Let the compact I be defined as

I = I(X ,K,θ) = [2 min
y,y′∈X

yy′(θn)k,l, 2 max
y,y′∈X

yy′(θn)k,l]Kn×Kn × (0, 1]Kn .

The theorem 5.4 is still valid if we replace the FK-Lipschitz condition (i) by

the functions FKn
are LKn

− Lipschitz on I .

Proof. As in the proof of the theorem 5.4, we omit the dependency in n, such that Kn becomes K.
We have demonstrate in the proof of Theorem 5.4 on page 164, that when FK is LK-Lipschitz, P

( 1
n∥ĉ− c∗∥Pn

> δn
)
→

0 for some sequence δn → 0.
But in facts, the Lipschitz condition is used in equation (5.194), and involves the points(cW

µn
,

(
nk(c)
n

))
,

(
T̂ (c),

(
nk(c)
n

))
,

(
T (c),

(
nk(c)
n

))
,

(
T (c),

(
n0
k(c)
n

))
.

From definition, nk(c)
n and n0

k(c)
n belongs to (0, 1]; T̂ (c) and T (c) belongs to I.

In addition from the Bernstein Inequality,

P(
cW

µn
/∈ I)→ 0 .

Thus denoting En = { 1
n∥ĉ− c∗∥Pn

> δn}, we have

P(En) = P(En |
cW

µn
/∈ I)P(

cW

µn
/∈ I) + P(En |

cW

µn
∈ I)P(

cW

µn
∈ I)

≤ P(
cW

µn
/∈ I) + P(En |

cW

µn
∈ I) .

When
cW
µn
∈ I, FK is Lispchitz and thus P(En |

cW
µn
∈ I)→ 0 and P(En)→ 0. This concludes the proof.

□

Now we can demonstrate the two corollaries.

Proof of corollary 5.4.1. We present the case with no degree correction, i.e

F (A,b) =
∑
kl

Akllog
(
Akl
bkbl

)
.

The general case can be done similarly. Thanks to lemma 5.7.3, it is sufficient to show that the Lipschitz
condition is true with probability going to 1 and that the condition (**) is true, the consistency being then a
direct application of Theorem 5.4.

Recall that F is said to be Lipschitz if

|F (A,b)− F (Ã, b̃)| ≤ LK
(
∥A− Ã∥ℓ1 + ∥b− b̃∥1

)
.

As the functions xlog(x) is C1 on [2 min
y,y′∈X

yy′θk,l, 2 max
y,y′∈X

yy′θk,l], F (·, b) is Lipschitz.
We have that for any a, b ≥ 1,∣∣∣∣cWk,l

n2ρn
log(anl)−

cWk,l

n2ρn
log(bnl)

∣∣∣∣ =
∣∣∣∣cWk,l

n2ρn

∣∣∣∣ ∣∣∣log
(a
b

)∣∣∣ ≤ ∣∣∣∣cWk,l

n2ρn

∣∣∣∣ |a− b|
as the log function is 1 Lipschitz on [1,+∞).

As P(|
cWk,l

n2ρn
∈ [2 min

y,y′∈X
yy′θk,l, 2 max

y,y′∈X
yy′θk,l])→ 1.

In addition, as max
y,y′∈X

|yy′θk,l| is bounded independently of n and K by hypothesis, FK is LK-Lipschitz with

LK = O(1).
The hypothesis (**) is satisfied from proposition 5.21.
This concludes the proof. □
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Proof of corollary 5.4.2. Since proposition 5.22 (respectively 5.23) demonstrate condition (**) (respectively (*)),
it is sufficient to show that the Lipschitz condition is satisfied. The proof is the same as in the proof of corollary
5.4.1 on page 167.

□

Proof of Theorem 5.5. The proof is slightly different from the previous case. In the sense that we must redefine
the expected criteria and show that they have good concentration properties. As the Wij are bounded, there
exists L > 0 such that Wij ∈ [−L,L]. In addition, there exist v, κ > 0 such that Wij ∼ subΓ(ρv2, κ).

On [−L,L], x 7→ x2 is 2L Lipschitz. So, let Q be

Q(c; W , (nk)k) =
∑
k

∑
j

1
nk

(∑
i

I(ci = k)Wij

)2

(5.199)

Recall that maximizing Q is equivalent to minimizing the K-means criterion (c.f. proof of proposition 5.24).
It gives

|Q(c; W , (nk)k)−Q(c; W̃ , (nk)k)| =

∣∣∣∣∣∣
∑
k

∑
j

1
nk

(∑
i

I(ci = k)Wij

)2

−

(∑
i

I(ci = k)W̃ij

)2
∣∣∣∣∣∣

≤
∑
k

∑
j

1
nk

∣∣∣∣∣∣
(∑

i

I(ci = k)Wij

)2

−

(∑
i

I(ci = k)W̃ij

)2
∣∣∣∣∣∣

≤ 2L
∑
k

∑
j

∣∣∣∣∣∑
i

I(ci = k)Wij −
∑
i

I(ci = k)W̃ij

∣∣∣∣∣
≤ 2L

∑
k

∑
j

∑
i

I(ci = k)
∣∣Wij − W̃ij

∣∣
= 2L∥W − W̃∥ℓ1 .

(5.200)

Using the lemma 5.7.1 gives

P
(

maxc

∣∣∣∣ 1
µn
Q(c,W , (nk)k)− 1

µn
Q(c, E[W | c∗], (nk)k)

∣∣∣∣ > ϵ

)
≤ P

(
2Lmaxc∥

W

µn
− T̂ ∥ℓ1 > ϵ

)
≤ Kn2K

2+1exp
(
− ϵ2µn

128L2(v2 + κϵ/(8L))

)
+ 2exp

(
− ϵ2µn

8L2(v2 + κϵ/(2L))

)
.

As µn

nlog(n) →∞ by hypothesis, the above probability goes to 0 as n→∞.
In addition, again from the Lispchitz property of Q,

∥Q(c; T̂ , (nk)k)−Q(c; T , (nk)k)∥ ≤ 2L∥T̂ − T ∥l1 .

And from the proof of theorem 5.4, we have for any ϵ > 0,

P(L∥T̂ − T ∥l1 > ϵ) ≤ 2KMe−n ϵ2
L2 .

Thus as long as n
KM →∞, we have that

P
(

maxc

∣∣∣∣Q(c; W

µn
, (nk)k

)
−Q (c; T , (nk)k)

∣∣∣∣ > ϵ

)
→ 0 .

The same reasoning (c.f. proof of theorem 5.4) can be used to prove that

P
(

maxc

∣∣∣∣Q(c; W

µn
, (nk)k

)
−Q

(
c; T , (n0

k)k
)∣∣∣∣ > ϵ

)
→ 0 .

Then, applying Step 2 of the proof 5.2.7 and proposition 5.24 concludes the proof. □
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Proofs of section 5.2.5

Proof of Proposition 5.26. Let W ∈ {0, 1}n×n. From the definitions ofQ (conditional distribution of a canonical
exponential function) and P (conditional distribution of an SBM), there exist positive values cq and cp such
that the density dQ of Q has the form

dQ(W ) = 1
cq

exp

 ∑
1≤k≤l≤K

ηk,l
cWk,l +

K∑
k=1

ηksk(W )


while the density dP of P can be written as

dP (W ) = 1
cp

exp

 ∑
1≤k≤l≤K

θk,l
cWk,lWij

 .

To prove the theorem, we have to find a matrix of parameters θ such that KL(Q,P ) ≤ nmaxk ηk.
Let αkl be some real numbers, and choose for parameter θkl, θkl = ηkl + αkδkl.
Thus, the problem reduces to finding suitable parameters αk.
Computing the Kullback-Leibler divergence between Q and P gives,

KL(Q,P ) =
∑
W

dQ(W )log
(
dQ(W )
dP (W )

)
=
∑
W

q(W )
cq

log
(
q(W )
cq

cp
p(W )

)
=
∑
W

q(W )
q

log
(
q(W )
p(W )

)
+
∑
W

q(W )
cq

log
(
cp
cq

)

=
∑
W

q(W )
cq

[∑
k

sk(W )ηk − αkcWk,k

]
+ log

(
cp
cq

)
.

(5.201)

Now, setting

αk = ηk

∑
W q(W )sk(W )∑
W q(W )cWk,k

(5.202)

implies the left term of Kullback-Leibler divergence is 0 and the Kullback-Leibler divergence simplifies into

KL(Q,P ) = log
(
cp
cq

)
= log

(∑
W exp (

∑
kl

cWk,lηkl +
∑
k αk

cWk,k)∑
W exp (

∑
kl

cWk,lηkl +
∑
k ηksk(W ))

)
= log

(∑
W exp (

∑
kl

cWk,lηkl +
∑
k ηksk(W ) +

∑
k (αkcWk,k − ηksk))∑

W exp (
∑
kl

cWk,lηkl +
∑
k ηksk(W ))

)
= log

(
EQ

[
exp

(∑
k

(αkcWk,k − ηksk(W ))
)])

.

(5.203)

This equation is difficult to evaluate, and we simply provide a general upper bound.
As ηk ≥ 0 and sk(W ) =

∑
i:ci=k,j:cj=kWij1ijk(W ) ≤

∑
i:ci=k,j:cj=kWij(W ) = cWk,k, it implies that

0 ≤ αk ≤ ηk. This leads to

αk
cWk,k − ηksk ≤ ηk (cWk,k − sk(W )) = ηk

∑
i:ci=k,j:cj=k

Wij(1− 1ijk(W )) . (5.204)

So now it remains to look at the maximal value of∑
i:ci=k,j:cj=k

Wij(1− 1ijk(W )) . (5.205)
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In order that a term in the sum of Equation (5.205) is equal to 1, it requires 1ijk(W ) = 0, i.e.∑
h/∈{i,j},ch=k

WihWjh = 0 .

Let W̃ ∈ {0, 1}nk×nk be the matrix W(k,k) such that diagonal elements are set to 0. Then ⟨W̃i., W̃j.⟩ =∑
h/∈{i,j} WihWjh. Therefore, 1ijk(W ) = 0 is equivalent to W̃i. orthogonal to W̃j.. And there are at most nk

orthogonal vectors in space of dimension nk. So∑
i:ci=k,j:cj=k

(1− 1ijk(W )) ≤ 2nk (5.206)

and as Wij ∈ {0, 1}, ∑
i:ci=k,j:cj=k

Wij(1− 1ijk(W )) ≤ 2nk . (5.207)

Using this and αk
cWk,k − ηksk(W ) ≤ ηknk, we have that∑

k

(αkcWk,k − ηksk(W )) ≤
∑
k

ηk2nk ≤ 2maxk ηk
∑
k

nk = 2nmaxk ηk .

And finally

KL(Q,P ) = log
(
EQ

[
exp

(∑
k

(αkcWk,k − ηksk(W ))
)])

≤ 2nmaxk ηk . (5.208)

This concludes the proof. □

Proof of proposition 5.27. The proposition requires that it exists some value K ∈ {1, . . . , d} such that the
"block" structure is verified. Thus, demonstrating the proposition for K = d is enough.

As Σ is a covariance matrix, there exists a vector x∗ ∈ Rd+ and a symmetric matrix θ ∈ [−1, 1]d×d such that

Σij = x∗
i x

∗
jθij ,

x∗
i simply being the standard deviation of X(1)

i and θij the correlation between X
(1)
i and X

(1)
j . Denote c∗ =

{1, 2, . . . , d} and let Π be the Dirac probability distribution on {c∗} × {x∗}.
From the definition of the unbiased empirical covariance, there exist distributions (Fij) such that Σ̂ij

x∗
i
x∗

j
∼ Fij ,

and E[Fij ] = θij = θc∗
i
,c∗

j
.

Then considering the following generation process for
• c,x ∼ Π,
• Wij

xixj
|x ∼ Fij , for any 1 ≤ i, j ≤ d.

Then from definition of Fij , E[Wij | c,x] = xixjθcicj
. Thus this defines a dBM(d,Π,θ).

Thus for K = d, this demonstrates the proof. □

Proof of theorem 5.6. The steps of this proof are the same as the one of theorem 5.4. However, it differs from
it only in the analysis of the concentration properties of cW . Indeed, for the estimator correlation matrix, the
coefficients are, in general, not independent. So we cannot use the Bernstein inequality directly on cWk,l as in
the previous proof.

We simplify the notation by removing any dependency in n, d and K in the notations. Also notice that
unlike previously, here the sparsity parameter ρn = 1, i.e. there is no particular sparsity assumption. In the
proof we consider the same notation as in (5.178), with c∗ in the role of the latent partition and θ∗ for the
matrix of parameters (we consider no degree correction). This interpretation is motivated by the proposition
5.27, which draw parallels between a correlation matrix with block structure and dBM. Thus, in particular,
from the definition, we have T̂kl(c) =

cΣk,l

µn
, with µn = d2.

Let M = M(c) ∈ {0, 1}d×K such that Mik = I(ci = k), we have cΣ̂k,l = (M(c)T Σ̂M(c))kl. As in Equation
(5.194) on page 165, using the fact that F is L-Lipschitz, and that T̂ = E[cΣ̂k,l]

d2 , it leads to∣∣∣∣∣F
(

cΣ̂
µn
,

(
nk(c)
n

))
− F

(
T (c),

(
n0
k(c)
n

))∣∣∣∣∣ ≤ L
∥∥∥∥∥cΣ̂
µn
− T̂ (c)

∥∥∥∥∥
ℓ1

+ L
∥∥∥T̂ (c)− T (c)

∥∥∥
ℓ1

+ L

∥∥∥∥(nk(c)
n

)
−
(
n0
k(c)
n

)∥∥∥∥
1

.
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From the Equation (5.198) on page 166, the two left terms of the right hand side of the above equations
converge in probability to 0. Thus if we can show that

∥∥∥ cΣ̂
µn
− T̂ (c)

∥∥∥
ℓ1

goes to 0 in probability, we have that∣∣∣F ( cΣ̂
µn
,
(
nk(c)
n

))
− F

(
T (c),

(
n0

k(c)
n

))∣∣∣ also converges to 0 in probability and the results follows by applying
the step two of the proof of Theorem 4.1 of (Zhao et al., 2012) as in the proof of theorem 5.2.7.

L

∥∥∥∥∥cΣ̂
µn
− T̂ (c)

∥∥∥∥∥
ℓ1

=

∥∥∥∥∥cΣ̂
d2 −

cΣ
d2

∥∥∥∥∥
ℓ1

≤ L

d2 ∥
cΣ̂− cΣ(Σ)∥ℓ1

= L

d2 ∥M(c)T (Σ̂−Σ)M(c)∥ℓ1

= L

d2

∑
kl

∣∣∣(M(c)T (Σ̂−Σ)M(c)
)
kl

∣∣∣
= L

d2

∑
kl

∣∣∣∣∣∣
∑
ij

M(c)ik(Σ̂−Σ)ijM(c)jl

∣∣∣∣∣∣
≤ L

d2

∑
kl

∑
ij

M(c)ik|Σ̂−Σ|ijM(c)jl

= L

d2

∑
ij

|Σ̂−Σ|ij

= L

d2 ∥Σ̂−Σ∥ℓ1

≤ L∥Σ̂−Σ∥max .

(5.209)

Thus

maxc L

∥∥∥∥∥cΣ̂
µn
− T̂ (c)

∥∥∥∥∥
ℓ1

≤ L∥Σ̂−Σ∥max (5.210)

and from hypothesis (5.176), for any ϵ > 0,

P

(
maxc L

∥∥∥∥∥cΣ̂
µn
− T̂ (c)

∥∥∥∥∥
ℓ1

> ϵ

)
≤ P

(
L∥Σ̂−Σ∥max > ϵ

)
≤ d2e− ℓnϵ2

L2 . (5.211)

As d = o(log(n)), d2e− ℓnϵ2
L2 → 0 and

P(L

∥∥∥∥∥cΣ̂
µn
− T̂ (c)

∥∥∥∥∥
ℓ1

> ϵ)→ 0 ,

which concludes the proof.
□

Proof of corollary 5.6.1. To show this proposition, it suffices to show that the sequence of functions FKn
are

Lipschitz and satisfies (**).
Those two properties have already being proved in corollary 5.4.2 for the Gaussian SBM profile likelihood.
If the correlation matrix Σ have all its entries positive, the Poisson DCSBM profile likelihood also satisfies

those properties (c.f. corollary 5.4.1).
If not, we still have that F satisfies **, thus we have to show that

Σ
d2 ,

(nk
n

)
7→ F

(
|Σ|
d2 ,

(nk
n

))
(5.212)

is Lipschitz.
As F is Lipschitz (c.f. 5.4.1),

|F (|A|,a)− F (|B|,b)| ≤ L∥|A| − |B|∥ℓ1 + L∥a − b∥1 .

To show that the function defined in Equation (5.212) is Lipschitz, it is thus sufficient to show that there exists
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L1 > 0 such that
∥|A| − |B|∥ℓ1 ≤ ∥A−B∥ℓ1 .

From the reverse triangular inequality, we have that

||x| − |y|| ≤ |x− y|

for any x, y ∈ R. Thus ∥|A| − |B|∥ℓ1 ≤ ∥A −B∥ℓ1 and the function in (5.212) is Lipschitz. Then, using the
theorem 5.6 concludes the proof.

□

Proofs of Concentration Properties

Proof of Lemma 5.7.1. We begin by point i.
The idea of the proof is to provide an adapted decomposition of

∥∥∥ cW
µn
− E[cW ]

µn

∥∥∥
ℓ1

, so that we can apply the
Bernstein inequality to each terms of the decomposition.

From its definition, we have ∥∥∥∥cW
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− E[cW ]

µn

∥∥∥∥
ℓ1

=
∑
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∣∣∣∣cWk,l

µn
− E[cW ]

µn

∣∣∣∣ . (5.213)

Denoting T =
∑
klE[cWk,l], recalling that 2m =

∑
kl

cWk,l, and letting A = {(k, l)|cWk,l > E[cWk,l]}
(notice that this set depends on c), we can write∑
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(5.214)

Thus, we can write that

P
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(5.215)

For the left term, since the variables Wij are independent and sub-Gamma, i.e. subΓ(ρnv2, κ), we can apply
the Bernstein inequality, which gives for any ϵ > 0

P
(
|T − 2m|

µn
> ϵ

)
≤ 2exp

− ϵµ2
n

2
(
κµnϵ+

∑
ij v

2ρ
)
 = 2exp

(
− µnϵ

2

2(v2 + κϵ)

)
. (5.216)

For the remaining term, we have to go a little further in the analysis. Using the indicator function, we can
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write ∑
(k,l)∈A

cW

µn
− E[cW ]

µn
= 1
µn

∑
ij

I(ci = k, cj = l, (k, l) ∈ A)(Wij − E[Wij ]) . (5.217)

Thus, we can again use Bernstein Inequality to study the concentration properties of this term. This gives

P
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. (5.218)

For the point ii, we want to study the maximum on the partitions c.
From the equation (5.214), we have that

maxc
∑
k,l

∣∣∣∣cWk,l

µn
− E[cWk,l]

µn
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µn

∣∣∣∣∣∣ .

As for point i, we can study the concentration by studying the concentration properties of the two terms on the
right-hand side of the equation.

As the first terms does not depend on c, this leads to the same concentration inequality as above. However,
the second one as a complex dependency in c as the set A depends on c. Without further assumption, we can
write

maxc
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where A is now any set of tuples (k, l) ∈ {1, . . . ,K}. Combining equations (5.217) and (5.219),
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(5.220)

where the last inequality comes from a union bound, where there are 2K2 possible values for the set A and Kn

values for the partition c.
This concludes the proof. □

Proof of Proposition 5.29. To prove the proposition, we start by rewriting the mixture distribution.
Let B ∼ Bernoulli(ρ) independent of X. We have that

(1− ρ)δ0 + ρX ∼ BX .

Thus, the study of the concentration of the mixture distribution can be replaced by the study of the one of the
product BX.

In addition, from the independence of B and X, we have E[BX] = E[B]E[X] = ρµ.
Now, we will study E[|BX −E[BX]|p], for any p ≥ 2. To do so, we will use that |a+ b|p ≤ 2p−1(|a|p + |b|p).
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E[|BX − ρµ|p] = E[|B(X − µ) + (B − ρ)µ|p]
≤ 2p−1 (E[|B(X − µ)|p] + E[|(B − ρ)µ|p])
= 2p−1 (E[|B|p]E[|X − µ|p] + |µ|pE[|B − ρ|p])
= 2p−1 (ρE[|X − µ|p] + |µ|p(ρ(1− ρ)p + (1− ρ)ρp)

≤ 2p−1
(
ρ
σ2

2 κp−2p! + |µ|p(ρ(1− ρ)p + (1− ρ)ρp
)

= 2ρσ2
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2
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p! (2|µ|)
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2p!
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p + 1
p! (2|µ|)

p

)
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2p!
(
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2(2|µ|)p + 1

2(2|µ|)p
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= ρ

2p!
(
2σ2(2κ)p−2 + (2|µ|)p−2(2|µ|)2)

Now denote κ̃ = max{κ, |µ|}. We have

E[|BX − ρµ|p] ≤ ρ

2p!
(
2σ2(2κ̃)p−2 + (2κ̃)p−2(2|µ|)2)

= ρ

2p!(2κ̃)p−2(2σ2 + 4µ2) .

This means that
(XB − E[XB]) ∼ BMC(2σ2 + 4µ2, 2max{κ, |µ|}) ,

and thus the mixture distribution satisfies the Bernstein’s moment condition. From proposition 5.28, the
distribution is sub-Gamma with the same parameters as for the Bernstein’s moment condition. □



Chapter6
Non-Conformity Rate of Several Characteristics

6.1 Non Conformity Rate and Copulas

6.1.1 Introduction
Process Capability Indices (PCIs) have many applications in the industry (A. K. Chakraborty and M.

Chatterjee, 2021). For example, they can be used as a goal of performance, a criterion for prioritization, or to
compare productions (Daniels et al., 2004).

Univariate PCIs (uPCIs) are often considered, as they are usually easy to compute and interpret. However,
it is, in general, not sufficient as there are many cases (A. K. Chakraborty and M. Chatterjee, 2021) where the
conformity of the final product is defined through joint conformity to several specifications. This is notably
the case in aircraft engine manufacturing, where parts may have several hundred specifications to be verified.
Because the different specifications frequently have some dependency between them, the use of uPCIs may
not be enough to analyze industrial processes properly (ISO, 2013). Indeed, this is equivalent in some sense
to assume that the specifications are independent. This may considerably underestimate the values of the
multivariate PCIs (mPCIs).

Therefore, many authors have looked for mPCIs. It provides vast literature on mPCIs (see for example
(A. K. Chakraborty and M. Chatterjee, 2021)). However, as in the univariate case, most of the methods rely
on the Gaussian distribution assumption of the data. This assumption is not always true (Croquelois et al.,
2022) because of modern Geometric Dimensioning & Tolerancing (GD&T) methods. However, those PCIs have
the advantage that they are often easy to compute. In contrast, this is not the case with general methods
without distributional assumptions, which often leads to poor estimates. Therefore, the general problem of
producing mPCI requires two-steps. First, choosing a meaningful criterion for the industry; second, selecting
an estimator with good statistical properties. Indeed, the norm (ISO, 2013) on mPCIs reviews different indices
without explaining how to select a mPCI nor giving a generic estimation method for non-Gaussian distributions.
Furthermore, compared to other industries such as automobiles or semiconductors, aeronautical production has
the particularity of producing certain parts in very small series. This is the case, for example, for intermediate
casing where only around ten parts are produced each week, while several hundred characteristics are measured
on each part. This high dimensional setting is the reason the usual statistical methods, which often require a
significant amount of data, cannot be applied to all the aeronautical production.

Our contribution to this problem is to consider a mPCI based on the probability of conforming parts with a
method of estimation based on Vine Copulas (Bedford and Cooke, 2002). Vine Copulas are general statistical
models that can be used to produce precise estimation of the dependency structure even in high dimensions. It
makes them particularly useful to estimate mPCIs. The use of Vine Copulas generalizes Gaussian distribution
cases and it is often a good approximation for a general distribution (Stöber et al., 2013) while leading to
more precise estimation than nonparametric estimation. The default of this approach is that it can be heavy
to compute. For this reason, one proposes an upper bound on the non-conformity rate, which is much faster
to compute, and which leads to a lower bound on our mPCI. In addition to these theoretical arguments, one
illustrates the adaptability of our method on simulated data that represents particularities of aircraft production,
and one then applies it to the Fan blades manufacturing data to compare the production between two factories.

The remainder of this paper is structured as follows. Section 2 gives examples of specifications in tolerancing
that highlight why mPCIs are needed and why the Gaussian assumption is not realistic. Section 3 presents a
state of the art of mPCIs. Section 4 describes the proposed method, motivating our choice of mPCI, the use
of Vine Copulas, and explaining our lower bound. Finally, to illustrate the performance of the method, case
studies are proposed in section 5.

175



176 CHAPTER 6. Non-Conformity Rate of Several Characteristics

6.1.2 GD&T Related Problems
Non Normality in the Data

Today, most functional requirements are expressed in terms of geometric specifications (Croquelois et al.,
2022). For example, looking at Figure 6.1, the hole position is linked to the hole center along the axis. Denoting
X and Y those positions, they are, in general, distributed as two independent Gaussian distributions with
mean 0 and variance σ2. The position R of the hole, being defined as R =

√
X2 + Y 2, R follows a Rayleigh

distribution with parameter σ2, which differs from a Gaussian distribution. Other examples of such situations
are described by (Lépine and Tahan, 2016).

Figure 6.1 – Example of a geometrical specification

Repeated Measurements

When studying the circular parts, such as compressor disks or intermediate casings, it is common for several
specifications to be the same. To illustrate this situation, one looks at the simplified example in figure 6.1,
where the diameters of the holes 0 to 7 have the same specifications. Thus, their conformity is ensured if

LSL ≤ Di ≤ USL, ∀ i ∈ {0, . . . , 7}.

To analyze the conformity regarding those specifications, it is sufficient to look at the maximum Max =
max0≤i≤7 Di and minimum values Min = min0≤i≤7 Di of the eight diameters, i.e.,

LSL ≤ Min and Max ≤ USL . (6.1)

In addition, even if the diameters follow a Gaussian distribution (often highly correlated), both Max and Min
values are then non-Gaussian distributed. In fact, even the dependency structure between those two differ from
the dependency structure of the Gaussian distribution.

Material Condition

The maximum material condition (MMC) (ISO, 2021b; Diplaris and Sfantsikopoulos, 2006; Tahan and
Cauvier, 2012) is another application where conformity requires analysis of the conformity of two dependent
characteristics. It is used in various industries, including aeronautic. Here, one considers a simplified example
of a part with diameter and position. Without the MMC, the value W of the diameter is conforming if
LSLW ≤ W ≤ USLW and the value P of the position is conforming if P ≤ USLP . As in general W and P
are independent, each specification can be studied separately. However, with MMC, the position is compliant
is P ≤ USLP + (W − LSLW ) (assuming W is itself compliant). Thus, the conformity of the diameter and
position can be rewritten as the system of equations 6.2.

LSLW ≤W ≤ USLW

M ≤ USLP − LSLW
(6.2)

where M = P−W . The system of equations 6.2 corresponds to the study of a process (W,M) with correlated
variables.

Note that the least material condition (ISO, 2021b) can receive an equivalent treatment.
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High dimensional specifications

The two examples above illustrate cases with two dependent variables. But in practice, there can be much
more. Consider complex parts such as the Fan blade. In this part, the dimensional characteristics are measured
at different points called sections (Capiez-Lernout et al., 2005). A Fan blade with its sections is presented in
figure 6.2. Thus, on this part, the conformity of several hundred characteristics must be checked. However,
unlike repeated measurements, specifications of the same kinds through the different sections may be different.
Hence, it is not possible to aggregate the different specifications with the approach described in section 6.1.2.
In addition, because of the manufacturing processes, same kind of specifications controlled at different sections
of the part are dependent. Studying part conformity therefore requires analysis of the conformity of mutually
dependent characteristics.

Figure 6.2 – Illustration of a Fan blade with its different sections

6.1.3 mPCIs State of the Art
Univariate PCIs

Before looking at mPCIs, one reminds some univariate PCIs, as many mPCIs are generalizations of the
latter. Among all the PCIs literature, two of the most used are the Cp and the Cpk. Initially considered for a
process X with tolerance limits [LSL,USL] and Gaussian distribution N(µ, σ2), they are defined by

Cp = USL− LSL
6σ

Cpk = 1
3σmin (USL− µ, µ− LSL) .

(6.3)

Later, to generalize it, to non-Gaussian distribution, (Clements, 1989) proposed to use

CClep = USL− LSL
X99,865% −X0,135%

CClepk = min
{

X50% − LSL
X50% −X0,135%

; USL−X50%
X99,865% −X50%

} (6.4)

where Xp% is the pth percentile of the distribution.
The motivation behind these indices is that it can, as for the Gaussian Cpk, be interpreted in terms of the

ratio of lengths (one-dimensional volumes). Moreover, it provides the advantage of being defined even when the
distribution is not Gaussian.

Another generalization proposed by Castagliola (Castagliola, 1996) is

CpkCa = 1
3Φ−1 (min {P(X ≤ USL),P(X ≥ LSL)}) (6.5)

where Φ−1 is the inverse of the cumulative distribution function of the standard Gaussian distribution. This
PCI is, this time, defined as a function of the conformity rate.

For the rest of the paper, unless if mentioned, it was considered that a characteristic Xi conforms to
the specification if LSLj ≤ Xj ≤ USLj . The case where there is only one limit is included by considering
LSLj = −∞ if there is no lower specification limit, and USLj =∞ if there is no upper specification limit. In
those cases, the Cp is not defined.
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In case there are multiple characteristics, one uses the generic number d for the number of characteristics.
For example, in the case of the MMC, the conditions given in the system of equations 6.2, the part has d = 2
characteristics (W and M).

mPCIs Based on the Ratio of Volumes

Many mPCIs are based on the idea of generalizing the ratio of lengths (thus, in some sense, the approach
of (Clements, 1989)) to the multivariate case. It consists in comparing a measure of allowable process spread
against a measure of the actual process spread (González and Sánchez, 2009). Here, for purposes of brevity,
one illustrates the case where the multivariate process is bi-limits, but generalizations exist to uni-limit (see
for example (A. K. Chakraborty and M. Chatterjee, 2021)). When the data X follow a Gaussian distribution
N(µ,Σ), Taam et al. (Taam et al., 1993) defined an mPCI generalizing the univariate Cp. The specification re-
gion is modeled as the largest hyperellispoid center at the target (the center of the hyperrectangle specification),
and that belongs to the specification limits. The process region is defined as

(X− µ)TΣ−1(X− µ) ≤ c (6.6)

where c is such that P((X − µ)TΣ−1(X − µ) ≤ c) = 1 − α, where 1 − α corresponds to the target conformity
rate. Another approach proposed by Shahriari et al. (Shahriari et al., 1995) is to keep the actual specification
region as a hyperrectangle and to compute the smallest hyperrectangle such as the 100(1− α)% process region
belongs to the interval.

mPCIs Based on PCA

The family of methods based on principal component analysis (PCA) was introduced by Wang and Chen
(F. K. Wang and J. C. Chen, 1998). The idea is that for a Gaussian distribution, data can be projected onto
independent vectors called principal components. Then, as the projected vectors are independent, the problem
reduces to estimating uPCIs and then aggregating them. For example, they consider the geometric mean,

CpkPCA1 =
(

d∏
i=1

CpkPCA,i

)1/d

(6.7)

where CpkPCA,i are the uPCIs of the projected components with the initial specification region.
However, as noticed by (Shinde and Khadse, 2009), when transforming the data, the specification limits

should also be transformed. This complicates the estimation of uPCIs, as a data-dependent transformation
modifies the specification region. The new region is no longer a hyperrectangle, unless the initial variables are
independent, and the calculations become more complex.

Moreover, the transformed data may not explain the same amount of variance of the initial data. Tano and
Vännman (Tano and Vännman, 2013) argue that only the component that most explains variability is needed.
However, more than only one component can be used. In such cases, Wang (González and Sánchez, 2009)
proposed to use a weighted geometric mean of the above computed Cpk, such that

CpkPCA2 =
(

d∏
i=1

(CpkPCA,i1 )λi

) 1∑d

i=1
λi

(6.8)

where the coefficient λi is the eigenvalue associated with the principal component i and represents the amount
of explained variability of the component.

When the distribution of the data is not Gaussian, the principal components may not be independent. So,
(González and Sánchez, 2009) proposed to use ICA (independent component analysis) instead. Indeed, ICA is
a kind of generalization of PCA for non-Gaussian data.

mPCIs Based on Non-Conformity Rate

Other authors have proposed indices based on the probability of conformity (or equivalently the probability
of non-conformity). One can expect some of them to be in some sense a generalization of the Cpk in equation
6.5. Wierda (Wierda, 1994) considers a yield-based approach

Cpkyield = −1
3Φ−1(p) (6.9)

where p is the probability of a part having a defect.
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A different approach is given by (H. Chen, 1994). This time the specification region is assumed to be of the
form S = {X ∈ Rd | h(X − T) ≤ rS}, where rS is some positive number, T the target, and h some function
specifying the specification region. Then for some target risk α, it defines rα so that P(h(X−T) ≤ rα) = 1−α.
(H. Chen, 1994) then uses as mPCIs

Cpkr = rS
rα

. (6.10)

So clearly Cpkr ≥ 1 if the probability that the production lies in the specification region is greater than 1− α.

Estimation of the CDF

One of the problems of the mPCIs based on non-conformity rate, is the estimation of the distribution of the
data. When such mPCIs are used, many authors assume that the data come from the Gaussian distribution.
However, this is not sufficient for all distributions. This is why general estimation is needed. To tackle this,
(Polansky, 2001) proposes to use non-parametric estimates. In particular, he considers kernel density estimators.
For a sample (X(i)

k )1≤i≤n,1≤k≤d, the density estimator at point x is defined as

P(X ≤ x) = 1
n

n∑
i=1

d∏
k=1

∫ xk

−∞

1
hk
K

(
y −X(i)

k

hk

)
dy (6.11)

where K is a function such that
∫
K(y)dy = 1 and

∣∣∫ y2K(y)dy
∣∣ <∞, and the hd are the bandwidth parameters,

for which Polansky gives some way to estimate. The author justifies its choice of estimation by highlighting
that the empirical distribution function leads to poor results, unless the number of observations is very high.

Nevertheless, such methods are known to suffer from the curse of dimensionality. It implies that if the
number of characteristics to consider is quite high (even d=10), the precision of estimation can be very small. For
example, using this approach to approximate Gaussian distribution, according to Scott (Scott, 2015), to obtain
the same estimation precision when the number of measured part n = 100, with d = 2 characteristics, it requires
beyond one million of measured parts when d = 10. In particular, when looking at a Fan blade characteristic
measured at 20 sections, the estimation precision for the conformity rate for n = 1000 is approximately of
0.32, while the error when estimating the conformity rate of the characteristic at 1 section is approximately of
0.004. This phenomenon is also illustrated in simulations (c.f. tables 6.1 or 6.2), where the variability of the
nonparametric estimator is almost 10 times larger than the other considered.

6.1.4 Proposed Methods
Foreword

The industrial problem motivates the use of mPCI to monitor and prioritize complex manufacturing pro-
cesses. To correspond to this requirement, it must be precisely calculable even for non-Gaussian distribution and
in high dimensions. Moreover, it should have an easy interpretation. Among the reviewed estimators of mPCIs,
no one answers all these points. Indeed, mPCIs, based on the ratio of volumes, are specific to the Gaussian case.
MPCIs based on ICA also require non-Gaussian estimation. Hence, as for the estimation method proposed by
Polansky (Polansky, 2001), for mPCIs based on non-conformity rate, it suffers from the curse of dimensionality.

Nevertheless, mPCIs based on non-conformity rates have a natural interpretation. As transformations of
compliance rates, they can be compared. This property is not clearly satisfied by mPCIs based on the ratio
of volumes. This makes mPCIs based on non-conformity rates interesting to provide a criterion of comparison
between production processes.

If one considers those kinds of estimates, the challenge is to find an estimation of the conformity rate. This
estimation step must be able to cover a wide range of distributions and not be too sensitive to the dimensionality
curse problem. That is why using Vine Copula is of interest. Indeed, even if theoretically Vine Copula may
not approximate all Copulas, in practice, this approach shows good performance even when it is theoretically
unexpected (Hobæk Haff, Aas, and Frigessi, 2010).

On the Choice of a mPCI

The choice of a mPCI is crucial, as it allows monitoring or prioritizing. As explained, one focuses on mPCIs
based on non-conformity rate. Contrary to the yield based Cpk, the mPCI proposed by (H. Chen, 1994) cannot
be used to compare two different processes. However, the default of the yield based Cpk is that if d = 1, it does
not coincide with the definition of Cpk from (Castagliola, 1996) (c.f. Equation 6.5).

This Cpk can be viewed as the transformation of the maximum over all possible configurations that leads
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Figure 6.3 – Level lines of a bivariate Gaussian distribution with correlation of 0.9 centered with tolerance limits
at (-2.5, 2.5)

to a non-conformity. Thus, in dimension d = 2, a similar mPCI would be

Cpkall = −1
3Φ−1(pall) (6.12)

where pall is defined in dimension 2, such that

pall = max{p2, p3} (6.13)

with
p2 = max{P(X1 ≥ USL1, X2 ≥ USL2),

P(X1 ≥ USL1, X2 ≤ LSL2),
P(X1 ≤ LSL1, X2 ≥ USL2),
P(X1 ≤ LSL1, X2 ≤ LSL2)}

(6.14)

and
p3 = max{P(X1 ≤ LSL1, LSL2 ≤ X2 ≤ USL2),

P(X1 ≥ USL1, LSL2 ≤ X2 ≤ USL2),
P(LSL1 ≤ X1 ≤ USL1, X2 ≤ LSL2),
P(LSL1 ≤ X1 ≤ USL1, X2 ≥ USL2)}

(6.15)

This definition can easily be generalized in dimension d.
While the index in equation 6.12 may be the most informative because it looks at all possible kinds of non-

conformity, it may be intractable. Indeed, for quite high dimension d, there are too many terms to calculate it.
Hence, this mPCI cannot be used in practice unless it takes hours.

To tackle this issue, one considers the following mPCI :

Cpk = −1
3Φ−1 (max {1− Pu, 1− Pl}) (6.16)

where Pu = P(X1 ≤ USL1, . . . , Xd ≤ USLd) and Pl = P(X1 ≥ LSL1, . . . , Xd ≥ LSLd). Pu, respectively Pl, is
the conformity rate regarding the upper specifications limits, respectively the lower specification limits, of the d
characteristics of the part. This reads as the maximum between the probability that at least one characteristic
is lower than its lower limit and the probability that at least one characteristic is greater than its upper limit.
Consequently, this mPCI is easier to compute, as it requires only two terms independent of the dimension.

In addition, if features are positively correlated, it’s very likely that if one feature is close to the upper
tolerance limit, the others will be too. And the same applies if one replaces the upper limit by the lower one.
Therefore, in that sense, the mPCI in equation 6.16 can be considered an approximation of the one in equation
6.12. This phenomenon is illustrated for two characteristics in figure 6.3, with a two-dimensional Gaussian
distribution with correlation of 0.9. one can see that the most probable configurations, represented by the level
lines, imply that when one of the characteristics is close to one of the limits, the other characteristic is also close
to the same limit.

For this reason, in this paper, one advocates for the use of the mPCI defined in equation 6.16. Nevertheless,
our estimation method can be used to compute any probability based mPCI.

Why Copula?

The difficulty in estimating an mPCI based on a probability is estimating this probability. In the case
where the limits of each characteristic are an interval, the conformity rate can be rewritten in terms of Copula.
Informally, a Copula (Sklar, 1959) represents the dependency structure between the data. If one considers a
random vector (X1, . . . , Xd)T , such that the distribution of each Xi is Fi, then the Copula is the cumulative
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distribution function (CDF) of the random vector (F1(X1), . . . , Fd(Xd))T . In particular, the CDF of the random
vector X1, . . . Xd can be written as

P(X1 ≤ x1, . . . , Xn ≤ xn) = C(F1(x1), . . . , Fd(xd)) (6.17)

If the data have continuous margins F1, . . . Fd, the copula C is unique. In addition, when the random vectors
have a density f , C also admits a density c such that

f(x1, . . . , xd) = c(F1(x1), . . . , Fd(xd))
d∏
i=1

fi(xi) (6.18)

with fi the density of the variable Xi. This result called Sklar’s theorem allows distinguishing between the
estimation of the margins F1, . . . Fd and the dependency structure modeled by the Copula C. Thus, looking at
the conformity rate, one can write

Pu = P(X1 ≤ USL1, . . . , Xd ≤ USLd)
= P(F1(X1) ≤ F1(USL1), . . . , Fd(Xd) ≤ Fd(USLd))
= C(F1(USL1), . . . , Fd(USLd))

(6.19)

and
Pl = P(X1 ≥ LSL1, . . . , Xd ≥ LSLd)

= P(1− F1(X1) ≤ 1− F1(LSL1), . . . ,
1− Fd(Xd) ≤ 1− Fd(LSLd))

= C(F1(LSL1), . . . , Fd(LSLd))

(6.20)

where the functions C and C are two Copulas. Therefore, Copulas naturally arrive when looking at confor-
mity rate. The Copula C is called survival Copula and can be computed from C.

Note also, that Fi(USLi) is the upper conformity rate of Xi and 1− Fi(LSLi) is the lower conformity rate
of Xi. Thus, there are two things to estimate: the univariate conformity rates and the Copula C (it implies the
estimation of C). The decomposition of the margins and the dependency structure has the advantage that it
can preserve the estimate of univariate capabilities, unlike indices based on the PCA (c.f. section 6.1.3).

Vine Copula

As for the case of univariate distributions for the uPCIs, there are many families of Copulas (Joe, 2014). Here
one proposes to use Vine Copulas with simplifying assumption (Bedford and Cooke, 2002). For the following,
unless if mentioned, one will use the term Vine Copula for a Vine Copula with simplifying assumption. The
idea behind Vine Copulas is that if the Copula of the data has a density, this density can be decomposed into
the product of easier densities. For example, in dimension three, one is using Bayes and Sklar’s theorems

f(x1, x2, x3) = f1(x1) · f2|1(x2|x1) · f3|1,2(x3|x1, x2)
= f1(x1) · f2(x2) · f3(x3)·
c12(F1(x1), F2(x2)) · c23(F2(x2), F3(x3))·
c13|2(F1|2(x1|x2), F3|2(x3|x2))

(6.21)

where Fi|j(xi|xj) = Ci|j(Fi(xi)|Fj(xj)) is the conditional distribution of characteristic i given characteristic j,
i, j ∈ {1, 2, 3}. So in particular, using ui = Fi(xi), leads to the decomposition of the Copula density as product
of bivariate Copulas

c(u1, u2, u3) = c12(u1, u2) · c23(u2, u3)·
c13|2(C1|2(u1|u2), C3|2(u3|u2)).

(6.22)

Another example of decomposition, when d = 5, is given in equation 6.23.

c(u1, u2, u3, u4, u5) = c1,2(u1, u2) · c1,3(u1, u3) · c1,4(u1, u4)·
c1,5(u1, u5) · c2,3;1(u2;1, u3;1)·
c2,4;1(u2;1, u4;1) · c2,5;1(u2;1, u5;1)·
c3,4;1,2(u3;1,2, u4;1,2) · c3,5;1,2(u3;1,2, u5;1,2)·
c4,5;1,2,3(u4;1,2,3, u5;1,2,3)

(6.23)
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where the c represents a copula and for any a, c ∈ {1, . . . , 5}, E ⊂ {∅} ∪ {1, . . . , 5} \ {a, b} the

uc;a,E = ∂ca,c;E(ua;E , uc;E)
∂ua;E

= ha;c∪E(ua;E ;uc;E) (6.24)

are called conditional observations. Moreover, the sets {a, b}∪E are called constraint sets. They are said to be
constraint sets at level K if |{a, b} ∪ E| = K. The functions ha;c∪E are called h-functions.

This decomposition in products holds for any dimension d and is, in general, not unique. However, this
decomposition takes place according to a particular structure called Vine. Quickly, a Vine is a finite sequence
of trees such that the edges of the tree t becomes a node in the tree t + 1 and that the proximity condition is
fulfilled. The proximity condition states that if two edges in a tree t are joined by an edge in tree t+1 they
must share a common node. One refers to (Bedford and Cooke, 2002) for details on the Vine structure and the
appendix for a reminder of graph theory. Examples of Vine structures for d = 5 are given in figure 6.4. The
label of the edges corresponds to the constraint sets, i.e., the bivariate Copulas involved in the decomposition.

Figure 6.4 – Examples of two different Vine structures in dimension 5

The choice of the Vine Copula model is motivated by the fact that, when the dimension is high, the
precision of the estimation of nonparametric methods is low. Thus, parametric (or at least semiparametric)
models are needed. The most used parametric Copula models are the Gaussian Copula and Archimedean
Copula. Nevertheless, they are often not sufficient to model accurately the distribution of any real dataset.
Vine Copulas, which were designed as a generalization of the Gaussian Copula, offer more flexibility (Bedford
and Cooke, 2002). Indeed, they allow taking any bivariate Copula in the product. And doing so, the estimation
precision of the model is proportional to the worst bivariate Copula estimation precision. Thus, the estimation
does not suffer from the curse of dimensionality. The simplifying assumption is an important assumption that
is verified only by certain Copulas, including the Gaussian Copula (Stöber et al., 2013). However, (Hobæk Haff,
Aas, and Frigessi, 2010) argue that when this hypothesis is not verified, the estimate can still be precise.

Estimation of the mPCI

One now describes our approach to estimating the mPCI. Assuming a sample (X(i)
j )1≤i≤n,1≤j≤d of n obser-

vations of d characteristics, one presents the estimation method of the mPCI.
Firstly, the univariate conformity rates must be estimated. Equivalently, this implies estimating the marginal

CDF of the data. To do so, many methods can be used. See for example Croquelois et al. (Croquelois et al.,
2022) for a comparison of estimators.
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Secondly, to estimate a Copula, observations of it must be used. As they are, in general, not available, the
estimation is done on what is called pseudo-observations. It consists of estimating the univariate distributions
F̂1, . . . , F̂d and then computing (Û (i)

j )1≤i≤n,1≤j≤d = (F̂j(X(i)
j ))1≤i≤n,1≤j≤d, the pseudo-observations. Now one

can estimate the Vine Copula.
Here, one considers the use of the Dißmann algorithm (Dißmann et al., 2013), which is the most used

algorithm to estimate a Vine Copula. The idea is to learn sequentially the model, i.e., building the first tree of
the Vine, and then estimating the Copulas of the first tree. Then, one does the same for the second tree and
so on. Note that when estimating the Copulas, one can use nonparametric estimates of the bivariate Copulas.
However, this requires many data to have acceptable estimation precision.

A thing about Vine Copula is that in general, its CDF is intractable. Therefore, one cannot compute directly
the mPCI. However, it is possible to simulate from a Vine Copula. Therefore, one proposes to estimate the
mPCI using a Monte Carlo method.

Algorithm 8 Estimation of the proposed mPCI

Input: a sample (X(i)
j )1≤i≤n,1≤j≤d

1: Estimate for all 1 ≤ j ≤ d the univariate CDF F̂j .
2: Compute pseudo-observations Û (i)

j = F̂j(X(i)
j ) .

3: Use Dißmann algorithm to estimate the Vine Copula using pseudo-observations.
4: From the estimate Vine copula, compute P̂u and P̂l the Monte Carlo estimators of Pu and Pl.

Output: Ĉpk = 1
3 Φ−1(min{P̂u, P̂l}) the estimated mPCI.

Now one gives a result on the precision of estimation of the mPCI.
One shows that, if the estimation of a Vine Copula is asymptotically consistent, then the estimation by

Monte Carlo, of a C1 function of the data is itself asymptotically consistent. This approach is often the only
one possible as integration is not possible in high dimensional setting and the CDF is not defined in a closed
form. This approach, summarized in Algorithm 8, uses the inverse of h-functions. Occasionally, those functions
are not defined in a closed form. In such cases, they are approximated by bisection search. This possibility is
considered in the proof of our theorem.

One means consistent in the sense where, by construction, one can write that if P ∼ U(0, 1), then U =
F−1(P ) ∼ F , and so one speaks of asymptotic consistency if Û = F̂−1(P )→ U .

Theorem 6.1. If there exists an asymptotically consistent estimator based on a Vine Copula of F , then a
Monte Carlo estimator of F based on the estimated Vine Copula is also asymptotically consistent.

The proof is given in Appendix 6.1.12.

Upper Bound for the Proposed mPCI

Sometimes, for an industrial solution, one needs to estimate quickly the mPCI. However, with high dimen-
sional Vine Copulas, this could take hours. So, to reduce this time, one proposes in this section a lower bound
of the value of our mPCI, which is faster to compute. Note that this is equivalent to finding an upper bound of
the non-conformity rate.

The specification region is defined as a hyperrectangle. Thus, the upper conformity rate and the lower
conformity rate are the intersection of events. Hence, it is the complement of a union of events:

1− Pu = P(∪di=1{Xi > USLi}), 1− Pl = P(∪di=1{Xi < LSLi}) . (6.25)

In the following, one denotes Ei for {Xi > USLi} or {Xi < LSLi}.
The idea is to look at upper bounds of those quantities that need fewer calculations than with the entire

Vine Copula.
The most known among them is the Bonferroni inequality:

P
(
∪di=1Ei

)
≤
∑
i

P(Ei) . (6.26)

Clearly, as it requires only knowledge of the margins, it is even independent of the Vine Copula. However,
this is often not a tight bound.

Another one has been proposed by Hunter (Hunter, 1976),

P(∪di=1Ei) ≤
d∑
i=1

P(Ei)−
∑

(i,j)∈T

P(Ei ∩ Ej) (6.27)
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where T can be any tree. Therefore, one can take the tree that corresponds to the first tree of the Vine Copula.
Thus, knowing the Copulas on this tree is enough to compute this bound.

This result can be generalized to any dimension 1 ≤ K ≤ d which gives tighter bounds. To do so, one
considers the following results.

Theorem 6.2 ((Dohmen, 2002)). Let G be a chordal graph with nodes V = {1, . . . , d}. Denotes C(G) the set
of cliques of G, then for all r ∈ N∗,

P(∪di=1Ei) ≤
∑

I∈C(G),|I|≤2r−1

(−1)|I|−1P(∩i∈IEi) (6.28)

while the writing of the theorem may look strange, it implies Bonferroni, Hunter and thanks to the Inclusion
Exclusion principle, there is equality when G is the complete graph.

Moreover, chordal graphs can be related to Vine Copula using the following result (see for example Hobæk
Haff et al. (Hobæk Haff, Aas, Frigessi, and Lacal, 2016)). One calls K-truncated Vine Copula, a Vine Copula
from which all bivariate Copulas in trees K + 1 to d − 1 correspond to independence Copula. For example, if
one considers the density of the 1-truncated version of the Vine Copula in equation (6.22), as the density of the
independence Copula is 1, it simplifies into

c(u1, u2, u3) = c1,2(u1, u2) · c2,3(u2, u3) . (6.29)

Theorem 6.3 ((Hobæk Haff, Aas, Frigessi, and Lacal, 2016)). A K-truncated Vine Copula on d variables
defines a chordal graph, whose cliques are the constraints set of the Vine at level K + 1.

By combining the two above results, one obtains the following result.

Theorem 6.4 (Vine adapted upper bound on conformity rate). For any Vine, let K ∈ {1, . . . , d − 1} putting
GK the associated chordal graph of the K truncation of the Vine, one has

P(∪di=1Ei) ≤
∑

I∈C(GK),|I|≤T

(−1)|I|−1P(∩i∈IEi) (6.30)

where T is an odd number.
Moreover, to compute the probabilities in the sum, it is sufficient to know the T -truncated Vine and not the

entire Vine.

The proof is given in Appendix 6.1.12.
If one considers the Monte Carlo estimator the conformity-rate, our theorem implies that one can have an

upper bound that requires simulating from less complicated models, i.e., one needs only to estimate T -truncated
Vine instead of the entire Vine. The only difficulty is to handle the sum, which is easy if T is not too big. The
optimal choice of T , outside computation time, may rely on the data. This complicates the choice in the general
case, and one discusses its influence on the approximation in the section 6.1.5.

For a fixed number T , one can compare the algorithmic complexity to compute the upper bound and the one
in the full procedure. The estimation of the truncated vine model at level T is for a fixed Vine structure of the
same order in general. Thus, one compares the complexities of the simulation and the number of computations
in the upper bound. The simulation of a truncated vine at level T following algorithm 10 is approximately
of dT − T 2/2 − d + T/2. If T = d, this reduces to d(d − 1)/2. In the upper bound, as the chordal graph as
d − t + 1 cliques of size t, thus there are Td − T (T − 1)/2 additional calculations. Thus, one has to compare
d(d − 1)/2 with 2dT − T 2 + T − d. Rearranging the terms, one wants to know the values of T such that
d(d+ 1)/2 > 2T (d+ 1/2− T/2). One can see that the simple condition T < d/2 makes the relation true. This
confirms the potential interest of using a lower bound to reduce the computation time.

In practice, this difference can be erased if the two procedures are not implemented with the same level of
optimization. This is the case of our simulation, where the implementation of our upper bound is much less
optimized than the one in the full procedure.

6.1.5 Simulations and Industrial Example
Numerical Evaluation

In this section, one illustrates by the mean of simulations the ability of our estimator to predict the Cpk
with precision.

In this study, to consider sample sizes (denoted by n) that are coherent with stable industrial processes in
the aircraft engine field, one considers n ∈ {100, 1000} as it may be difficult to gather more data in practical
applications. Moreover, one considers examples where the number of characteristics d is such that d ∈ {5, 15}.
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Table 6.1 – Comparison of the Cpk estimation bias (standard deviation) for different methods and models,
where n=100 and d=5 (in lines the model used for estimation and in columns the true model)

Gauss Gumbel Clayton Vine
Gaussian 1.6E-3 (1E-2) 2.3E-2 (1E-2) 7.5E-2 (1E-2) 1.3E-2 (1E-2)
Gumbel -2.5E-2 (1E-2) 1.2E-3 (1E-2) 5.0E-2 (1E-2) 7.5E-3 (1E-2)
Clayton -7.0E-2 (1E-2) - 4.6E-2 (1E-2) 5.0E-4 (1E-2) -3.0E-2 (1E-2)
Gaussvine 6.5E-4 (1E-2) 2.4E-2 (1E-2) 5.8E-2 (1E-2) 1.0E-3(1E-2)
Itauvine -1.5E-3 (1E-2) 1.5E-2 (1E-2) 1.9E-3 (1E-2) 1.5E-3 (1E-2)
Np 1.4E-2 (2E-1) 6.6E-2 (2E-1) -3.0E-2 (1E-1) 4.1E-2 (2E-1)

From the curse of dimensionality, one may expect the problem to be more difficult for large d. Choosing d = 15
covers a broad range of practical cases and makes it possible to do the simulation in a reasonable amount of
time. The sample sizes of datasets in aircraft manufacturing may be extremely diverse. Our choice of sample
sizes in the simulation is made to represent this diversity.

To analyze the ability of Vine Copula models to fit correctly the data, one compared the following Copula
models for the data:

• Gaussian Copula,
• Gumbel Copula,
• Clayton Copula,
• Vine copula with only bivariate Gaussian copula, denoted Gaussvine in the following,
• Vine Copula with bivariate copulas belonging to Gaussian, Joe, Student, Gumbel or Clayton families

denoted Itauvine in the following,
• nonparametric kernel density estimator for Copula (Geenens et al., 2017), denoted Np in the following.
One could have used nonparametric Copulas in the Vine. However, this requires too much data for the

estimate to be accurate. One will therefore not consider this approach.
While the Gaussian Copula corresponds to the Gaussian distribution, which is well known to represent some

industrial manufacturing data, the Gumbel and Clayton Copulas are more often known in reliability analysis
(Q. Yang et al., 2017). Nevertheless, they appear when modeling dependencies between positions on the part,
such as intermediate casing. Furthermore, when fitting Vine Copula on the whole intermediate casing leads to
models with the same structures as the Itauvines considered here.

Since the transformation applied to the data to calculate the pseudo-observations is the same regardless of
the Copula model, the difference between the estimate for the different models depends solely on the Copula.
One has therefore evaluated only the Copula estimate.

As reference models, one considered the following cases:
• a Gaussian Copula with Kendall τ of 0.8,
• a Gumbel Copula with Kendall τ of 0.8,
• a Clayton Copula with Kendall τ of 0.8,
• a Vine Copula whom structure, bivariate Copulas and parameters are given in Appendix.

For each case, one selected the specification limits such that the true mPCI value is approximately of 1. Exact
values of the specification limits are given in Appendix 6.1.13.

As the true values of the Cpk are not known, they were computed using Monte Carlo simulations with
2e6 replications, while the estimators were computed on 1e5 replications. Proceeding this way, it implies that
the approximation error of the Monte Carlo simulations is negligible compared with the estimation error. One
generated 300 samples for each case, and one computed the bias (estimated mean minus the true value) and
the standard deviation of the estimators.

In the case of Gaussian copula, Gumbel copula and Clayton Copula, one used the function fitCopula of
the R-package "Copula" (Jun Yan, 2007). For the simplified parametric Vine Copula, one chose to use the R
package "rvinecopulib" (Nagler and Vatter, 2023). The detail of the parameterization is given in Appendix.

In the case n=100 and d=5 (Table 6.1), one could see that in all cases, the nonparametric estimator worked
poorly compared with the others. So one did not consider it in the following discussion. When the true Copula
was the Gaussian Copula, one had that the Gaussian, the Gaussian Vine and the Itauvine performed similarly
with good performances (in the sense that the median is close to the target). This was clearly expected as
the Gaussian Vine is just a different parameterization of the Gaussian Copula and Gaussian Vines are part of
the Itauvine possibilities. However, Clayton and Gumbel models are clearly away from it. Under the Gumbel
Copula, the better model was the Gumbel one, and no other model was also perfectly centered around the
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Table 6.2 – Comparison of the Cpk estimation bias (standard deviation) for different methods and models,
where n=100 and d=15 (in lines the model used for estimation and in columns the true model)

Gauss Gumbel Clayton Vine
Gaussian -1.2E-3 (1E-2) 4.2E-2 (1E-2) 1.3E-1 (1E-2) 2.1E-2 (1E-2)
Gumbel -5.0E-2 (1E-2) 4.4E-3 (1E-2) 9.3E-2 (1E-2) -1.3E-2 (1E-2)
Clayton -1.4E-2 (1E-1) -8.8E-3 (1E-2) 2.6E-4 (1E-2) -3.4E-2 (1E-2)
Gaussvine -1.1E-2 (1E-2) 3.6E-2 (1E-2) 1.1E-1 (1E-2) 1.8E-2 (1E-2)
Itauvine -1.7E-2 (1E-2) 2.7E-2 (1E-2) 5.0E-3 (1E-3) 5.0E-3 (1E-2)
Np 1.4E-2 (2E-1) 1.0E-2 (2E-1) -7.6E-2 (1E-1) 2.7E-2 (1E-1)

Table 6.3 – Comparison of the Cpk estimation bias (standard deviation) for different methods and models,
where n=1000 and d=5 (in lines the model used for estimation and in columns the true model)

Gauss Gumbel Clayton Vine
Gaussian 8.3E-4 (1E-2) 2.7E-2 (1E-2) 7.2E-2 (1E-2) 1.1E-2 (1E-2)
Gumbel -2.5E-2 (1E-2) -4.5E-4 (1E-2) 4.8E-2 (1E-2) 6.8E-3 (1E-2)
Clayton -7.2E-2 (1E-2) - 4.7E-2 (1E-2) 6.2E-4 (1E-2) -3.0E-2 (1E-2)
Gaussvine 3.3E-4 (1E-2) 2.3E-2 (1E-2) 5.6E-2 (1E-2) 1.0E-2 (1E-2)
Itauvine -1.7E-3 (1E-2) 1.9E-2 (1E-2) 8.7E-4 (1E-2) 1.3E-4 (1E-2)
Np -2.7E-2 (1E-1) 2.3E-2 (1E-1) -2.6E-2 (6E-2) 2.9E-2 (1E-1)

target. Nevertheless, one could see that the second-best model was the Itauvine, which was not too far from the
target. For the Clayton model, the Clayton copula was a good estimator, as well as the Itauvine model. This
was not as surprising, as the Clayton Copula satisfies the simplifying assumption. Other estimators were quite
far from the target. Finally, for simplified Vine Copula, all models except for the Clayton one were rather close
to the target. And the model that best fitted was the Itauvine. It was expected as it was generated according
to it.

In the case where the number of observations remained at 100, but the number of dimensions increased to
15 (Table 6.2), one saw that the kernel estimator was even worst while the performances of the other methods
remained quite the same.

In the case n=1000, d=5 (Table 6.3), the nonparametric estimator performed a slightly better, but it was
still the worst estimator among those considered. Moreover, all the considerations of the previous case remained
true. The only difference was that the bias of the nonparametric estimator that was lower in the case of Vine
and Gumbel but increased a bit in the case of the Gaussian model. While in the Clayton cases, it increased
significantly. Therefore, the nonparametric estimator seemed not stable, even if the number of observations
increased.

Because of the curse of dimensionality, an important case was to look at how the estimator performs with
fixed n but with increasing dimension d. One could see both for n = 100 and n = 1000 that increasing the
dimension d from 5 to 15 did not produce a large decrease in estimation precision (Table 6.4).

Time Saving Using the New Bound

In this section, one compared our lower bound with the full procedure as well as the Bonferroni and Hunter’s
bounds (c.f. equations 6.26 and 6.27). To do so, one considered different dimensions d and different sizes of
truncation T for the approximation (here 3 and 5). One generated 300 vines with Gaussian Copulas whose
parameters are drawn at random. One considered two quantities. The first one was the time spent by the
methods to estimate the mPCI (see Table 6.5). Obviously, as the dimension grew, the time spent was also
growing. Moreover, as expected, one could see that in low dimension, the full vine model estimation was almost
of the same order. On the contrary, as the number of truncations of the Vine was increasing, the computation
time also increased so that the approximation might not be interesting. Note that our implementation of the
approximation, unlike the one from the full Vine Copula model, had not been much optimized. In particular,
no parallel computing was done. Thus, providing a more complex code would probably have made our method
much faster. In practice, the choice T could be driven by the time constraints to compute the mPCI. The more
time allowed, the larger T could be. From our simulation, one observed that T = 5 performed quite well in the
cases considered here, and one believes it remains true in a broader class of applications.

In addition, another quantity of interest is the difference between the approximation and the full estimated
value. From the definition of the approximation, the estimator should be greater than the approximation. The
results are summed up in table 6.6.
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Table 6.4 – Comparison of the Cpk estimation bias (standard deviation) for different methods and models,
where n=1000 and d=15 (in lines the model used for estimation and in columns the true model)

Gauss Gumbel Clayton Vine
Gaussian -1.0E-2 (1E-2) 4.2E-2 (1E-2) 1.3E-2 (1E-1) 1.9E-2 (1E-2)
Gumbel -5.1E-2 (1E-2) 2.0E-3 (1E-2) 9.2E-2 (1E-2) -1.4E-2 (1E-2)
Clayton -1.4E-1 (1E-2) - 8.9E-2 (1E-2) 4.8E-4 (1E-4) -3.3E-2 (1E-2)
Gaussvine -1.1E-2 (1E-2) 3.7E-2 (1E-2) 1.0E-2 (1E-2) 1.6E-2 (1E-2)
Itauvine -1.1E-2 (1E-2) 4.5E-2 (1E-2) 4.5E-3 (1E-4) 5.7E-3 (1E-2)
Np -3.2E-2 (2E-1) 7.8E-2 (2E-1) -3.6E-2 (6E-2) 4.8E-2 (1E-1)

Table 6.5 – Comparison of mean computation times (second) between the full procedure and lower bound
approximations of estimated Cpk

d = 10 d = 20 d=30 d=40 d=50
Full 9 41 99 181 270
Approx (T = 5) 5 41 97 155 209
Approx (T = 3) 3 13 27 41 55
Hunter 6 12 18 25 30
Bonferroni 1 2 4 5 6

The case Bonferroni corresponds approximately to the independence assumption. One could see that this
led to poor estimation results. On the contrary, the approximation one proposes, provided better results of
approximations, and was always a lower bound of the capability.

Industrial Example: Comparison of the Production of Fan blades Between Two Factories

Fan blades are produced at two different factories. Here one proposes to use the method to compare the
capability of the production of the two factories. During engine assembly, Fan blades from both factories are
mixed with each other. This is why, in order not to have too significant differences on the engines depending
on the origin of the Fan blades, it is important that the production of the two factories is similar.

For both factories, a sample of the measurement of n = 1000 and d = 314 characteristics was gathered.
The two samples were built to ensure that all the parts in the same factory were produced using the same
manufacturing process.

To simplify the analysis and for privacy reasons, one considered only pseudo-observations of the data, and
one sets the limits (bi-lateral) of each characteristic centered at 0.5. This implied that their univariate capability
defined by Castagliola (Castagliola, 1996) is equal to 1.33. This transformation makes sense, as one observed
in the data that marginal distributions of the characteristics were close between the two factories.

First, one looked at which model was the most suited for the data. For both, one observed the same
conclusions, which were the following. From the Spearman correlation matrix of the data, one could see that
the values range from -0.4 to 0.9 (excluding the diagonal). Thus, models such as the Clayton and Gumbel
copulas were not appropriate. Indeed, those models require the data to have equal correlation between all pairs
of variables. When one performed a statistical test on the data, this hypothesis was clearly rejected.

Thus, it remained to choose between the Gaussian, the Gaussian Vine and the Itauvine. The first two models
required that the data have Gaussian Copulas for each pair of variables. Testing it led to several rejections so
that this hypothesis could not be validated. Thus, the only model remaining was the Itauvine.

To check the validity of this model, two tests were conducted. The first one is a test proposed by (Kurz
and Spanhel, 2022) to assess the validity of the simplifying assumption. One ran this test from levels 2 to 6
of the vine and no hypothesis was rejected. One stopped after level 6 because it requires a lot of time on our
high-dimensional data and, because of the Dißmann algorithm, rejection was more likely to append in the first
trees.

Another existing approach to test the validity of the estimated model was given by (Genest, Rémillard, et al.,
2009). It consists in applying a Cramér-von Mises test to the data after the probability integral transform has
been applied. This is one of the most powerful goodness of fit tests according to Schepsmeier (Schepsmeier,
2015). Running this test led to a p-value of 1 (estimate by Bootstrap). Thus, the estimated model could not
be rejected.

As one had confirmed the validity of our estimator, one performed an estimation of the capability for the two
factories. One proceeds using 1 million of Monte Carlo simulations for each model. One also used our proposed
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Table 6.6 – Comparison of mean estimated Cpk between the full procedure and lower bound approximations

d = 10 d = 20 d=30 d=40 d=50
Full 0.91 0.90 0.89 0.89 0.88
Approx (T = 5) 0.89 0.85 0.81 0.79 0.75
Approx (T = 3) 0.87 0.79 0.76 0.72 0.69
Hunter 0.82 0.75 0.70 0.66 0.63
Bonferroni 0.73 0.64 0.58 0.54 0.50

Table 6.7 – Result of the estimation for both factories using the full model and the approximation

Factories Estimated Cpk Approximated Cpk
Factory 1 0.83 0.78
Factory 2 0.83 0.78

approximation at level T = 5. The results are in table 6.7. In table 6.8, One highlights the computation time
for each method.

From these simulations, one could see that the process in the study had very similar behavior across the
two factories. Even if the estimated Cpk seemed bad, as it was lower than 1. For a part with this number
of characteristics, it was not. Indeed, all characteristics had a univariate Cpk of 1.33, and thus the univariate
processes were capable. In addition, when dealing with such numerous characteristics, it is usual to have more
complex specification region. However, one did not consider it here.

In addition, one could see that our approximation gave a result that was not too far from the target value,
while the saving time of the approximation was almost of 3 hours, which represented approximately a gain of
30% in time. Therefore, setting T = 5 seemed to be an adapted value in practice. Notice that this gain could
increase further by providing a most optimize code integrating parallelized calculations. Those optimizations
were done when using the full model, but not the approximation. Because of computation time, it was not
possible to construct Bootstrap confidence intervals, which are often used to take decisions based on statistics.
However, as the estimated values were the same, it was reasonable to consider that the two productions perform
similarly. Hence, it was reasonable to consider that the origin of the Fan blades does not impact the engine
assembly. If this were not the case, it would have been necessary to adjust the assembly procedure to take into
account these differences.

6.1.6 Conclusion
In this article, one reviews some existing mPCIs and discusses of their strengths and their limits regarding

some classical situations in GD&T. Indeed, the specifications of a part can be high dimensional, and their
probability distribution is, in general, not Gaussian.

To solve this issue, one proposes to use a mPCI based on the conformity rate. To estimate it, one considers
the use of Vine Copula, as those models allow modeling a wide variety of dependency models. The main
drawback of this approach is that it is time-consuming. To tackle this issue, one provides a lower bound on the
mPCIs, which is significantly less time-consuming.

The proposed approach was compared to some others on simulations, done under different models. This
comparison shows this approach is often the most precise, without being restricted to the multivariate Gaussian
distribution. Finally, one applies it on a real dataset to compare the production of Fan blades in two factories
and demonstrate that the production of the two factories have equivalent capabilities. This result justifies not
considering the origin of the parts during the Fan blades assembly procedure on engines. This demonstrates
the interest of the method compared to others in the literature, which cannot deal either with non-Gaussian
data or high dimensional ones. Its main drawback is that, because of its computational time and its complexity,
confidence intervals cannot be easily built in massive example. Further work is necessary to provide solutions.

6.1.7 Definitions from Graph Theory
In this section, one recalls necessary graph theory elements for understanding the paper.

Definition 6.1 (Graph). A graph is a tuple (V,E) such that V ̸= ∅ is a finite set and E ⊂ {(i, j)| i ∈ N, j ∈ N}.

Definition 6.2 (Undirected graph). A graph is said to be undirected if (i, j) ∈ E ⇐⇒ (j, i) ∈ E.

Here one only considers undirected graphs.
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Table 6.8 – Computation times for the estimation of both factories using the full model and the approximation

Factories Estimation time Approximation time
Factory 1 8h 50mins 5h 39mins
Factory 2 8h 36mins 5h 38mins

Definition 6.3 (Subgraph). A subgraph of a graph G = (V,E) is a graph S = (SV , SE) such that SV ∈ V and
SE =⊂ {(i, j) ∈ E | i ∈ SV , j ∈ SV }.

Definition 6.4 (Path). In a graph G = (V,E), a path is a sequence of distinct nodes e1, e2, . . . , ek ∈ V k such
that (ei, ei+1) ∈ E.

Definition 6.5 (Cycle). A cycle is a path such that e1 = ek.

Definition 6.6 (Acyclic graph). A graph G is said to be acyclic if there is no cycle in it.

Definition 6.7 (Complete graph). A graph g is said to be complete if E = V × V .

Definition 6.8 (Connected graph). A graph is said to be connected if, for any pair of nodes e1, e2, there is a
path from e1 to e2.

Definition 6.9 (Clique). A clique of G is a subgraph S of G such that S is a complete graph.

Definition 6.10 (Tree). A tree is a graph that is connected and acyclic.

Definition 6.11 (Chordal graph). A graph G is said to be chordal if all cycles of four or more nodes have an
edge that is not part of the cycle but connects two nodes of the cycle.

6.1.8 Simulation from a Vine Copula
Before giving the proof of the theorem, one recalls the simulation algorithm used for Vine Copula (Algorithm

10).
This algorithm requires the Vine Copula to be in a matrix form. It is a compact for to represent the Vine

structure. As an example, one considers the Vine copula defined in equation 6.23.
The matrix representation consists in encoding the constraint sets in a matrix. For example, the decompo-

sition in equation 6.23 gives 
1 1 1 1 1
2 2 2 2 0
3 3 3 0 0
4 4 0 0 0
5 0 0 0 0

 (6.31)

That kind of matrix should be read in the following way. First, select an element (for example 4), then
choose any line above and select the element in the same column as the selected element for (example the third
line, so element 3). Then the associated constraint set consists of the two elements and all the above elements
(here 2 and 1, giving set {3, 4} ∪ {1, 2}). So for this matrix, the constraints sets are {1, 2}, {1, 3}, {1, 4}, {1, 5},
{2, 3, 1}, {2, 4, 1}, {2, 5, 1}, {3, 4, 2, 1}, {3, 5, 2, 1} and {1, 2, 3, 4, 5}.

6.1.9 Proofs of Theorems
Proof of Theorem 6.1 on the Consistency of the Estimator

One denotes: an = O(bn) if there is a positive constant M such that |an| ≤M |bn| for n large enough.
One already knows that the estimates of the h functions and of the pseudo-observations are at a O(n−r)

from their true value. Thus, applying h functions to pseudo-observations even estimated will still lead to an
estimator at O(n−r) of the true value. Hence, one has to show applying estimated h functions does not decrease
the rate O(n−r). Then by recursion, the whole resulting vector U will be at O(n−r). Finally, one has to look
for the approximation error of the Monte Carlo estimator.

So let (P (i)
j )1≤i≤b,1≤j≤d

iid∼ Unif(0, 1).
This algorithm is based on the use of the inverse of conditional functions h. In general, they are not known

and they are computed via an optimization method. In this work, one considers the use of the Bisection Method.
That is α̂ = ĥ−1(x | y) is an approximation of the 0 of the function a 7→ ĥ(a | y)− x.

In this setting, one applies the Bisection method to an approximation of the h function.
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Algorithm 9 Simulation according to a Vine Copula ((Joe, 2014))
Input: A, a Vine under matrix form

1: M = (mkj) where mkj = max{a1j , . . . , akj}, for k = 1, . . . , j − 1, j = 2, . . . , d and 0 otherwise.
2: Put I = {0}d×d

3: for k = 2, . . . , d− 1 do
4: for j = k + 1, . . . , d do
5: if akj < mkj then
6: Ik−1,mkj

= 1
7: end if
8: end for
9: end for

10: Draw (p1, . . . , pd) from independent uniform distributions.
11: Put (qij), (vij), (zij), three matrices of size d× d, (only their upper part will be used).
12: u1 = p1, u2 = h−1

2 | 1(p2 | p1), q22 = p2 and if I12 = 1, v12 = C1 | 2(u1 |u2).
13: for j = 3, . . . , d do
14: qjj = pj
15: for l = j − 1, . . . , 2 do
16: if alj = mlj then
17: s = ql,alj

18: else
19: s = vl−1,mlj

20: end if
21: zlj = s
22: qlj = h−1

j | alj ;a1j ,...,al−1,j
(ql+1,j | s)

23: end for
24: uj = q1j = h−1

j | a1j
(q2j |ua1j )

25: v1j = ha1j | j(ua1j
|uj

26: for l = 2, . . . , j − 1 do
27: if Ilj = 1 then
28: vlj = halj | j;a1j ,...,al−1,j

(zlj | qlj)
29: end if
30: end for
31: end for
Output: u = (u1, . . . , ud) that are drawn from the R-vine distribution

Here one simply notes h(x) instead of h(x | y).
Let α∗ be the true value of h−1(x), α̂∗ the true value of ĥ−1(x) and α̂ the value obtained by the bisection

method.

|α̂− α∗| ≤ |α̂− α̂∗|+ |α̂∗ − α∗| . (6.32)

The right term is the one of interest, the left is equal to the precision of the Bisection method, which can be
chosen as O(n−r).

By definition of α̂∗ and α̂∗, one has |x− ĥ(α̂∗)| = 0 = |x− h(α∗)| and so ĥ(α̂∗) = h(α∗). But by hypothesis,
ĥ(α̂∗) = h(α̂∗) +O(n−r) and by the mean value theorem and the continuity of the conditional copula, h(α̂∗) =
h(α∗) + C(α̂∗ − α∗). So C(α̂∗ − α∗) = O(n−r).

So, using the Bisection method on ĥ gives an approximated solution at O(n−r).
Now, since one applies the method on x̂ = x + O(n−r), one also has to look at its influence. From the

preceding results, one has
ĥ−1(x+O(n−r)) = h−1(x+O(n−r)) +O(n−r)

= h−1(x) +O(n−r)
(6.33)

where the second inequality comes from the mean value theorem.
Applying it recursively gives the wanted result, i.e. Û = U +O(n−r).
Now one looks at the properties of the Monte Carlo estimator of the CDF at point x is given by

1
n

n∑
i=1

I(Ûi ≤ p) . (6.34)
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So the Monte Carlo estimator of the Copula at point x, Ĉ(x) = 1
n

∑n
i=1 I(Ûi ≤ x) can be expressed as

Ĉ(x) = 1
n

n∑
i=1

I(Ui +O(n−r) ≤ x)

= 1
n

n∑
i=1

I(Ûi ≤ x +O(n−r))

= C(x +O(n−r)) + o(mc) .

(6.35)

Since C is C3 by hypothesis, by the Mean Value theorem, there exists λ ∈ (0, 1)d such that,

Ĉ(x) = C(x +O(n−r)) + o(mc)
= C(x) +O(n−r)c(λ) + o(mc)
= C(x) +O(n−r) .

(6.36)

Since c(λ) is a finite value, using enough Monte Carlo simulations one has o(mc) = O(n−r). This concludes
the proof.

For simulating according to a Vine Copula, there are d(d − 1)/2 uses of the inverse of a h function and
d(d− 1) of a h function. So if each of those steps can be done approximately at precision n−r, one may expect
the global method to converge if d = o(nr) and not only when d is constant regarding n.

Moreover, in high dimensional settings, there are often some sparsity assumptions. So, assume that the
estimated structure is the true one and that there are only k copulas in the model that are different from the
identity. Then, the computation requires only k inversion of a h function and 2k uses of a h function. Then,
one can hope that the procedure is efficient even in those cases.

The theorem rests true if instead of using the classical Monte Carlo estimator, one uses the Importance
Sampling method.

Proof of Theorem 6.4 for the Lower Bound

Clearly, using results of theorems 6.2 and 6.3, it gives the inequality 6.30.
Thus, it remains to show that all the terms in the sum are well-defined if one knows only a T -Vine truncated.

The probabilities that involve the more variables are the one corresponding to I, a constraint sets at level K.
The other elements depend on variables that are subsets of those K, it suffices to show that a Vine Copula
truncated at level K encodes the distribution of the constraint sets at level K + 1.

To do so, one proceeds by recursion on K with fixed d. Clearly, if a Vine Copula is truncated at level 1,
there are only the bivariate Copulas associated with constraint sets at level 2. Therefore, the result is true.
Now assume that for any K−1 truncated Vine Copula, the Copulas associated with variables of constraint sets
at the level K are correctly defined.

Then, by definition of the Vine structures, the constraint sets at level K + 1 are a union of two constraint
sets at level K. Denoting {a,E} and {b,E} those two constraint sets (they have this form from proximity
condition). Then using Bayes theorem and conditional Sklar theorem (Patton, 2004), it gives

ca,b,E = ca,b|E(Ca|E, Cb|E)ca|Ecb|EcE (6.37)

From the definition of the K-truncated Vine Copula, copula ca,b|E is known. In addition, by recursion, cE, ca,E
and cb,E are also known. And it implies that Ca|E and Cb|E are also known.

This proves the theorem by recursion.

6.1.10 Simulations Details
To generate the data used in tables 6.1 and 6.3, i.e. d=5, one uses the specification limits [−3.5, 3.5] and

data in tables 6.2 and 6.4, i.e., d=15, one uses [−3.75, 3.75]. This respectively corresponds to an individual Cpk
with values of 1.17 and 1.25.

For the vine considered in the simulation, one chooses a vine with Gumbel Copulas and from which the
matrix representation and the associated parameters are generated from the following R code.
# list for the vines of dimension 5 and 15
vine_model_list <- list ()
set.seed (1)
for(d in c(5, 15)){

# generated a random structure
r_vine_str <- rvine_ structure _sim(d = d)
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Algorithm 10 Simulation according to a Vine Copula ((Joe, 2014))
Input: A, a Vine under matrix form

1: M = (mkj) where mkj = max{a1j , . . . , akj}, for k = 1, . . . , j − 1, j = 2, . . . , d and 0 otherwise.
2: Put I = {0}d×d

3: for k = 2, . . . , d− 1 do
4: for j = k + 1, . . . , d do
5: if akj < mkj then
6: Ik−1,mkj

= 1
7: end if
8: end for
9: end for

10: Draw (p1, . . . , pd) from independent uniform distributions.
11: Put (qij), (vij), (zij), three matrices of size d× d, (only their upper part will be used).
12: u1 = p1, u2 = h−1

2 | 1(p2 | p1), q22 = p2 and if I12 = 1, v12 = C1 | 2(u1 |u2).
13: for j = 3, . . . , d do
14: qjj = pj
15: for l = j − 1, . . . , 2 do
16: if alj = mlj then
17: s = ql,alj

18: else
19: s = vl−1,mlj

20: end if
21: zlj = s
22: qlj = h−1

j | alj ;a1j ,...,al−1,j
(ql+1,j | s)

23: end for
24: uj = q1j = h−1

j | a1j
(q2j |ua1j )

25: v1j = ha1j | j(ua1j
|uj

26: for l = 2, . . . , j − 1 do
27: if Ilj = 1 then
28: vlj = halj | j;a1j ,...,al−1,j

(zlj | qlj)
29: end if
30: end for
31: end for
Output: u = (u1, . . . , ud) that are drawn from the R-vine distribution

set.seed (1)
cop_dist <- list ()
for(i in 1:(d -1)){

cop_dist [[i]] <- list ()
for(j in 1:(d-i)){

# sample the paramters of the Gumbel copula
cop_dist [[i]][[j]] <- bicop_dist(

family = " gumbel ",
rotation = 0,
parameters = ktau_to_par( family = cop_fam_ij ,
tau = runif (1, 0, 0.9)))

}}
# build the vine structure
vine_model_list [[d]] <- vinecop _dist(
pair_ copulas = cop_dist ,
structure = as_rvine_ structure (r_vine_str ))

}

6.1.11 Simulation from a Vine Copula
Before giving the proof of the theorem, we recall the simulation algorithm used for Vine Copula (Algorithm

10).
This algorithm requires the Vine Copula to be in a matrix form. It is a compact form to represent the Vine

structure. As an example, we consider the Vine Copula defined in equation (6.23).
The matrix representation consists in encoding the constraint sets in a matrix. For example, the decompo-
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sition in equation (6.23) gives 
1 1 1 1 1
2 2 2 2 0
3 3 3 0 0
4 4 0 0 0
5 0 0 0 0

 (6.38)

That kind of matrix should be read in the following way. First, select an element (for example 4), then
choose any line above and select the element in the same column as the selected element for (example the third
line, so element 3). Then the associated constraint set consists of the two elements and all the above elements
(here 2 and 1, giving set {3, 4} ∪ {1, 2}). So for this matrix, the constraints sets are {1, 2}, {1, 3}, {1, 4}, {1, 5},
{2, 3, 1}, {2, 4, 1}, {2, 5, 1}, {3, 4, 2, 1}, {3, 5, 2, 1} and {1, 2, 3, 4, 5}.

6.1.12 Proofs of Theorems
Proof of Theorem 6.1 on the Consistency of the Estimator

We denote: an = O(bn) if there is a positive constant M such that |an| ≤M |bn| for n large enough.
We already know that the estimates of the h functions and of the pseudo-observations are at a O(n−r) from

their true value. Thus, applying h functions to pseudo-observations even estimated will still lead to an estimator
at O(n−r) of the true value. Hence, we have to show applying estimated h functions does not decrease the rate
O(n−r). Then by recursion, the whole resulting vector U will be at O(n−r). Finally, we have to look for the
approximation error of the Monte Carlo estimator.

So let (P (i)
j )1≤i≤b,1≤j≤d

iid∼ Unif(0, 1).
This algorithm is based on the use of the inverse of conditional functions h. In general, they are not known

and they are computed via an optimization method. In this work, we consider the use of the Bisection Method.
That is α̂ = ĥ−1(x | y) is an approximation of the 0 of the function a 7→ ĥ(a | y)− x.

In this setting, we apply the Bisection method to an approximation of the h function.
Here we simply note h(x) instead of h(x | y).
Let α∗ be the true value of h−1(x), α̂∗ the true value of ĥ−1(x) and α̂ the value obtained by the bisection

method.

|α̂− α∗| ≤ |α̂− α̂∗|+ |α̂∗ − α∗| (6.39)

The right term is the one of interest, the left is equal to the precision of the Bisection method, which can be
chosen as O(n−r).

by definition of α̂∗ and α̂∗, we have |x− ĥ(α̂∗)| = 0 = |x− h(α∗)| and so ĥ(α̂∗) = h(α∗). But by hypothesis,
ĥ(α̂∗) = h(α̂∗) +O(n−r) and by the mean value theorem and the continuity of the conditional copula, h(α̂∗) =
h(α∗) + C(α̂∗ − α∗). So C(α̂∗ − α∗) = O(n−r).

So, using the Bisection method on ĥ gives an approximated solution at O(n−r).
Now, since we apply the method on x̂ = x+O(n−r), we also have to look at its influence. From the preceding

results, we have
ĥ−1(x+O(n−r)) = h−1(x+O(n−r)) +O(n−r)

= h−1(x) +O(n−r)
(6.40)

where the second inequality comes from the mean value theorem.
Applying it recursively give the wanted result, i.e. Û = U +O(n−r).
Now we look at the properties of the Monte Carlo estimator of the CDF at point x is given by

1
n

n∑
i=1

I(Ûi ≤ p) (6.41)

So the Monte Carlo estimator of the Copula at point x, Ĉ(x) = 1
n

∑n
i=1 I(Ûi ≤ x) can be expressed as

Ĉ(x) = 1
n

n∑
i=1

I(Ui +O(n−r) ≤ x)

= 1
n

n∑
i=1

I(Ûi ≤ x +O(n−r))

= C(x +O(n−r)) + o(mc).

(6.42)
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Since C is C3 by hypothesis, by the Mean Value theorem, there exists λ ∈ (0, 1)d such that,

Ĉ(x) = C(x +O(n−r)) + o(mc)
= C(x) +O(n−r)c(λ) + o(mc)
= C(x) +O(n−r)

(6.43)

Since c(λ) is a finite value, using enough Monte Carlo simulations we have o(mc) = O(n−r). This concludes
the proof.

For simulating according to a Vine Copula, there are d(d−1)/2 use of the inverse of a h function and d(d−1)
of a h function. So if each of those step can be done approximately at precision n−r, we may expect the global
method to converge if d = o(nr) and not only when d is constant regarding n.

Moreover, in high dimensional settings, there are often some sparsity assumptions. So, assume that the
estimated structure is the true one and that there are only k copulas in the model that are different from the
identity. Then, the computation requires only k inversion of a h function and 2k uses of a h function. Then,
we can hope that the procedure is efficient even in those cases.

The theorem rests true if instead of using the classical Monte Carlo estimator, we use the Importance
Sampling method.

Proof of Theorem 6.4 for the Lower Bound

Clearly, using results of theorems 6.2 and 6.3, it gives the inequality (6.30).
Thus, it remains to show that all the terms in the sum are well-defined if we know only a T -Vine truncated.

The probabilities that involve the more variables are the one corresponding to I, a constraint sets at level K.
The other elements depend on variables that are subsets of those K, it suffices to show that a Vine Copula
truncated at level K encodes the distribution of the constraint sets at level K + 1.

To do so, we proceed by recursion on K with fixed d. Clearly, if a Vine Copula is truncated at level 1, there
are only the bivariate Copulas associated with constraint sets at level 2. Therefore, the result is true. Now
assume that for any K − 1 truncated Vine Copula, the Copulas associated with variables of constraint sets at
the level K are correctly defined.

Then, by definition of the Vine structures, the constraint sets at level K + 1 are a union of two constraint
sets at level K. Denoting {a,E} and {b,E} those two constraint sets (they have this form from proximity
condition). Then using Bayes theorem and conditional Sklar theorem (Patton, 2004), it gives

ca,b,E = ca,b|E(Ca|E, Cb|E)ca|Ecb|EcE (6.44)

From the definition of the K-truncated Vine Copula, copula ca,b|E is known. In addition, by recursion, cE, ca,E
and cb,E are also known. And it implies that the Ca|E and Cb|E are also known.

This proves the theorem by recursion.

6.1.13 Simulations Details
To generate the data used in tables 6.1 and 6.3, i.e. d=5, we use the specification limits [−3.5, 3.5] and data

in tables 6.2 and 6.4, i.e., d=15, we use [3.75, 3.75]. This respectively corresponds to an individual Cpk with
values of 1.17 and 1.25.

For the vine considered in the simulation, we choose a vine with Gumbel Copulas and from which the matrix
representation and the associated parameters are generated from the following R code.
# list for the vines of dimension 5 and 15
vine_model_list <- list ()
set.seed (1)
for(d in c(5, 15)){

# generated a random structure
r_vine_str <- rvine_ structure _sim(d = d)
set.seed (1)
cop_dist <- list ()
for(i in 1:(d -1)){

cop_dist [[i]] <- list ()
for(j in 1:(d-i)){

# sample the paramters of the Gumbel copula
cop_dist [[i]][[j]] <- bicop_dist(

family = " gumbel ",
rotation = 0,
parameters = ktau_to_par( family = cop_fam_ij ,
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tau = runif (1, 0, 0.9)))
}}
# build the vine structure
vine_model_list [[d]] <- vinecop _dist(
pair_ copulas = cop_dist ,
structure = as_rvine_ structure (r_vine_str ))

}

6.2 Estimation of Simplified Vine Copulas
In this chapter, we will discuss an alterative method to the Dißman algorithm (c.f. Algorithm 1) for

estimating a Vine Copula model. We then demonstrate that our new approach, based on the Rosenblatt
transformation, can be rewritten as a neural network learning problem.

6.2.1 Introduction
Estimating the distribution, especially its density, poses a significant challenge in high-dimensional spaces

due to the curse of dimensionality. Recently, neural networks have shown promise in tackling this problem by
leveraging their ability to learn the intrinsic dimension of the data (Kingma and Welling, 2019; Kohler and
Langer, 2021). However, two main challenges arise in this context.

The first challenge is that the resulting distribution from the neural network is generally not a proper
probability distribution. Indeed, even if the density is defined, it often fails to integrate exactly to one. The
second challenge is the substantial data requirement, which is not always feasible, and the outcomes are often
challenging to interpret. Despite these difficulties, neural networks have garnered considerable attention, leading
to numerous works focusing on both theoretical aspects and the acceleration of computations with large datasets.

Another method employed in the literature to estimate probability distributions in high dimensions is the
simplified Vine Copula. Vine Copulas represent a way to express any Copula density as a product of (conditional)
bivariate Copula densities. The simplifying assumption involves assuming that all bivariate Copulas do not
depend on conditional values. While this assumption holds for certain Copulas, such as the Gaussian Copula,
it is not universally valid. Despite simplifying computations and reducing model complexity, this assumption
has a significant drawback, as this class of models may not be dense in the space of Copulas, depending on the
considered metric (Mroz et al., 2021).

A particularly relevant metric is the d∞ norm, where simplified Copulas are dense in the space of Copu-
las (Mroz et al., 2021). However, estimating a simplified Vine Copula close to the true distribution can be
challenging. The classical approach in the literature is the Dißmann algorithm (Dißmann et al., 2013), which
involves sequentially estimating different bivariate Copulas. While this approach works well under the simplified
assumption, it may lead to significant discrepancies if the assumption is not met, resulting in an estimated Vine
Copula that deviates from the true distribution.

So, in some sense Vine Copula provides an interpretable structure for distribution estimation, while neural
networks can offer good performances in estimation on high dimensional data. So it may seem interesting to
use techniques built for neural networks to improve the estimation of Vine Copula. In particular, if we can
build an approach that relies on gradient descent where the gradient can be easily computed, for example using
automatic differentiation, we may expect some global properties instead of local ones.

As Vine Copula requires two elements : the Vine structure and the different bivariate Copula, they both
must be estimated. From the definition of Vine Copula, any Vine structure can be used. But if combined with
simplifying assumption and use of non-simplified data, the different structures may not be equivalent. However,
here, we consider fixed Vine (we discuss a briefly about this in the perspectives). We motivate it by the fact
that if we can optimize globally the model, all the Vine structures must lead to close results.

The idea of using automatic differentiation to estimate Vine Copula parameters is not new. (Dong et al.,
2017) propose an R package that allows to estimate a D-Vine by maximum likelihood using gradient descent
and automatic differentiation. However, because of the particular form of the likelihood, doing so is not really
an easy task, and it cannot be used with good performances in high dimension. So here we propose a different
approach.

As we can not really use the likelihood, we look for other criterion. Thus, we look at the goodness-of-fit (GOF)
test literature for (Vine) Copula. According to the papers of (Genest, Quessy, et al., 2006) and (Schepsmeier,
2015), GOF tests that have the better performances are those based on the Rosenblatt transform also known
as Probability Integral Transform (PIT). The idea behind those tests is to apply Rosenblatt transform of the
estimated model to the data. If the data distribution is close to the estimated model, the transformed data will
be approximately uniformly distributed and independent. Thus, any test can be used to measure the distance
to uniformity. For example, according to those papers, a test that performs well is the Cramer-von Mises (CvM)
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test. As for simplified Vine Copula, there are existing algorithms to compute the Rosenblatt Transform, we
propose to use this as a criterion for estimation. In addition, we also consider other criteria, some for their
simplicity, others for their particular properties.

Note that estimation using such kinds of approaches has already been considered (see for example (Weiß,
2011) and references therein). In their work, they argue that in a well specified model, the likelihood approach
performs way better than this one. Nevertheless, they also exhibit some examples where those methods seem to
perform better in misspecified settings. Here there are two main differences from their analysis. First, the true
likelihood is not available in general (even if some thing can be said when the model satisfies the simplifying
assumption (Nagler and Czado, 2016)). Moreover, in general as the simplifying assumption is not true, data
are often misspecified thus motivates the interest in an analysis of those methods.

A particularity of the Rosenblatt transform is that it can, in fact, be rewritten as a neural network. In
particular, we draw some parallels between our approach and the well-known Generative Adversarial Network
(GAN) (Goodfellow, Pouget-Abadie, et al., 2014). So evaluation and computing the gradient of a Rosenblatt
transform for simplified Vine Copula can be done efficiently even in high dimension. This also gives a framework
to study the properties of the optimization.

(Mroz et al., 2021) demonstrate that the set of simplified Vine Copula is dense in the space of Copula for the
infinite norm but not for the total variation distance. Therefore, in practice, the use of simplified Vine Copula
may be restrictive for certaines applications. Before going further, we show that this result is nevertheless
sufficient to give meaningful indicators in Statistical Process Control (SPC) fields.

6.2.2 Vine and Neural Network Structure
In the remainder we use the notations of section 2.3.4 on Vine Copulas.

Matrical Representation of Vine Copula

Initially, Vine structures were defined as a sequence of trees (Bedford and Cooke, 2002). However, for
algorithmic purposes, this may not be the more suitable representation. Therefore, (Morales Nápoles, 2010)
proposes to represent them as a matrix. This matrix represents the constraint sets of the Vine structure.

To illustrate this method, let us consider the following example the matrix in equation (6.45).
5 0 0 0 0
4 4 0 0 0
3 3 3 0 0
2 2 2 2 0
1 1 1 1 1

 (6.45)

That kind of matrix should be read in the following way. First, select a diagonal element, for example 4,
and choose any line under and select the element in the same column as the selected element, for example the
third line, so element 3. Then the associated constraint set consists of the two elements and all the elements on
the lines below the selected one, here, we have selected line 3, so this corresponds to lines 4 and 5, i.e. elements
2 and 1. This gives the set {3, 4}∪{1, 2}. So for this matrix, the constraints sets are {1, 2}, {1, 3}, {1, 4}, {1, 5},
{2, 3, 1}, {2, 4, 1}, {2, 5, 1}, {3, 4, 2, 1}, {3, 5, 2, 1} and {1, 2, 3, 4, 5}.

The matrix (6.45) corresponds to the Vine structure in Figure 6.5.
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Figure 6.5 – Example of Vine structure in dimension 5.
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Neural Network

Neural networks correspond to structures of neurons organized into layers, with connections between them
(You et al., 2020). The structure of relations between the nodes is called architecture of the network.

The structure of the network can be represent by its computational graph, which is simply a directed
graph whose nodes are the neurons of the network and the edges are the connections between the neurons.

With this representation, a neural network structure can (often) be identified to a directed acyclic graph
(DAG), sometimes with additionnal assumptions such as that the graph is bipartite at the layer level.

Among the particular network architectures, there are for example
• multi-layer percpetron (MLP) which consists in layers of nodes where the nodes of a layer are connect to

all other nodes of adjacent layers (c.f. Figure 6.6a),
• residual networks are neural networks in which some nodes are linked to another layer than an adjacent

layer (c.f. Figure 6.6b), such connections are called skip connections,
• recurrent networks contain some nodes, for which the output of the node can influence its inputs (c.f.

Figure 6.6c).
More details on neural network architectures, can be found in (Goodfellow, Bengio, et al., 2016).

...
...

...

(a) Multi Layer Perceptron

layer 1 layer 2 ⊕
add

skip connection

(b) Network with two layer and a skip connection

· · ·

· · ·

(c) Recurrent Network (Boltzman
Machine)

Figure 6.6 – Examples of Network Architectures.

6.2.3 Simplified Vine Copula and applications in SPC
Now that we have defined simplified Vine Copulas, we can recall more formally the result of (Mroz et al.,

2021). It states that for any Copula C and any real ϵ > 0, there exists a simplified Copula CS such that

d∞(C,CS) < ϵ . (6.46)

This result can be generalized to include the survival Copula.

Proposition 6.1. For any Copula C, and any ϵ > 0, there exists a simplified Copula CS such that

d∞(C,CS) < ϵ, d∞(C,CS) < ϵ (6.47)

where C represent the survival Copula of C.
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Proof. The survival Copula C can be expressed as the weighted sum of K evaluations of C (Georges et al., 2001).
Thus, |C(u)− CS(u)| ≤ Kd∞(C,CS). Then, taking CS such that d∞(C,CS) < ϵ

K leads to the result. □

(Mroz et al., 2021) also demonstrate that, for other measure of distance such as the total variation, the space
of simplified Vine Copulas is not dense in space of Copulas.

This may be problematic, for example when we want to do reliability analysis where the quantity of interest
is of the form

P(g(U) ≤ 0) (6.48)

where U is a random variable and g is some function (Jiang et al., 2015).
Nevertheless, the result of denseness can be sufficient for several applications, as we demonstrate in the

following.

Industrial Capability

In industry, an indicator to evaluate the ability of the production to produce in conformity with the specifica-
tions is called capability. In general, those specifications define a hypperrectangle, i.e., a multivariate industrial
process X = (X1, . . . , Xd)T is conforming to its specifications if L ≤ X ≤ U, where the vector U (respectively
L) represents the upper (respectively lower) specification limit. Several indicators of capability for those kinds
of processes are considered in the literature. Here we consider the one defined in equation (6.16) of Section 6.1.4
defined as

1
3Φ−1 (min

{
C(F1(U1), . . . , Fd(Ud)), C(F1(L1), . . . , Fd(Ld))

})
where Fi is the cumulative distribution of Xi, 1 ≤ i ≤ d.

Thus, Proposition 6.1 makes the simplified family of particular interest for it.
However, the error is not relative thus for small and large probabilities, even if the estimation and the true

one are quite different relatively to the other, the absolute difference will remain close to 0. Therefore, the
relative error should be more representative of the difference between the estimation and its target. This leads
us to the following proposition.

Proposition 6.2. Let X = (X1, . . . , Xd)T be a d dimensionnal random vector with marginal distributions
F1, . . . , Fd and Copula C. Let L,U ∈ Rd. Denote piinf = P(Li ≤ Xi) and pisup = P(Xi ≤ Ui). Assume that
there exists λ > 0, such that

λ ≤ min
{
C(p1

sup, . . . , p
d
sup), C(p1

inf , . . . , p
d
inf )

}
. (6.49)

Then, for any ϵ > 0, there exists a simplified Vine Copula CS such that∣∣∣∣CS(u)
C(u) − 1

∣∣∣∣ < δ,

∣∣∣∣∣C
S(u)
C(u)

− 1

∣∣∣∣∣ < ϵ . (6.50)

Proof. Let ϵ > 0. Let CS be a simplified Vine Copula such that d∞(C,CS) ≤ λϵ and d∞(C,CS) ≤ λϵ.
Such simplified Vine Copula exists as demonstrated in proposition 6.1. And from hypothesis, we have that
λ ≤ C(u) ≤ 1, with u = p1

sup, . . . , p
d
sup.

Then, ∣∣∣∣CS(u)− C(u)
C(u)

∣∣∣∣ ≤ ∣∣∣∣CS(u)− C(u)
λ

∣∣∣∣ ≤ d∞(C,CS)
λ

≤ ϵ .

The case of C can be handle in the same way, which demonstrate the proposition. □

In practice condition (6.49) may be difficult to verify as it depends on C which is both unknown and difficult
to estimate. Therefore, we give a sufficient condition which relies only on the probabilities pinf and psup.

Corollary 6.4.1. Let X = (X1, . . . , Xd)T be a d dimensionnal random vector with marginal distributions
F1, . . . , Fd and Copula C. Let L,U ∈ Rd. Denote piinf = P(Li ≤ Xi) and pisup = P(Xi ≤ Ui). Assume that there
exists λ > 0, such that

λ ≤ min
{

max
{

0, 1− d+
d∑
i=1

pisup

}
,max

{
0, 1− d+

d∑
i=1

piinf

}}
≤ 1 . (6.51)
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Then, for any ϵ > 0, there exists a simplified Vine Copula CS such that∣∣∣∣CS(u)
C(u) − 1

∣∣∣∣ < δ,

∣∣∣∣∣C
S(u)
C(u)

− 1

∣∣∣∣∣ < ϵ . (6.52)

Proof. The only difference with proposition 6.2 is the lower bound of min
{
C(p1

sup, . . . , p
d
sup), C(p1

inf, . . . , p
d
inf)
}

.
Using the Fréchet-Hoeffding bound for Copulas (c.f. Theorem 2.12), as the function u 7→ C(1 − u) defines

a Copula, we have

max
{

0, 1− d+
d∑
i=1

pisup

}
≤ C(p1

sup, . . . , p
d
sup)

max
{

0, 1− d+
d∑
i=1

piinf

}
≤ C(p1

inf, . . . , p
d
inf) .

Thus, combined with hypothesis (6.51), we have

λ < C(p1
sup, . . . , p

d
sup) λ < C(p1

inf, . . . , p
d
inf) .

Applying the proposition 6.2 concludes the proof. □

Remark 6.1. A sufficient condition for the condition (6.51) and so (6.49) to be satisfied is min{piinf, p
i
sup} ≥

1 − 1
d . In industry, it is often required that 1 −min{piinf, p

i
sup} ≥ 1 − 1

d ≥ 0.00135. This is met for any vector
of size d ≤ 740, thus covering a vast majority of practical cases.

Multivariate Control Chart

Copulas have other interesting applications. One of them is to build multivariate control charts. Those
methods aim at building some tolerance region such that an alarm is sent to the user when an observation is
out of the tolerance region. This tolerance is often built so that the probability of false alarm (i.e. probability
of obtaining a point outside the tolerance region while the distribution remains the same) is of level 1− α.

To construct such method, (Verdier, 2013) proposes to use Copula. He defines the tolerance region as the
set

D(cα) =
{

x ∈ Rd|C(F1(x1), . . . , Fd(xd)) ≥ cα
}

(6.53)

with cα is such that P(X ∈ D(cα)) = 1− α.
Proposition 6.3. For any α ∈ [0, 1], for any ϵ > 0, assume that X ∼ C(F1(·), . . . , Fd(·)), where C is a Copula
admitting continuous density, and F1, . . . Fd are cumulative distributions admitting continuous density, there
exists a simplified Copula CS such that

1− α− ϵ ≤ P(x ∈ DS(cSα)) ≤ 1− α+ ϵ (6.54)

where DS(c) = {x|CS(F1(x1), . . . , Fd(xd)) > c} and cSα is such that P(x ∈ DS(cSα)) = 1− α.
Proof. By definition, for any ϵ > 0, there exists δ > 0, such that cα±ϵ = cα ± δ. Assume that CS is such that
∥CS − C∥∞ < δ

2 . Then

P(CS(X) > cSα) = 1− α = P(C(X) > cα)

= P(CS(X) > cα + CS(X)− C(X)) ∈
[
P(CS(X) > cα + δ

2), P(CS(X) > cα −
δ

2)
] (6.55)

Thus, cSα ∈
[
cα − δ

2 , cα + δ
2
]
. In addition,

P
(
x ∈ DS(cSα)

)
≥ P

(
x ∈ DS

(
cα + δ

2

))
= P

({
x|C(x) + (CS(x)− C(x)) > cα + δ

2

})
≥ P

({
x|C(x)− δ

2 > cα + δ

2

})
= P ({x|C(x) > cα + δ})
= P ({x|C(x) > cα+ϵ}) = 1− α− ϵ

(6.56)

The upper bound follows with the same arguments. □
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Algorithm 11 Rosenblatt Transform of a C-Vine (Aas et al., 2009)

Input: A C-Vine specification, a vector (u1, . . . , ud)T
Output: The transformed vector (z1, . . . , zd) = RosenblattTransform(u1, . . . , ud).

1: z1 = u1.
2: for i = 2, . . . , d do
3: zi = xi
4: for k = 1, . . . , i− 1 do
5: zi = hi | i,Dij

(zi | zj)
6: end for
7: end for
8: return (z1, . . . , zd).

Thus, simplified Vine Copula can also be used to produce approximation of control charts.

6.2.4 Estimation of Simplified Vine Copula : Rewriting the Rosenblatt Transform
as a Sparse Neural Network

Now that we have shown that simplified Vine Copula can provide meaningful approximation in some SPC
problems, we look at their estimation. The result of (Mroz et al., 2021) explains that there exist simplified Vine
Copula that can approximate the target distribution, but not how it can be estimated with precision in practice.
Usual algorithms (Dißmann et al., 2013) sequentially estimate the Vine structure and the Copulas. However,
in the case of non-simplified Copula, the classical sequential estimation can lead to bad estimators (Spanhel
and Kurz, 2019). Alternative attempts to sequential estimation have been proposed (see e.g. (B. Chang et al.,
2019; Y. Sun et al., 2019)), however, they often requires way larger computation times.

Thus, instead, we propose to consider learning Copula by measuring a distance between the data after
a Rosenblatt transform and uniform distribution as in (Weiß, 2011). Our main is to take advantage of the
particular structure of a Vine Copula Rosenbaltt transform to write it as a neural network, thus having fast
estimation procedures. To do so we consider a slightly different algorithm to compute the Rosenblatt transform
than in (Schepsmeier, 2015) and demonstrate that the operations corresponds to the computational graph of a
neural network.

The Rosenblatt transform (Rosenblatt, 1952) of a random vector u = (u1, . . . , ud) is a random vector v
defined as

z1 = F1(u1), z2 = F2|1(u2 |u1), . . . , Fd|1,...,d−1(ud |u1, . . . , ud−1) (6.57)

where F1 is the cumulative distribution of u1 and Fk|1,...,k−1(uk |u1, . . . , uk−1) is the conditional distribution
of uk |u1, . . . ,k−1. The vector z then have an uniform distribution on [0, 1]d. If the functions involved in the
transform do not correspond to the conditional functions of the u law, then the transformed vector z is not
uniformly distributed. Moreover, for classical Copula families the Rosenblatt transform has the same parameters
as the Copula. Thus, estimating the Rosenblatt transform is equivalent to estimating the Copula. (Weiß, 2011)
then proposes to estimate the Rosenblatt transform by minimizing the distance between the uniform distribution
and the distribution of the transformed data. This is illustrated in figure 6.7.

Figure 6.7 – Structure of Copula learning through the Rosenblatt transform.

Even if in (Weiß, 2011), for classical parametric Copula, this approach seems not optimal, in the case of non-
simplified Vine Copula, we expect things to be different. Indeed, in such cases, unlike the sequential approach,
this problem should allow global optimization of the model parameters as long as the Rosenblatt transform,
and the distance are easy to compute. In this section, we consider the formulation of the Rosenblatt transform.
We discuss of some choices for the distance in the next section.

Recently, there has been a huge amount of work to develop fast implementation of neural networks, especially
using automatic differentiation and backpropagation to efficient estimation for the parameters gradients (Hecht-
nielsen, 1992; Baydin et al., 2018). Thus, being able to write the Rosenblatt transform using this formalism
should allow fast and scalable estimation. To do so, we first recall the simulation algorithm given by (Aas et al.,
2009) in case of C-Vine recalled in algorithm 11. A general version of this algorithm for any Vine structure is
given in algorithm 13.
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To illustrate how its works, consider the case of a C-Vine with d = 4. Then, if we plot the graph of the
operation done to compute the Rosenblatt Transform, we obtain Figure 6.8.
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Figure 6.8 – Example of the Rosenblatt transform operations for a sample u1, . . . , u4 in case of a C-vine of
dimension 4 after each iteration i of algorithm 11. Calculations done at step i are in blue.

From there, we recognize a graphical model, thus corresponding to a network. In fact, we can also build this
transform in an alternative way, illustrated for d = 4 in figure 6.9. This corresponds simply to algorithm 13,
where we change the order of the two for loops. From a statistical perspective, the two transforms have different
interpretations. If we stop the algorithm after step i, in the first case (Figure 6.8), we obtain the Rosenblatt
transform of the vector u1, . . . , ui, while in the second case (Figure 6.9), we obtain the Rosenblatt transform of
the vector u1, . . . , ud for initial C-Vine truncated at level i.
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Figure 6.9 – Example of the Rosenblatt transform of a sample u1, . . . , u4 in case of a C-Vine in a different order
than in algorithm 11. Calculations done at step i are in blue.

In general case, rewriting the Rosenblatt transform is not this easy. Indeed, it requires the introduction of
additional variables (c.f. (Aas et al., 2009), algorithm 6 for the case of D-Vine and (Schepsmeier, 2015) for the
general case recalled in algorithm 13). Nevertheless, we can still represent the method using a directed graph.
Following the idea of looking at the Rosenblatt transform with modified loop order, we obtain the following
result.

Theorem 6.5. The Rosenblatt transform of an R-Vine truncated at level T can be computed by algorithm 12.

Proof. We consider the case where T = d− 1. Other cases are demonstrated in the same way.
The Rosenblatt transform algorithm in case of general R-Vine is given in 13.
To rewrite the algorithm, we need to justify that we can do the transform layer by layer (i.e. in column)

instead of per variable (in row). To do so, we start by inverting the two for loops in algorithm 13. This leads
to consider k = d, . . . , 2 in line 6 and i = k − 1, . . . , 1 in line 7 of algorithm 13.

To demonstrate that this inversion is justified, we proceed by recursion. First, for k = d, i = k − 1 = d− 1,
we have that y1 = vdirectd,d−1 which is well-defined. Moreover, m̃d,d−1 = max{md,d−1} = md,d−1, thus y2 =
vdirectd,d−md,d−1+1 which is also well-defined. Then vdirectd−1,d−1 and wd−1,d−1 are well-defined. Also, z2 = zd−i+1 =
vk−1,i = vdirectd−1,d−1 is well-defined. Thus, the inversion can be done for this step. Now assume that up to k and
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Algorithm 12 Rosenblatt transform of a T -truncated R-Vine
Input: d-dimensional R-Vine specification (with structure M and h functions) and an observations u1, . . . , ud.

The level T where the R-Vine should be truncated.
Output: z = (z1, . . . , zd) the Rosenblatt transform of u1, . . . , ud for the given R-Vine specification.

1: Initialize v and w two matrices of dimension d× d.
2: Set (vd,1, . . . , vd,2, . . . , vd,d) = (ud, ud−1, . . . , u1).
3: Let M̃ = (m̃k,i)1≤i≤d,i≤k≤d where m̃k,i = maxk≤j≤d mj,i.
4: Set z1 = u1
5: for k = 1, . . . , T do
6: for i = k + 1, . . . , d do
7: y1 = vd−k+1,d−i+1
8: if m̃d−k,d−i+1 = md−k,d−i+1 then
9: Set y2 = v

d−k+1,(d−m̃d−k+1,d−i+1+1)
10: else
11: Set y2 = w

d−k+1,(d−m̃d−k+1,d−i+1+1)
12: end if
13: Set vd−k,d−i+1 = hk | i,Dik

(y1 | y2)
14: Set wd−k,d−i+1 = hk | i,Dik

(y2 | y1)
15: Set zi = vd−k,d−k
16: end for
17: end for
18: return z

Algorithm 13 Rosenblatt transform of a R-Vine (Schepsmeier, 2015)
Input: d-dimensional R-Vine specification (with structure M and h functions) and an observations u1, . . . , ud.
Output: z = (z1, . . . , zd) the Rosenblatt transform of u1, . . . , ud for the given R-Vine specification.

1: Initialize v and w two matrices of dimension d× d.
2: Set (vd,1, . . . , vd,2, . . . , vd,d) = (ud, ud−1, . . . , u1).
3: Let M̃ = (m̃k,i)1≤i≤d,i≤k≤d where m̃k,i = maxk≤j≤d mj,i.
4: Set z1 = u1
5: for i = d− 1, . . . , 1 do
6: for k = d, . . . , i+ 1 do
7: y1 = vk,i
8: if m̃k,i = mk,i then
9: Set y2 = v

k,(d−m̃k,i+1)
10: else
11: Set y2 = w

k,(d−m̃k,i+1)
12: end if
13: Set vk−1,i = hk | i,Dik

(y1 | y2).
14: Set wk−1,i = hk | i,Dik

(y2 | y1).
15: Set zd−k+1 = vi−1,k
16: end for
17: end for
18: return (z1, . . . , zd) the transformed vector.

for i (included) all steps have been going well. We want to show that the next step will also be correct. There
are two possibilities. In the first one only i changes and the next step correspond to k, i − 1. In the second, k
change and it corresponds to k − 1, k − 2.

In the first case, y1 = vk−1,k−2 = v(k)−1,(k−1)−1. This has been defined in line 14 of the previous step.
More generally, in the previous step, for all k ≥ i ≥ 1, vdirectk−1,i and wk−1,i have been defined. Thus, y2 is also
well-defined. This implies that the algorithm terminates without error.

In addition, we must verify that the zd−i+1 take the right values. In the original algorithm, we have in
fact zd−i+1 = vi,i for all d − 1 ≥ i ≥ 1. When doing the inversion, we have that the value of zk is equal to
vd+1−k,d+1−k, d ≥ k ≥ 2. Which is what we expect.

Finally, we can denote k̃ = d−k+ 1, we can replace the loop k = d, . . . , 2 by k̃ = 1, . . . , d− 1. Also denoting
ĩ = d− i+ 1, the loop i = k − 1, . . . , 1 can be replaced by ĩ = k + 1, . . . d, which gives algorithm 12. □

Corollary 6.5.1. The structure of the Rosenblatt transform of a R-Vine Copula, can be identified with the
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computational graph (i.e. the structure) of a neural network.

Proof. We can see that for each value of k that the loops in i takes values computed at step k−1 and combined
pairs of them to build the input of the next layers. Thus, the computations take the form of a directed acyclic
graph (DAG). In addition, the connections of element at level l are done to level l + 1 thus the connection’s
structure is bipartite at the layer level. According to (You et al., 2020), this meets the condition for the graph
structure to be the computational graph of a neural network. □

Thus, the estimation of the Rosenblatt transform can benefit from all the literature on the neural network
estimation.

6.2.5 On the Choice of the Difference to Uniformity
Obviously, the choice of the distance to the uniformity of the transformed data is crucial. In the settings of

GOF test, (Genest, Quessy, et al., 2006) and (Schepsmeier, 2015) observed some important disparities between
different measures, such as the Cramér-von Mises, Anderson Darling, Kolmogorov-Smirnov and the criterion of
(Breymann et al., 2003) among others. Among them, according to their simulations, one of the tests the most
efficient is the one based on the Cramér-von Mises test.

Here, we discuss of three different measures :
• moment conditions (for example, the distance between the covariance of the uniform and the one of the

transformed data),
• the Cramér-von Mises discrepancy between the distribution of the transformed data and the uniform,
• learn a discriminator as in generative adversarial learning.
The moment conditions have two principal interests. First, since if two distributions have the same moments

they are equal, choosing as criterion the difference between the m-th moment of the transformed data and the
uniform allows controlling the level of approximations. In addition, such criteria are easy to compute, even if
this can be quite long as computing the m-th moment has complexity in O(dm). In simple cases such as learning
Gaussian Copula, it is sufficient to learn the second moment distribution, i.e.

Mn =
d∑
k=1

d∑
l=1

(
Σ̂kl −

1
12δkl

)2
(6.58)

with Σ̂kl is the estimated covariance between variables k and l.
The Cramér-von Mises discrepancy is relatively easy to compute. Indeed, using properties of the indepen-

dence Copula, assuming that the margins are known, it is sufficient to compute (Genest, Rémillard, et al.,
2009)

Sn = n

∫
[0,1]d

[
1
n

n∑
i=1

I(Ui ≤ u)− C⊥⊥(u)
]2

du

= n

3d −
1

2d−1

n∑
i=1

d∏
k=1

(1− E2
ik) + 1

n

n∑
i=1

n∑
j=1

d∏
k=1

(1−max{Uik, Ujk}) .

(6.59)

Even if this criterion is not differentiable because of the maximum, it is easy to compute with software such
as Pytorch (Paszke et al., 2019) and automatic differentiation with sub-gradient can be used. In addition, it is
possible to replace the maximum by a relaxation (see for example (Asadi and Littman, 2017)) thus making the
criterion differentiable.

Finally, we can learn a function that should be able to discriminate between the transformed data and the
uniform distribution. This can be done using an approach similar to GAN (Goodfellow, Pouget-Abadie, et al.,
2014). In GAN, a network called generator is trained to produce samples whose distribution is close to the
one of the data. To evaluate the proximity between the two, another network called discriminator (or critic)
is learned. As the optimization of the two networks has to be done in parallel, the loss function was originally
written as a classification task with two labels. The discriminator then must predict if the data come from
the sample or if they has been generated from noise. The discriminator can then be learned as in a classical
classification with binary cross entropy loss and the generator should try to maximize the number of errors made
by the discriminator. An overview of the GAN structure is given in figure 6.10a. The original loss function to
learn GAN is given by

maxD minG Edata[log(D(X))] + Enoise[log(1−D(G(Y ))] , (6.60)

where the generator G and the discriminator D are two neural networks.
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While this loss function is quite complicated, it has been shown that optimal G and D lead to a case where
the distribution generated by G is the same as the one of the data. In particular, it has been shown that the
loss function is related to the Jensen-Shannon divergence between the distribution of the data and the one of
the generator (Goodfellow, Pouget-Abadie, et al., 2014). The divergence in the training can be modified to be
related to a particular φ-divergence (Nowozin et al., 2016).

(a) Structure of a GAN

(b) Structure of the GAN-based learning process

Figure 6.10 – Structures of generative based learning process

In our cases, we would rather not learn to generate random data with a distribution close to one of the
available samples. Instead, we want that the transformed data are as close as possible to the uniform distribution.
In addition, it is easy to simulate from uniform distribution. Thus we can then learn a network, whose objective
is to differentiate between a uniform sample and the distribution of the data after the Rosenblatt transform.
An overview of this structure is given in figure 6.10b. The associated loss function can be then written as

maxR minG Edata[log(D(R(X)))] + Euniform noise[log(1−D(Y )] , (6.61)

where R is the neural network corresponding to the Rosenblatt transformation.
From the introduction of GAN, several authors point out the difficulties when minimizing such loss functions

(Creswell et al., 2018). In order to reduce such problem, one possibility considered by (Arjovsky et al., 2017) is
to look at the so-called Wasserstein GAN (WGAN).

6.2.6 A Link Between Likelihood, Rosenblatt Transform and Neural Networks
Often when learning statistical models, the likelihood of the model is an interesting criterion as it has many

interesting properties. However, with Vine Copula the likelihood as a complex form which often makes it
difficult to use. On the contrary, the approach based on the Rosenblatt transform, which may be easier to
handle thanks to its link with neural neural network does not have well studied theoretical properties. Thus
it may be interesting trying to draw parallel between Rosenblatt transform and likelihood if there exists some.
To do some we consider a particular construction of neural network called normalizing flows (Kobyzev et al.,
2021).

Normalizing flows share a similarity with the Rosenblatt transform, that they aim at being a transformation
of the data to a simple target distribution.

More precisly, this kind of neural networks associate each layers of a network to an invertible transform.
Denoting those transforms f1, . . . , fK the aim of normalizing flows is that the distribution of f1 ◦f2 ◦ · · · ◦fK(u)
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meets some simple distribution such as N(0, I). Then as the transforms are invertible functions, generating a
sample x ∼ N(0, I) allows to simulate a point y = f−1

1 ◦ · · · ◦ f−1
K (x).

The transforms often correspond to parametric function, whose parameters are optimized by maximizing the
likelihood of the transformed data f1 ◦ f2 ◦ · · · ◦ fK(u) for the target distribution (such as multivariate normal
distribution).

Also, as going from the distribution N(0, I) to the uniform distribution on [0, 1]d can be done simply,
denoting such a transform fK+1, the network f defined through transforms f1, f2, . . . , fK , fK+1 should provide
transformed data x = f(y) with uniformed distribution. Thus the transformation shares similarity with the
Rosenblatt transform.

Thus we have in some sense the following relationship between likelihood (of some model), the Rosenblatt
transform an neural network :

likelihood −→ neural network←− Rosenblatt transform .

And thus we aim at using the connection with neural network to link the Rosenblatt transform and the likelihood.
In general, a normalizing flow correspond to some neural network, which is a sequence of parametric func-

tions, which have very good approximation guarantees (Kohler and Langer, 2021). However, there is no par-
ticular structure such as in Rosenblatt transform of a Vine Copula, where each parameter correspond to the
parameter of a conditionnal Copula. Thus using a Vine Copula to build a normalizing flow could bring some
explainability to the model (from the neural network point of view) or provide fast optimization for the Copula
parameters (from the Vine Copula point of view).

When considering a Rosenblatt transform of a parametric Vine Copula as a normalizing flow and using the
neural network optimization technics for the parameters allows to link the optimization of the parameters of
the Rosenblatt transform to the likelihood of the associated Vine Copula.

Theorem 6.6. Consider a parametric C-Vine Copula, and the associated Rosenblatt transform F . Then op-
timizing the parameters of the Rosenblatt transform seen as a normalizing flow is equivalent to maximize the
likelihood of the C-Vine Copula.

Proof. The idea behind a normalizing flow with k layer is that if the data have initial distribution p, then using
the rule for change of variables, the log-likelihood of a point x can be writen as

log p(x) = log pz(f(x)) + log
∣∣∣∣detdf(x)

dx

∣∣∣∣ (6.62)

where pz correspond to the distribution of f(x). In normalizing flow literature, pz is expected to be N(0, I). In
addition, from the structure of f , the term log

∣∣∣detdf(x)
dx

∣∣∣ can be decomposed as

∑
k

log
∣∣∣∣det dfk(x)

dfk−1(x)

∣∣∣∣ (6.63)

with f0(x) = x.
The objective of normalizing flows is thus to maximize

log pz(f(x)) + log
∣∣∣∣detdf(x)

dx

∣∣∣∣ . (6.64)

In case of a C-Vine, we have that

fk(y) = (y1, . . . , yk, h(yk+1, yk), . . . , h(yd, yk)) . (6.65)

From this, denoting by ej the vector in which all elements have value 0 except element j whose value is 1,

∂fk(y)
∂yj

=


ej , if j < k
∂h(yj ,yk)

∂yj
ej if j < k

gj if j = k

(6.66)

where gj is the vector, whose element are 0 for index l < k, 1 for l = k and ∂h(yj ,yk)
∂yk

if j > k.
Thus the matrix, dfk(x)

dfk−1(x) is an upper triangular matrix with element 1 on the diagonal up to coefficient k
and ∂h(yj ,yk)

∂yj
for coefficient j, j, j > k.
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Algorithm 14 Simulation from a C-Vine (Joe, 2014)
Input: A C-Vinespecification
Output: A vector (u1, . . . ud) sampled according to the C-Vine specification given in input.

1: Sample a vector (z1, . . . zd) from the uniform distribution on [0, 1]d.
2: Let u1 = z1 and u2 = C−1

2 | 1(z2 | z1)
3: for j = 3, . . . , d do
4: uj = zj
5: for l = j − 1 To l = 1 do
6: uj = hj | l,{1,...,(l−1)}(uj | zl)−1

7: end for
8: end for
9: return (u1, . . . , ud).

Noticing that by definition of the h functions, ∂h(yj ,yk)
∂yj

= cj,k(yj , yk) the density of copula corresponding to
i, j,Dij .

Using the fact that the determinant of a triangular matrix is the product of its diagonal terms, we have∣∣∣∣det dfk(x)
dfk−1(x)

∣∣∣∣ =
∑
e∈Ek

log cj(e),k(e);D(e)(hj(e);D(e)(uj(e); uD(e)), hk(e);D(e)(uk(e); uD(e))) . (6.67)

Thus maximizing the loss of the Rosenblatt network seen as a normalizing flow is equivalent to maximize

log p(z) +
∑
k

∑
e∈Ek

log cj(e),k(e);D(e)(hj(e);D(e)(uj(e); uD(e)), hk(e);D(e)(uk(e); uD(e))) (6.68)

where here pz is the distribution of the uniform distribution on [0, 1]d. As pz is constant equal to 1 on [0, 1]d
and that by definition of the Rosenblatt network, f(x) ∈ [0, 1]d, the aim reduces to maximize the right term of
equation (6.68), which is exactly the log-likelihood of the C-Vine specification. □

Remark 6.2. A natural question is whether this theorem remains true for any Vine Structure and not only
C-Vine. As the Roseblatt transform is much easier to handle in the case of a C-Vine than for a general R-Vine
structure, this question is left as a future work.

6.2.7 Learning C-Vine Copula as a Generative Learning Problem
In fact, if we can write the Copula generating process, we can also map the problem of estimating the

Vine Copula directly using the same approach as for GAN. To do so, we demonstrate that a C-Vine Copula
generation algorithm can be mapped as a neural network as for the case of the Rosenblatt transform. From the
algorithm given by (Joe, 2014) and recalled in algorithm 14, we can see that to sample the observation ut, it
requires starting from the uniform sample z1. Thus, unlike the previous cases, this is a bit more complicated.
In the language of neural networks, this is called skip or residual connections 1.

u1

z2

z3

u2

q3 u3

z4 q4 q4 u4

Figure 6.11 – Example of the computation graph of for simulating according to a C-Vine in dimension 4.

Using this as a generator network, we can learn the Vine Copula generating model using the same algorithm
as for the GAN. Of course, the GAN loss can be replaced by other ways to do. For example, to draw parallels

1. Interestingly, (He et al., 2020) considered a residual network as a stem with some additional links between different position of
the stem. They call the pairs of positions of those links as Vines. Even though it seems to have no connection with Vine structure
as considered by (Bedford and Cooke, 2002), we find the use of the same terms for a prior two different most surprisingly enough
to mention it.
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with the moments matching presented in the previous section, an equivalent formulation for learning generator
has been developed, see for example (Y. Li et al., 2015; Y. Zhang et al., 2017).

6.2.8 Perspectives
This section presents ongoing work on the estimation of Vine Copulas. Indeed, from a theoretical perspective,

simplified Vine Copulas are very interesting. While global estimation, in practice, the global estimation of the
parameters of these models is an open problem. However, this is important to fully benefit from their theoretical
properties in practice.

Thus, we are currently studying the possibility of rewriting the estimation problems of these models as a law
estimation problem using neural networks. We hope to be able to combine the advantages of the two methods,
i.e. the structure and interpretability of Copula models, as well as the efficient high-dimensional estimation of
neural networks.

However, much work still needs to be carried out. Unlike the classic sequential estimation formula in the
literature, our method does not allow easy selection of a Copula family. Thus, we plan to explore two solutions
to this problem. A first approach would be to use the results of (Khaled and Kohn, 2023) to approximate
the conditional distributions via mixtures of laws. Another possibility is to estimate a mixture of Copulas, as
proposed by (Kim et al., 2013). We should then look at whether the networks can adapt easily.

In addition, where the choice of structure is essential in practice in the sequential approach (Kraus and
Czado, 2017). If we know how to maximize a criterion globally, the theory indicates that all Vine structures are
equivalent, we can therefore be satisfied with the same structure. However, it might be nice to have a method
for choosing among different structures. Finally, like the hierarchical Archimedean Copula, it will be interesting
to look at the influence of penalty (Okhrin and Ristig, 2023). This can be done simply with the neural network
formulation.

Finally, a last task, but perhaps the most important, is to find optimization methods adapted to this problem.
Indeed, training a GAN is a very complex task, and even if our network here is simple, nothing indicates that its
training is also simple. On the contrary, while GAN tend to generate data closer to original sample, normalizing
flows are in general easier to train (Bond-Taylor et al., 2022). This may provide a compromise between sequential
estimation and the GAN training problem.
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Chapitre7
Application sur les Données Industrielles

7.1 Classification des Caractéristiques en Production
Cette section est une application du résultat du chapitre 5.2 aux données industrielles. Cette application fait

l’objet d’un dépôt de brevet.

7.1.1 VCI : un exemple de l’intérêt de l’étude des corrélations pour la modélisation
Une des pièces emblématiques des particularités de l’industrie aéronautique est la virole de carter inter-

médiaire (VCI). En effet, elle est produite à des fréquences relativement faibles, de l’ordre d’une dizaine par
semaine, mais pour autant, de très nombreuses caractéristiques sont mesurées sur la pièce afin de juger de sa
conformité. Parmi ces caractéristiques, il y a notamment des couronnes de trous. Sur ces couronnes, on s’attend
donc à ce que les caractéristiques d’un même type (diamètres, enveloppes ou localisations) soient dépendantes.

La mesure de la dépendance est un vaste sujet et de très nombreuses méthodes peuvent être utilisées rien
que pour mesurer la dépendance entre deux caractéristiques. Sur le jeu de données de la VCI présenté en section
1.4.1, la matrice de corrélation de Spearman a été choisie comme indicateur de dépendance et est affichée en
Figure 7.1. Les données n’étant pas toutes normales, la corrélation de Spearman est plus pertinante que celle
de Pearson. Cette figure est telle que les caractéristiques dans les blocs en noirs correspondent à un même type
de caractéristiques, et les blocs rouges servent à illustrer la présence de blocs ayant une valeur moyenne de
corrélation assez similaire pour les caractéristiques dans le bloc.

(a) Matrice de corrélation sur un jeu de données de la VCI
ordonnée en fonction de connaissances métiers

(b) Mise en évidence de la structure de blocs présente entre
les caractéristiques de la VCI

Figure 7.1 – Existence de différents blocs dans la matrice de corrélation sur des données de la VCI

Dans l’objectif de retrouver certaines informations sur la fabrication de la pièce à l’aide de méthodes d’ap-
prentissage statistique, on peut donc supposer qu’il existe des blocs de caractéristiques avec des corrélations
similaires. Ce genre de modèles qui considèrent qu’il existe des blocs s’appellent SBM pour modèles stochastiques
par blocs. Bien évidemment, il est probable que les données ne correspondent pas exactement à ce modèle. Une
modélisation statistique faisant le lien entre matrice de corrélation et SBM est présentée en section 5.2.5. Néan-
moins, nous espérons qu’il puisse nous permettre d’apprendre certaines informations. Par exemple, la structure
de blocs mise en évidence sur la figure 7.1 peut ne pas correspondre exactement à un SBM, car les blocs ne sont
pas toujours totalement homogènes.

209
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D’un point de vue industriel, les blocs considérés précédemment sont de plus trop généraux. En effet, cette
première classification est basée uniquement sur le nom des caractéristiques, car de manière général, les noms
correspondent à un type de caractéristique particulier. Or les noms de ce jeu de données ne correspondent pas
à un type de caractéristique par nom. Il est alors possible de construire une nouvelle partition plus raffinée
que celle précédente en regardant le type de caractéristique directement. On obtient alors la partition en figure
7.2. On voit alors que ce raffinement de la partition, met en évidence des blocs avec des caractéristiques assez
fortement corrélées entre elles.

Figure 7.2 – Matrice de corrélation sur les données de la VCI organisée par type des caractéristiques

En pratique, s’il y a réellement une structure de blocs dans ces données, elle est inconnue. Néanmoins, on
peut se demander s’il est possible de la retrouver à l’aide d’une approche purement statistique (c.f. 5.2.5). Pour
cela, on utilise la méthode des K-moyennes. La partition initiale ayant 33 blocs, on cherche une partition avec le
même nombre de blocs. On obtient alors la matrice en figure 7.3. Le bloc blanc correspond à des caractéristiques
où il n’y a pas de mesures.

Figure 7.3 – Classification avec un K-moyennes (K=33) sur la matrice de corrélation des données de la VCI

On voit alors que les deux partitions bien qu’ayant le même nombre de blocs sont assez différentes. La
partition basée sur des connaissances métiers contient principalement de gros blocs qui ne sont pas forcément très
homogènes. A contrario, la partition basée sur une approche statistique met en évidence de nombreux groupes
de faibles tailles mais plutôt homogènes et avec des corrélations significatives. Dès lors, on peut investiguer dans
ces blocs si la corrélation observée est attendue ou non entre ces caractéristiques. Pour la plupart d’entre eux,
les variables à l’intérieur d’un bloc sont de même nature ou sont peu dépendantes. Cependant, dans quelques
blocs, la corrélation est forte mais les caractéristiques sont de types différents. Par exemple dans le bloc numéro
15 (voir figure 7.4 pour un zoom), on observe des corrélations entre des caractéristiques distinctes.

On voit alors que les caractéristiques, même si elles sont de natures différentes, correspondent à des positions
similaires sur la pièce. Cela se voit aussi sur d’autres groupes tels que le groupe numéro 2 (voir figure 7.4 pour
un zoom) dans lequel il y a uniquement des épaisseurs de toile, mais mesurées à différents endroits de la pièce.
D’où la présence de dépendance entre les caractéristiques du bloc.

Ainsi, même si la classification obtenue de manière statistique ne correspond pas à celle à laquelle on s’attend,
elle n’en reste pas moins cohérente et contient des informations sur la production de la pièce.
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(a) Bloc n°15 issue de la classification K-moyennes (b) Bloc n°2 issue de la classification K-moyennes

Figure 7.4 – Zooms sur certains blocs de la matrice de corrélation de la VCI

7.1.2 Rotor : utilisation des dépendances pour l’optimisation des gammes de fa-
brication

En plus d’étudier les dépendances entre les caractéristiques lors du contrôle final de la pièce, il est possible
de regarder celles entre une même caractéristique à différents moments de la production. En effet, les pièces
étant complexes, leur fabrication l’est aussi. Le processus de fabrication d’une pièce comporte de nombreuses
étapes. Parmi elles, il arrive qu’il y ait plusieurs opérations de contrôle en plus de celle effectuée une fois la
pièce finie. Lors de ces contrôles intermédiaires, toutes les caractéristiques ne sont pas forcément mesurées.
Un intérêt de ces contrôles dit intermédiaires, est de ne pas continuer la fabrication d’une pièce dont on sait
qu’elle va être rebutée. En effet, les pièces sont souvent fabriquées avec des matériaux coûteux comme le titane
et les opérations de fabrication et de contrôle nécessitent des machines de hautes technologies. Dès lors, il est
important de faire le maximum d’économie en matière première et de bien optimiser l’utilisation des différentes
machines. La mesure des pièces représente une partie importante de son coût de production. Supprimer ou
réduire les étapes de contrôles inutiles peut alors rapporter de réels gains.

Cependant, pour justifier la suppression d’un contrôle, il est nécessaire de démontrer qu’il n’est pas nécessaire
(c.f. Figure 1.8 en Section 1.3). Au-delà de la manière de justifier la réduction du nombre de contrôles, il est
nécessaire de connaitre les caractéristiques ayant un lien entre elles. Or, il peut être compliqué de connaître
précisément l’influence d’une opération de fabrication sur les caractéristiques, à l’aide de connaissance de la
physique de la fabrication. On peut alors appliquer des méthodes statistiques à la place.

La difficulté de la mise en application de ce genre d’analyse n’est pas forcément d’ordre statistique, mais
plutôt dans la récupération des données. Un exemple de pièce sur laquelle on dispose de données est le rotor
d’un disque de compresseur. D’un point de vue statistique, la particularité de ce genre de données est que les
contrôles intermédiaires peuvent avoir une précision moindre que celle des contrôles finaux. C’est par exemple
le cas lorsque l’un des contrôles est fait en utilisant des calibres de différentes tailles et qu’une autre est réalisée
avec une MMT, qui elle est très précise.

Comme on peut s’y attendre on observe alors que certaines caractéristiques mesurées à une même opération
sont dépendantes et que les mesures d’une même caractéristique mesurée à des étapes différentes de la production
peuvent également être dépendantes. Par exemple, dans ce jeu de données, on observe ce phénomène sur des
diamètres. Mais plus surprenant, à l’aide de la statistique, on peut observer qu’il y a de la dépendance entre
deux caractéristiques différentes à deux étapes de production différentes, en l’occurrence sur ce jeu de données
entre la mesure d’une toile et d’une bride (c.f. figure 7.5).

De même que dans le cas précédent, on peut utiliser la méthode K-moyennes pour retrouver des blocs avec
de fortes corrélations. En particulier, pour la production de cette pièce, il y a 16 opérations de contrôles. Nous
considérons donc K = 16. On obtient alors la matrice en figure 7.6.

Si l’on zoome sur les deux blocs avec de fortes corrélations juste au-dessus du gros bloc, on observe alors
des caractéristiques dépendantes. En particulier ces deux blocs contiennent des caractéristiques mesurées à
différentes opérations du même type (par exemple des mesures de différents diamètres). La méthode permet
donc de détecter tous les types de liens entre les données. Ces dépendances entre des caractéristiques différentes
à des opérations différentes ne sont pas toujours celles auxquelles pensent en premier les experts métiers.

7.1.3 Aubes fan : peut-on retrouver les sections via la statistique ?
Nous considérons maintenant l’aube fan pour étudier notre approche. Sur ces données, correspondant au jeu

de données n°1 présenté en section 1.4.2, il y a des valeurs manquantes. On ne garde alors que les mesures de
pièces avec les mesures de toutes les caractéristiques. En effet, s’il y a des valeurs manquantes, les mesures de
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Figure 7.5 – Matrice de corrélation sur le jeu de données d’un rotor. Les caractéristiques dans un même bloc
sont mesurées à la même opération de contrôle. La zone hachurée indique qu’il y avait moins de trente mesures
(pas de corrélation calculées).

Figure 7.6 – Matrice de corrélation sur le jeu de données d’un rotor. Les blocs ont été contruit en utilisant
l’algorithme des K-moyennes. La zone hachurée indique qu’il y avait moins de trentes mesures (pas de corrélation
calculées).

dépendances ne seront pas calculées sur des échantillons de mêmes tailles, ce qui ajoutera un biais. Une autre
possibilité aurait pu être d’imputer les valeurs manquantes.

L’aube est une pièce sur laquelle sont définies plusieurs sections réparties sur toute la hauteur de la pièce
(c.f. Figure 1.12 en Section 1.4.2). Différentes caractéristiques sont alors mesurées sur chacune des sections. En
particulier, nous regardons les mesures de 17 caractéristiques géométriques avec notamment des caractéristiques
de formes, des épaisseurs, des angles ou encore des positions.

Sur les aubes, les experts métiers s’attendent en général à ce que les mesures faites pour des caractéris-
tiques similaires (par exemple l’épaisseur du bord d’attaque de la pale) soient dépendantes entre les sections.
Cependant, il arrive aussi qu’il y ait des comportements un peu différents entre le pied, le milieu et la tête
de l’aube. Alors, lorsqu’on affiche la matrice de corrélation de Spearman sur les données triées par types de
caractéristiques, on obtient la figure 7.7.

Dans l’objectif de regrouper les caractéristiques, on peut s’attendre à quelques difficultés. En effet, on observe
que certains blocs ne sont pas réellement homogènes. Par exemple, si l’on prend le bloc en haut à gauche (c.f.
Figure 7.8a pour un zoom), on observe trois comportements distincts. Néanmoins, cela n’est pas étonnant au
vu de ce que l’on a dit précédemment et il parait raisonnable d’associer un bloc du modèle à chacun de ces
comportements. Un autre cas plus complexe au vue de la modélisation statistique (blocs homogènes), est donné
en figure 7.8b. La structure dans ce bloc ressemble plus à une matrice de Toeplitz dans le sens où la structure
de dépendance entre les caractéristiques semble dépendre non seulement du bloc, mais aussi de la position des
caractéristiques sur la pièce. Plus les sections sont éloignées, moins les caractéristiques sont dépendantes. D’un
point de vue physique, cela est assez logique, mais cela ne correspond pas réellement au modèle statistique
associé.

Néanmoins, on peut tout de même regarder les résultats de la méthode K-moyennes sur les données. On
considère deux nombres de blocs différents. Le premier étant 17, le même que le nombre de types de caractéris-
tiques par section. Pour le deuxième, on considère 51 (c.f. Figure 7.9). Cela correspond au nombre de types de
caractéristiques multiplié par trois (pour les différences de comportement entre le pied, le milieu et la tête de
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Figure 7.7 – Matrice de corrélation sur le jeu de données de l’aube fan. Les blocs représentent les différents
types de caractéristiques.

(a) Forme de l’extrados (b) Coefficients Beta 2

Figure 7.8 – Zooms sur la dépendance entre certaines caractéristiques de l’aube fan en fonction des sections.

l’aube).

(a) 17 classes (b) 51 classes

Figure 7.9 – Matrice de corrélation des aubes fan avec des blocs issus de la méthode K-moyennes

Enfin, on considère le nombre de blocs sélectionnés de manière automatique par la méthode de la vraisem-
blance intégrée pour un modèle SBM gaussien. La matrice est présentée en figure 7.10. La méthode choisit 30
classes. Cette valeur est un entre deux entre les cas avec 17 et 51 classes de la figure 7.9.

Pour la méthode K-moyennes avec 17 blocs, on obtient que 7 des 17 blocs estimés mélangent plusieurs types
de caractéristiques. En particulier, parmi eux, 1 bloc contient des variables peu corrélées. Pour les autres, les
caractéristiques dans ces blocs sont corrélées aux alentours de 0.5. Cela n’est pas vraiment satisfaisant, car les
variables ne sont pas fortement dépendantes.

Si nous regardons maintenant la classification K-moyennes avec 51 blocs, on obtient alors 5 blocs qui com-
portent des caractéristiques de différents types. L’un d’entre eux représente les variables faiblement corrélées.
Ainsi, ce bloc ne peut pas être distingué par des méthodes statistiques. Pour les 4 autres, l’un deux est comme
dans le cas avec 17 classes uniquement composé de variables moyennement corrélées (0.4 en moyenne). Les



214 CHAPITRE 7. Application sur les Données Industrielles

Figure 7.10 – Matrice de corrélation avec les blocs estimés de manière automatique par vraisemblance d’un
SBM gaussien 30 classes)

autres sont fortement corrélés avec des valeurs supérieures à 0.75.
Une autre propriété intéressante avec la méthode statistique est qu’en général, elle préserve la géométrie de

la pièce. En effet, si l’on regarde comment un même type de caractéristiques est réparti dans la classification,
on observe une continuité entre les sections dans les différents groupes. Un tel exemple est présenté en figure
7.11. Ainsi pour trois sections adjacentes (notées 1,2,3) sur la pièce, réparties dans deux blocs, on a soit (1,2)
et (3) soit (1) et (2,3) mais pas (1,3) (2).

Figure 7.11 – Exemple de la séparation d’une caractéristique en fonction des sections et des blocs

7.2 Optimisation des Contrôles en Production
Cette partie est soumise au brevet FR 3 063 153 A1.

7.2.1 Problématique
Comme dit en introduction, pour obtenir une des caractéristiques qui nous permettent de juger de la confor-

mité, on fait souvent plusieurs mesures intermédiaires.
C’est le cas des diamètres de trous, où pour chaque trou de la couronne on ne regarde à la fin que le minimum

et le maximum. Mais c’est aussi valable pour d’autres caractéristiques. Par exemple, si on regarde la coaxialité
entre deux trous, on doit au préalable mesurer le plan de chacun des trous, ainsi que leurs positions par rapport
au plan. De fait, la manière de mesurer est elle-même complexe. Et si l’on cherche à optimiser les contrôles sans
faire attention (i.e. sans prendre en compte la manière dont les caractéristiques sont mesurées), on risque de ne
pas faire de gain en terme de temps de contrôles. Dans l’optique d’un risque acceptable, on définit pour chaque
caractéristique un risque de se tromper dans la prédiction conforme versus non conforme. Ainsi, le problème
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que l’on cherche à résoudre est le suivant : minimiser le temps de mesure, tout en s’assurant que le risque que
l’on prend en ne mesurant pas toutes les caractéristiques soit inférieur à un seuil α.

Aujourd’hui, un outil permet de faire cela dans un cas simplifié. En considérant que le diagrame de mesure
est simplement composé de blocs de même taille, l’idée est d’appliquer une approche heuristique pour la sélection
des blocs de caractéristiques que l’on va mesurer. Une fois les blocs choisis, lors du contrôle d’une pièce, ces
derniers sont mesurés et les valeurs des caractéristiques non mesurées sont prédites à l’aide de la régression
linéaire multiple. Si l’intervalle de prévision à un niveau donné (par exemple 99,73%), est dans les limites de
spécifications, la pièce est dite conforme. Sinon, les caractéristiques qui n’avait pas été controlées le sont et la
pièce est sanctionnée en fonction des résultats de mesure. Enfin pour s’assurer que le modèle de régression reste
valide et qu’il n’y a pas de dérive dans la production, des pièces sont mesurées entièrement à une fréquence
donnée.

Ainsi, il y a deux axes d’amélioration pour la méthode :
1. adapter l’approche à des diagrammes de mesures plus complexes,
2. proposer une méthode de sélection des blocs (idéalement automatique) qui permette un choix optimal.
Dans cette partie, on se concentre sur le deuxième point, i.e. trouver une meilleure manière de choisir les

caractéristiques à mesurer.

7.2.2 Méthode actuelle et limitations
Aujourd’hui, la méthode de sélection des variables pour l’optimisation des contrôles est faite manuellement

par un expert statisticien. Dans ce but, il construit des blocs de variables corrélées en regardant la matrice de
corrélation de Pearson des données. Puis, il selectionne pour chaque groupe une variable qui sera mesurée. Les
autres seront échantillonnées. Pour choisir la variable par groupe cela peut être la plus corrélées aux autres, i.e.
celle minimisant l’erreur de reconstruction du groupe, ou bien une variable choisie en fonction des contraintes
métier.

Pour le nombre de variables à inclure dans l’analyse, il peut être choisi par le statisticien à partir des données
disponibles ou par les experts métiers (si cela n’est pas en contradiction avec l’analyse statistique).

La méthode actuelle présente deux principaux défauts. Le premier, est que la méthode ne permet pas de
gérer des structures complexes entre les mesures. En effet, elles supposent que les mesures sont faites par blocs
indépendants. Or en pratique, il arrive que ce ne soit pas le cas (un tel exemple est donné plus loin). Le second
problème est que le choix des caractéristiques nécessite un statisticien et est fait de manière heuristique. En effet,
alors que le véritable critère de la méthode est de maximiser le gain de temps tout en assurant un contrôle sur
le risque, la méthode actuelle se base uniquement sur les corrélations. Dans certains cas cela peut être suffisant,
mais pas toujours.

Par exemple une utilisation de cette méthode a été faite sur l’aube Fan. L’objectif était de réduire de 28 à
11 le nombre de sections où les Balloons 26 et 36 étaient mesurés. Comme on le verra dans la suite, le gain de
temps est lié directement à la capacité du processus echantillonné à être conforme à des tolérances restreintes.
De plus en regardant les données, on s’aperçoit que les cababilités individuelles des Balloons sur les différentes
sections varient environ de 1 à 3. Or, restreindre les tolérances implique une diminution des capabilités des
caractéristiques échantillonnées. Dès lors, si les caractéristiques avec les capabilités les plus faibles ne sont pas
mesurées, la capabilité pièce va être mauvaise et l’on va devoir recontrôler toute la pièce. Au vu de cette remarque,
mesurer les caractéristiques avec les capabilités les plus faibles devrait impliquer (en présence de dépendance
suffisament forte) une diminution faible de la capabilité du process. Ainsi en comparant les performances entre
les deux manières de selectionner les caractéristiques, on obtient pour le choix par corrélation une capabilité
estimée d’environ 0.8, alors que celle avec les variables choisies par capabilité, la capabilité pièce n’a pas changé
et est restée aux alentours de 1.

Ainsi, il peut être intéressant de changer d’approche lors de l’optimisation. De plus, pour soulager la forte de-
mande en analyses statistiques, et rendre plus autonome les responsables de production, il peut être interressant
de rendre la selection des caractéristiques automatique.

7.2.3 Optimisation des contrôles comme un problème de selection de variables
penalisé

Dans cette section, on propose une manière de réécrire le problème que l’on cherche à résoudre en terme
mathématique.

Ecriture mathématique du problème

Lors de l’optimisation des contrôles, on cherche à minimiser le temps de mesure des pièces. Pour cela, on
considère une pièce avec d caractéristiquese X = (X1, . . . , Xd). Soit V ∈ {1, . . . , d}, on note ∥V ∥ le temps de
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mesure nécessaire afin de contrôler les caractéristiques (Xj)j∈V . De plus on note T = ∥{1, . . . , d}∥ le temps
nécessaire à la mesure de la pièce.

Lors de l’optimisation des contrôles, un sous ensemble V des caractéristiques de la pièce est selectionné et
une fonction f est construite afin de prédire la conformté de la pièce à partir des caractéristiques mesurées. En
pratique, lorsque qu’une telle optimisation des contrôles est mise en place, la stratégie est la suivante :

1. Seulement un sous ensemble V des caractéristiques est mesuré et
(a) si la pièce est prédite conforme (l’intervalle de prédiction des données est dans les limite de spécifi-

cations), la pièce est déclarée conforme,
(b) sinon, elle est recontrôlée entièrement

2. Avec une fréquence 1/10, la pièce est contrôlée entièrement,
Le gain de temps peut donc se faire uniquement à cette étape. On se concentre donc dessus. En notant popt la
probabilité qu’une pièce soit prédite conforme, on peut alors écrire

Temps de mesure = popt(V )∥V ∥+ (1− popt(V ))(∥V ∥+ T ) . (7.1)

Remarque 7.1. On pourrait aussi considérer que lorsque la pièce est prédite non conforme, on ne recontrôle
que ce qui manque. Cela revient à un problème équivalent. De plus, la fonction f est supposée telle qu’elle offre
un contrôle sur le risque d’erreur de prédiction de la conformité.

Minimier le temps de mesure revient donc à minimiser ∥V ∥− popt(V )T . On cherche donc V̂ ∈ {1, . . . , d} tel
que

V̂ = argminV
{
−popt(V ) + 1

T
∥V ∥

}
(7.2)

Or on a
minV

{
−popt(V ) + 1

T
∥V ∥

}
= mint≤T

{
minV :∥V ∥=t

[
−popt(V ) + 1

T
∥V ∥

]}
= mint≤T

{
t

T
−maxV :∥V ∥=t popt(V )

}
= mint≤T

{
t

T
−maxV :∥V ∥≤t popt(V )

} (7.3)

Ainsi, une manière alternative de minimiser le temps de mesure, est de calculer pour différent temps t

maxV :∥V ∥≤tpopt(V ) (7.4)

Puis de sélectionner celui qui minimise l’équation (7.2).
Pour cela, il faut expliciter plus en détail popt(V ) et ∥V ∥. Pour simplifier la présentation, on fait plusieurs

hypothèses :
1. La pièce se compose d’une caractéristique répétée (d fois). C’est-à-dire que les caractéristiques peuvent

être mesurées indépendement les unes des autres et qu’elles sont le même temps de mesure λ > 0.
2. On dispose d’un jeu de données composé de n mesures d’une production i.i.d. ayant une loi normale

multivariée.
L’hypothèse 1 permet de définir ∥V ∥ comme le nombre de caractéristiques mesurées multiplié par le temps

de mesure d’une caractéristique, i.e. ∥V ∥ = ∥V ∥0. L’hypothèse 2 motive l’utilisation de la régression linéaire
comme base pour la fonction de prédiction.

L’hypothèse 1 peut être supprimée et cela fera l’objet de la section 7.2.4. L’hypothèse 2 est plus complexe à
supprimer. Afin d’avoir des données qui s’en approche une possibilité est de transformer les données pour que
les distributions des caractéristiques soient individuellement Gaussiennes.

Pour la suite, on considère aussi que les données sont centrées (potentiellement réduites), i.e. on retranche
leur moyenne. De plus, on suppose que les limites de spécification subissent le même traitement. On considère
donc un modèle de régression sans “intercept”.

Afin de contrôler l’erreur possible lors de la prédiction, on regarde non pas directement si la prédiction du
modèle linéaire est conforme à ses spécifications, mais si son intervalle de prédiction au niveau 1 − α est dans
les spécifications, i.e.

Xu
j ≤ USLj
X l
j ≥ LSLj

(7.5)
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avec

Xu
j = xTβj + qn−p(1− α/2)

√
∥Xj − xTβj∥2

2
n− p

√
1 + xT (XTX)−1x

X l
j = xTβj − qn−p(1− α/2)

√
∥Xj − xTβj∥2

2
n− p

√
1 + xT (XTX)−1x

(7.6)

où p est le nombre de caractéristiques mesurées, x est une nouvelle mesure faite des V caractéristiques, X des
p caractéristiques de V mesurées sur n pièces et βj les coefficients de régression pour prédire la caractéritique j.

Remarque 7.2. Pour simplifier les notations, on se contente de Xu
j et X l

j au lieu de Xu
j (V, βj) et X l

j(V, βj).
Si Xj est mesurée, en prenant un certain βj, on a bien que Xj = Xu

j = X l
j.

Plus généralement, on peut définir la matrice β ∈ Rd×d comme la matrice telle que pour tout j, (β)ij soit
le i-ème coefficient de βj et (β)ij = 0 si i /∈ V . Alors,

λ∥β∥0,1 = λ∥
d∑
i=1

βi.∥0 = λ|V | = ∥V ∥ . (7.7)

De plus, si on suppose que les données sont dépendantes, il n’est pas incohérent de considérer que

P(∩dj=1
{
{Xu

j ≤ USLj} ∩ {X l
j ≥ LSLj}

}
) ≈ minjmin{P(Xu

j ≤ USLj),P(X l
j ≥ LSLj)} . (7.8)

En continuant dans les approximations, Xu
j et X l

j sont approximativement Gaussiennes,

popt(V ) ≈ minjmin(P(Xu
j ≤ USLj),P(X l

j ≥ LSLj))
= Φ(minjmin(Φ−1(P(Xu

j ≤ USLj)),Φ−1(P(X l
j ≥ LSLj))))

= Φ(3 ∗minjmin(Cpkuj , Cpklj))
(7.9)

où
Cpkuj =

USLj − E[Xu
j ]

3sd[Xu
j ]

Cpklj =
E[X l

j ]− LSLj
3sd[X l

j ]
.

(7.10)

On cherche alors

argmaxV :∥V ∥≤tpopt(V ) = argmaxV :∥V ∥≤tΦ(3 ∗minjmin(Cpkuj , Cpklj))
= Φ(3 ∗ argmaxV :∥V ∥≤tminjmin(Cpkuj , Cpklj))
= argmaxV :∥V ∥≤tminjmin(Cpkuj , Cpklj))
= argmaxβ:λ∥β∥0,1≤tminjmin(Cpkuj , Cpklj)) .

(7.11)

Deux problèmes se posent. Le premier est le calcul de Cpkuj et Cpklj définis en équation (7.10). Si le calcul de
ces indices est trop coûteux ou complexe, l’optimisation ne pourra pas se faire. De plus, l’ensemble d’optimisation
étant complexe, il y a de grande chance que le problème ne soient pas convexe. En fait, comme on cherche à
faire de l’optimisation sur un ensemble discret, il est NP-hard.

On va donc maintenant proposer une solution à ces deux problèmes.

Approximation du Cpk

Afin de calculer l’approximation de la capabilité, il est donc nécessaire de calculer E[Xu
j ] et sd[Xu

j ] ainsi que
leurss équivalents pour la borne inférieure.

Ici, on illustre uniquement le cas de la limite inférieure, celui de la limite supérieure se traitant de manière
équivalente. On cherche la moyenne et la variance de la variable X l

j .
On rappelle que le jeu de données disponible, X, contient n observations et d caractéristiques et qu’il est

centré et réduit. Les limites de tolérances sont celles qui ont subi la même transformation. De plus, on ne
considère pas de terme de biais dans la régression.

Un résultat classique de statistique Bayesienne (voir par exemple (D. Sun et Berger, 2007)) permet de montrer
que, conditionnellement à X, la loi d’une nouvelle observation est donnée par xnew ∼ t(0, (n+1)(n−1)

n(n+1−d) Σ̂, n+1−d).
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De plus, en notant σ̂ la norme 2 des résidus divisée par n− p, on obtient

E[X l
j |X] = E

[
pred(xnew)− q1−α/2

√
1 + xTnew(XTX)−1xnewσ̂ |X

]
= E [pred(xnew)]− q1−α/2σ̂E

[√
1 + xTnew(XTX)−1xnew |X

]
.

(7.12)

Le premier terme de la dernière équation est nulle par hypothèse. Pour le second terme, il faut estimer
E
[√

1 + xTnew(XTX)−1xnew |X
]
. Cela peut être fait par simulation ou analytiquement en utilisant le fait

que l’on connaisse la distribution de xnew. En utilisant la méthode Delta, comme E[xTnew(XTX)−1xnew] =
p(n+1)

n(n+1−d) , on l’approxime par
√

1 + p(n+1)
n(n+1−d) . Pour n relativement grand, environ 100 + d, l’écart entre l’ap-

proximation et la réalité est négligeable.
Pour la variance, on a une expression qui est la somme de deux termes. Empiriquement, dès que la corrélation

n’est pas trop faible entre les variables, la variance est dictée par le premier terme. Ainsi,

V ar(X l
j |X) = V ar

xTnewβj + qn−p(α/2)

√
∥Xj − xTβj∥2

2
n− p

√
1 + xTnew(XTX)−1xnew

∣∣∣∣∣∣ X


≈ V ar(xTnewβj |X) + v2,j

= E[βjxTnewxnewβTj ]− E[βjxTnew]E[βjxTnew]T + v2,j

= βjE[xTnewxnew]βTj − 0 = βjΣ̂βTj + v2,j

(7.13)

où v2,j = V ar(qn−p(1 − α/2)
√

∥Xj−xT βj∥2
2

n−p

√
1 + xTnew(XTX)−1xnew |X)), c’est à dire que l’on néglige la dé-

pendance entre les deux termes, car c’est une constante multipliée par E[xnewxTnew(XTX)−1xnew] ≈ 0 car
E[xnew] = 0. En particulier, on a que v2 ≈ 0 si l’erreur de prédiction est faible. En pratique cela n’est pas
toujours le cas (du moins si l’on prend une mauvaise selection de variable). Ainsi, v2,j doit être prise en compte.
Pour cela, on l’approxime par

v2,j = q2
n−p1− α/2

∥Xj − xTβj∥2
2

n− p

(
E[1 + xTnew(XTX)xnew]− E[

√
1 + xTnew(XTX)xnew]

)
≈ q2

n−p1− α/2
∥Xj − xTβj∥2

2
n− p

(
1 + p(n+ 1)

n(n+ 1− d) −

√
1 + p(n+ 1)

n(n+ 1− d)

)

≈
q2
n−p1− α/2

2
∥Xj − xTβj∥2

2
n− p

p(n+ 1)
n(n+ 1− d) .

(7.14)

On peut donc écrire

Cplj =
−q1α/2σ̂(βj)

√
1 + p(n+1)

n(n+1−d) − LSLj

3
√
βjΣ̂βTj + v2,j

. (7.15)

En utilisant la même approche, on obtient

Cpuj =
USLj − q1−α/2σ̂(βj)

√
1 + p(n+1)

n(n+1−d)

3
√
βjΣ̂βTj + v2,j

(7.16)

et finalement,

Cpkj =
min{USLj ,−LSLj} − q1−α/2σ̂(βj)

√
1 + p(n+1)

n(n+1−d)

3
√
βjΣ̂βTj + v2,j

(7.17)

On arrive alors au problème

argmaxV :∥V ∥≤tpopt(V ) = argmaxβ:λ∥β∥0,1≤tminj Cpk
j . (7.18)
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7.2.4 Estimation des paramètres
Reformulation du problème

Maintenant que l’on a écrit le critère en fonction de β, on peut chercher à le résoudre. Ce problème n’admet
pas de solution simple. On va donc utiliser une méthode numérique. La particularité de ce problème est que
c’est un problème min-max. En effet, il peut se réécrire comme

minβ:∥β∥1,0≤t maxy∈∆ f(y,β; X) (7.19)

où f(y,β) =
∑d
j=1−yuj Cpkj(βj ; X)

De fait, l’optimisation n’est pas facilement faisable. Cependant, les fonctions βj 7→ Cpkj sont régulières. On
peut donc calculer leur gradient. La méthode classique pour résoudre ce genre de problèmes est de réaliser une
descente de gradient projetée avec une alternance entre le calcul du gradient en y et en β. Cependant, bien que
l’ensemble ∆ soit convexe, l’ensemble {β : ∥β∥0,1 ≤ t}, ne l’est pas et n’admet pas de projection simple. Dans
ce cas là, une approche classique de la littérature est de regarder une relaxation convexe du modèle, avec ou
sans pénalité. Typiquement, une possibilité serait de remplacer la norme ∥ · ∥0,1 par la norme l1 par élément,
ou une norme du type group lasso. Le problème de ces deux approches est que les variables sont dépendantes
entre elles. Or, en présence de corrélations, elles ne sont pas stables pour faire de la sélection de modèles.

La contrainte sur β implique qu’elle ne doit pas avoir plus de t colonnes non nulles. En particulier, une
manière de résoudre ce problème est de supposer qu’il y en a exactement p et de faire l’optimisation pour
chaque p ∈ {1, . . . , t}. Dans ce cas, si X avait simplement p colonnes, il n’y aurait pas de contraintes sur β.
Une manière de faire cela, est de ne garder que les p premières colonnes de X. Cela peut être fait par exemple
en considérant XP où P est la matrice de projection de taille d × p telle que Pii = 1 si 1 ≤ i ≤ p et 0 sinon.
Dans ce cas, on impose que les colonnes gardées sont les p premières. Or en pratique rien n’indique que ce soit
le cas. Ainsi, pour résoudre ce problème, une possibilité est de regarder plutôt XMP , où M est une matrice
de permutation de taille d× d. Ainsi, on obtient le problème

minβ∈Rp×p,M∈D maxy∈∆ f(y,β; XMP ) (7.20)

avec D , l’ensemble des matrices de permutations. Cependant, cet ensemble dont les membres sont aussi appelés
matrices doublements stochastiques n’est toujours pas convexe. Dans ce cas là, une approche classique de la
littérature est de regarder une relaxation convexe du modèle.

Cette formulation se prête néanmoins mieux à une relaxation convexe. En effet, plusieurs pénalités per-
mettent d’imposer des contraintes de parcimonie en ayant de meilleures performance que les normes l1 ou group
lasso (Bach, 2008). Deux exemples classiques sont le ratio L1/L2 ou la différence L1 − L2 (Yin et al., 2014).
On va ici s’intéresser à cette dernière. Cette penalité a notamment été considérée par (Lyu et al., 2020) pour
apprendre des permutations. Pour une matrice m, elle se définit dans ce cas comme

P (m) =
∑
i

∑
j

|mij | −

∑
j

m2
ij

1/2
+

∑
j

∑
i

|mij | −

(∑
i

m2
ij

)1/2
 (7.21)

où ils demandent en plus que mij ≥ 0, ∀i, j et que la somme de chaque ligne et chaque colonne soit égale à 1.
Cette fonction présente la particularité que P (m) = 0 si et seulement si m est une matrice de permutation.
Bien que cette formulation soit plus adaptée, la contrainte que la somme de chaque ligne et chaque colonne

soit égale à 1 est difficile à réaliser en pratique, et souvent, seulement une approximation est possible (Lyu et al.,
2020). Néanmoins, on peut en fait simplifier ce problème en ne gardant qu’une seule des deux contraintes.

Proposition 7.1. Soit m ∈ Rd×d telle que pour tout i, Mi. ∈ ∆ ou pour tout j, M.j ∈ ∆.
Alors m est une matrice de permutation si et seulement si

P (m) = 0 (7.22)

Démonstration. Clairement, si m est une matrice de permutation, on a bien mi. ∈ ∆ et m.j ∈ ∆ et la condition
est bien respectée.

Pour le sens inverse, on se concentre sur le cas où pour tout i, Mi. ∈ ∆. En effet le cas j, M.j ∈ ∆ se déduit
du fait que P (m) = P (mT ).

Comme ∥mi.∥1 = ∥mi.∥2 est possible uniquement si mi. a au plus un coefficient non nul et que par hypothèse,
mi. ∈ ∆, cela implique que ce coefficient vaut 1.

De plus, supposons que deux lignes aient leurs coefficients non nuls dans une même colonne j, i.e. mij = 1 =
mi′j , i ̸= i′. Alors sur cette colonne, on aurait ∥m.j∥1 − ∥m.j∥2 > 0. Ce qui est contradictoire avec P (m) = 0.
Donc les coefficients non nuls sont dans des colonnes différentes et m est une matrice de permutation. □
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Remarque 7.3. Si m ∈ Rd×d est telle que pour tout i, Mi. ∈ ∆, alors

P (m) = 2d−
d∑
i=1
∥mi.∥2 −

d∑
j=1
∥m.j∥2 (7.23)

Ainsi, le problème s’écrit comme

minβ∈Rp×p,M :Mi.∈∆,P (M)=0 maxy∈∆ f(y,β; XMP ) (7.24)

Alors, pour λ assez grand, on peut montrer que c’est équivalent au problème

minβ∈Rp×p,M :Mi.∈∆ maxy∈∆ f(y,β; XMP )−
d∑
i=1
∥Mi.∥2 −

d∑
j=1
∥M.j∥2 (7.25)

Remarque 7.4. En fait, on pourrait réécrire la matrice MP comme directement une matrice P telle que ses
colonnes appartiennent à ∆ et P (P ) = 0 pour obtenir une matrice de projection. La seule différence est que
la norme 2 est différentiable partout sauf en 0. Alors avec cette formulation, comme la matrice de projection
aura des lignes nulles par définition, elle ne sera pas différentiable. A contrario, dans le cas de la matrice de
permutation, la fonction sera différentiable. Bien que dans la définition cela ne change rien, pour l’optimisation
pratique du critère, les hypothèses de différentiabilité permettent souvent de smplifier les choses.

Remarque pratique

D’un point de vue pratique, la méthode peut prendre beaucoup de temps sur de très grands jeux de données.
Une possibilité pour simplifier les calculs est de choisir dans un bloc (si la structure se décompose ainsi) les
caractéristiques à mesurer avec les moins bonnes capabilités. Cette approche plus rapide à mettre en oeuvre, en
comparaison du problème en équation (7.24), permet d’avoir une première idée rapide des gains possibles avec
l’optimisation des contrôles.

Aubes Fan : BLN 26

Nous considérons ici les données du balloon 26 présentées en section 1.4.2. Sur cet exemple, nous allons évaluer
les performances de notre approximations, i.e. en résolvant le problème défini à l’équation (7.24), en comparaison
de la méthode simplifiée qui consiste à sélectionner les caractéristiques avec les plus petites capabilités. On
obtient alors le graphique en figure 7.12.

On observe que les deux méthodes donnent des résultats très proches excepté pour le nombre de variables
à mesurer 7. Lorsque l’on regarde les variables sélectionnées à chaque étape, on voit alors que bien que les
capabilités les plus faibles sont celles correspondantes aux sections 3 et 8. Or, une étude plus détaillée des
caractéristique sélectionnées (c.f. Figure 7.13), montre que dans le cas de la selection avec 7 variables, la section
n°3 n’est pas sélectionnée comme à mesurer. Il est donc logique que le résultat soit moins bon. Une autre
situation problématique est la situation avec une seule variable où ni la section 3 ni la section 8 ne sont à
mesurer selon le résultat de notre optimisation.

En dehors de ces deux cas, notre approche de sélection semble donc particulièrement adaptée sur cet exemple.
De plus notre méthode invite à ne mesurer que deux sections. Cependant, comme elles ne sont pas fortement
corrélées à toutes les autres sections, d’un point de vue industriel, il est difficile de justifier ce choix.

Bien que sur ce jeu de données, les variables soient plutôt fortement dépendantes entre elles, dans le cas
général ce n’est pas le cas. Ainsi, pour s’assurer que les variables que l’on mesure sont bien dépendantes des
variables à prédire, on utilise une méthode de classification pour rassembler les caractéristiques dépendantes
entre elles, puis dans chaque bloc, on choisit une variable à mesurer en fonction des capabilités dans le bloc.

On peut de plus comparer cette méthode avec la méthode actuelle basée uniquement sur les corrélations. On
obtient alors la figure 7.14. Dans ce cas, on observe que la méthode basée sur la capabilité donne de meilleurs
résultats que la méthode basée sur la corrélation.

Aubes Fan : BLN 26 et 36

On considère maintenant le cas plus complexe de la combinaison des balloons 26 et 36. Dans ce cas, pour
réduire les temps de calcul, on considère simplement la méthode qui consiste à choisir les sections avec les
meilleures capabilités bivariées. Pour estimer ces capabilités, on utilise la méthode faisant intervenir une copule
et l’indice basé sur les taux de confomité comme présentée en section 6.1. Néanmoins, ici les taux de non
conformité sont souvent tellement faibles et l’hypothèse d’une copule Gaussienne pour les données n’est pas
rejetée. On utilise alors le fait que pour une copule gaussienne, qui correspond bien aux données bivariées,
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Figure 7.12 – Comparaison en fonction du nombre de caractéristiques à sélectionner de l’approximation du
Cpk pour le choix basé sur la capabilité et celui obtenu par optimisation du critère

les queues de distributions sont indépendantes (Joe, 2014). On peut alors facilement calculer la probabilité de
conformité comme le produit des probabilités univariées.

Pour la méthode basée sur la corrélation, on utilise la corrélation des distances (c.f. Section 2.3.2), qui peut
être vue comme une généralisation du coefficient de corrélation de Pearson dans un cadre multivarié.

On obtient alors la figure 7.15. Sur cet exemple, plus complexe, on observe à nouveau que la méthode de
sélection la plus performante est celle basée sur la capabilité.

En pratique, les experts métiers avaient décidés pour des raisons pratiques de mesurer 11 sections, alors
qu’il aurait été possible, en se basant uniquement sur les corrélations, de choisir seulement 5 sections, valeur
plébiscitée par le statisticien qui avait participé à l’étude. De plus, lorsque l’on regarde les résultats de notre
étude, on observe que choisir 5 sections permettrait aussi d’avoir un procédé échantillonné avec une capabilité
presque égale à celle du procédé sans échantillonnage. Dans le cas particulier des 11 sections, les capabilités
estimées pour les deux approches sont les mêmes.
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Figure 7.13 – Affichage des capabilités univariées des sections sélectionnées pour différents nombres de sections.

Figure 7.14 – Comparaison de la capabilité du procédé de contrôle du balloon 26, pour la sélection basée sur
les corrélations (rouge) et celle basée sur la capabilité (bleue).
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Figure 7.15 – Comparaison de la capabilité du procédé de contrôle du balloon 26 et 36 pour la sélection basée
sur les corrélations (rouge) et celle basée sur la capabilité (bleue).
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Conclusion

Les apports
Dans ce manuscrit, nous nous sommes principalement concentrés sur l’étude de la structure de dépendance

entre les mesures des caractéristiques sur les pièces de moteurs d’avion. Pour ce faire, nous regardons le graphe
formé par les dépendances entre deux caractéristiques. Nous formons alors des groupes de caractéristiques ayant
un comportement similaire. Puis, dans un deuxième temps, nous proposons une modélisation plus fine de la
structure de dépendance entre les caractéristiques à l’aide de la notion de copules. Les modélisations ainsi
obtenues ont permis de calculer la probabilité de produire une pièce conforme à ses exigences sans retouches.
De plus en nous basant sur une simplification de la structure de dépendance, nous proposons un critère d’aide
à la décision pour optimiser les procédures de contrôle des pièces.

Cette thèse présente plusieurs contributions théoriques sur l’étude des graphes aléatoires. En particulier, sur
la famille de graphes aléatoires appelée stochastic block model. Ces modèles de graphes ont la particularité que les
nœuds peuvent être partitionnés en groupes, tels que les nœuds dans un même bloc ont le même comportement
moyen. Les travaux sur ces modèles se décomposent en deux parties. Dans la première partie, nous proposons
une nouvelle famille de critères pour l’estimation de la structure de groupes ainsi que les paramètres de ces
groupes. Cette nouvelle famille est motivée par le fait que la méthode d’estimation classique de ces modèles
est très sensible à certaines mauvaises spécifications du modèle, telles que la présence de valeurs aberrantes. A
contrario, notre méthode basée sur les divergences, comme par exemple la distance de Hellinger, permet un gain
important en robustesse sur les méthodes de la littérature. Nous avons alors étudié les propriétés asymptotiques
des estimateurs obtenus en optimisant notre critère et nous avons montré leur convergence. Afin que notre
approche puisse être utilisée, nous avons aussi développé une méthode d’estimation pour nos critères et une
méthode pour sélectionner le nombre de paramètres du modèle. Dans la seconde partie, nous avons essayé de
mieux comprendre les propriétés de deux méthodes classiques de la littérature : la modularité et la vraisemblance
profilée. La modularité est une méthode de partitionnement extrêmement rapide pouvant être utilisée sur de très
grands graphes. Cependant, elle est connue pour ne pas permettre de retrouver la structure de blocs dans tous
les cas. Afin de mieux comprendre son fonctionnement et de proposer des améliorations, nous l’avons étudiée
ainsi que différentes variantes, en utilisant son lien avec la vraisemblance d’un modèle de graphes aléatoires
particuliers. Quant à la vraisemblance profilée, nous avons montré que si l’on maximisait celle de modèles
particuliers, comme les SBM Poisson ou gaussien, sous certaines hypothèses, malgré que le graphe réel ne soit
pas dans le modèle choisi, la méthode est tout de même capable d’estimer correctement la structure de blocs.
Ces méthodes ont ensuite été utilisées sur des données de production pour mieux comprendre les procédés de
fabrication. Des méthodes issues de la littérature des copules et en particulier les copules arborescentes ont alors
été considérées pour raffiner la modélisation et estimer avec précision la probabilité de produire une pièce selon
ses exigences, sans avoir besoin de la retoucher.

Les perspectives
Ce travail laisse de nombreuses perspectives. Tout d’abord, notre méthode basée sur les divergences dévelop-

pée au chapitre 4, en comparaison avec les méthodes basées sur la vraisemblance, a deux limites. La première, est
qu’en fonction du choix de la divergence, son temps de calcul peut prendre plusieurs heures sur des graphes avec
plusieurs centaines de nœuds, là où une méthode alternative de la littérature prendrait une dizaine de minutes.
Ainsi, la recherche d’une meilleure méthode d’optimisation est une suite importante. De plus, pour s’assurer
que le modèle estimé correspond bien aux données, dans la littérature, il existe des tests comme le rapport
de vraisemblance (Y. X. R. Wang et P. J. Bickel, 2017). Dans le cas de certains estimateurs de divergences, il
existe aussi des tests pour juger de la pertinence du modèle estimé (Broniatowski et Keziou, 2009). Cependant,
dans le cas des graphes, les tests basés sur les divergences ne sont pas directement généralisables et un travail
supplémentaire est nécessaire.
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Dans le cadre des travaux du chapitre 5, nous avons notamment étudié différentes méthodes basées sur la
vraisemblance de profile. Nous avons montré la convergence théorique de l’estimateur de la structure de blocs en
présence de certaines mauvaises spécifications du modèle. Cependant, le calcul de cet estimateur est NP-difficile
et des approximations variationnelles sont utilisées en pratique (Vu et al., 2013). Aussi, pour s’assurer que les
propriétés de robustesse ne sont pas seulement théoriques, mais que les méthodes d’estimation en bénéficient
elles aussi, une analyse plus complète est nécessaire.

De plus, la méthode d’estimation des vines a encore de nombreuses possibilités d’améliorations. D’une part,
pour être capable d’approximer un maximum de distributions. Pour cela, une possibilité est notamment de
remplacer les copules bivariées par des mélanges de copules ou directement d’estimer un mélange de vine copula.
Enfin, même si d’un point de vue théorique, au sens du résultat de (Mroz et al., 2021), toutes les structures
de vine sont équivalentes, en pratique ce n’est pas le cas (Kraus et Czado, 2017). Ainsi, une perspective serait
de développer une nouvelle procédure pour estimer la structure de vine. Cette dernière étant liée aux DAG
(Pircalabelu, Claeskens et Gijbels, 2017 ; Müller et Czado, 2018), une approche possible serait de regarder dans
la vaste littérature (Yu et al., 2019 ; Lachapelle et al., 2020), s’il existe une méthode pouvant être utilisée.
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Acronymes et notations

SAE : Safran Aircraft Engines
CFG : Condition Fonctionnelle Géométrique
SBM : Stochastic Block Model
DCSBM : Degree Corrected Stochastic Block Model
ELBO : Evidence Lower Bound
BE : Bureau d’Etudes
BM : Bureau des Méthodes
VCI : Virole de Carter Intermédiaire (intermediate casing en anglais)
MSP : Maîtrise Statistique des Procédés (SPC : Statistical Process Control en anglais)
Ppm : Pièces (non conformes) par million
CAH : Classification Ascendante Hiérarchique (HAC : Hierarchical Ascendant Clustering en anglais)
DAG : Graphe Acyclique Dirigé (Directed Acyclic Graph)
MLE : Maximum Likelihood Estimator
KL : Kullbach-Leibler (divergence) ; KLB pour Bernoulli
HD : Hellinger Distance
i.i.d : indépendant et identiquement distribué
RAF : Residual Adjustment Function
MMT : Machine à Mesurer Tridimensionelle (CMM en anglais)
E[X], V (X) : espérance et variance d’une variable aléatoire X
∆ =

{
x ∈ RK+ |

∑K
i=1 xi = 1

}
le simplex de probabilité.

BO(·) : Boltzmann Operator
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Estimation de la structure de dépendance en grande dimension via des modèles de graphes aléatoires :
applications au suivi et à l’optimisation des contrôles en production

Résumé
L’usinage des pièces de moteurs d’avion nécessite des procédés de fabrication complexes. En effet, ces pièces doivent être
conformes vis-à-vis de nombreuses spécifications. Pour s’en assurer, elles sont contrôlées une fois la fabrication terminée.
Cette étape de contrôle est couteuse, mais permet de récolter de nombreuses données dites de production.
L’objectif de cette thèse est d’exploiter ces données de production. D’une part, nous cherchons à mieux comprendre les
procédés de fabrication et, d’autre part, à exploiter les dépendances au sens statistique entre les mesures afin d’optimiser
le contrôle des pièces.
Pour cela, cette thèse propose différentes méthodes d’analyse de données pour modéliser et estimer la structure de
dépendance des données de production. Ces analyses permettront alors de comprendre quels sont les facteurs à faire
évoluer pour améliorer la production.
La première partie de la thèse est consacrée à l’étude de méthodes de classification pour des graphes aléatoires par blocs.
Nous justifions l’application de cette catégorie de méthodes sur des matrices de corrélation pour mieux comprendre les
liens entre les caractéristiques mesurées. Nous comparons aussi différentes méthodes de la littérature avec les nouvelles
méthodes présentées. Ces dernières reposent sur l’utilisation de divergences à la place de la vraisemblance.
La seconde partie de la thèse est dédiée à l’utilisation de copules arborescentes afin d’estimer la probabilité de produire
une pièce conformément à ses exigences. Nous développons une méthode innovante, utilisant les réseaux de neurones,
pour estimer les paramètres des copules.
La troisième partie de cette thèse se fonde sur les deux précédentes pour proposer une méthode d’optimisation des
contrôles effectués lors de la production.
Les différents résultats théoriques de cette thèse sont illustrés sur des pièces de moteurs d’avion, en particulier sur l’aube
fan.
Mots clés : maîtrise statistique des procédés, modèle à blocs stochastiques, estimation robuste, copule, indice de capa-

bilité.

Abstract
The machining of aircraft engine parts requires complex manufacturing processes. Indeed, these parts must comply with
numerous specifications. To ensure this, they are inspected once the manufacturing is completed. This inspection stage
is costly but allows for the collection of numerous production data.
The objective of this thesis is to exploit these production data. On the one hand, we seek to better understand the manu-
facturing processes and, on the other hand, to exploit the dependencies, in a statistical sense, between the measurements
in order to optimize part inspection.
To achieve this, this thesis proposes various data analysis methods to model and estimate the dependency structure of
production data. These analyses will then help understand which factors need to be modified to improve production.
The first part of the thesis is dedicated to the study of classification methods for random block graphs. We justify the
application of this category of methods to correlation matrices to better understand the links between the measured
characteristics. We also compare different methods from the literature with the new methods presented. The latter are
based on the use of divergences instead of likelihood.
The second part of the thesis is dedicated to the use of Vine Copulas to estimate the probability of producing a part
in accordance with its requirements. We develop an innovative method using neural networks to estimate the Copula
parameters.
The third part of this thesis builds on the previous two to propose a method for optimizing inspections carried out during
production.
The various theoretical results of this thesis are illustrated on aircraft engine parts, particularly on the fan blade.

Keywords: statistical process control, stochastic block model, robust estimation, copula, capability index.
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